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Begriffe

OLS

OLS steht für “ordinary least squares”. Es handelt sich um eine Methode zur Schätzung von Regressionsko-
effizienten in einem linearen Regressionsmodell. Die OLS-Methode wird verwendet, um die Regressionskoef-
fizienten so zu schätzen, dass der Fehler zwischen den tatsächlichen Beobachtungen und den vorhergesagten
Werten, die durch das Regressionsmodell berechnet werden, minimiert wird. Die OLS-Methode wird häu-
fig in der Statistik und im Machine Learning verwendet, um Vorhersagen über die Beziehung zwischen
verschiedenen Variablen zu treffen.

ICC

Die Intraclass Correlation Coefficient (ICC) ist ein Maß für den Anteil der Varianz in einer Messreihe, der
auf den untersuchten Einflussfaktor zurückzuführen ist. Die ICC wird häufig in der Statistik verwendet, um
die Reliabilität von Messungen zu bewerten. Wenn der Wert der ICC nahe bei 1 liegt, bedeutet das, dass ein
großer Anteil der Varianz in der Messreihe auf den untersuchten Einflussfaktor zurückzuführen ist. Wenn
der Wert der ICC nahe bei 0 liegt, bedeutet das, dass ein kleiner Anteil der Varianz in der Messreihe auf
den untersuchten Einflussfaktor zurückzuführen ist.

BLUE (Best Linear Unbiased Estimator)

BLUE steht in der Statistik für “Best Linear Unbiased Estimator” (englisch für “bestmöglicher linearer
unverzerrter Schätzer”). Es bezieht sich auf Schätzwerte, die in der Regressionsanalyse verwendet werden,
um die Beziehung zwischen einer abhängigen Variablen y und einer oder mehreren unabhängigen Variablen
x zu modellieren.

Ein Schätzer ist BLUE, wenn er die folgenden Eigenschaften aufweist:

1. Linearität: Der Schätzer ist eine lineare Funktion der Daten.

2. Unverzerrtheit: Der Schätzer hat im Durchschnitt keine systematische Abweichung von dem zu
schätzenden Wert. Das heißt, er hat eine mittlere quadratische Fehler (MSE) von Null.

3. Bestmöglichkeit: Unter allen Schätzern, die die Eigenschaften 1 und 2 erfüllen, ist der BLUE-Schätzer
derjenige mit der geringsten MSE.

Die OLS-Methode (Ordinary Least Squares) ist ein Beispiel für einen BLUE-Schätzer in der Regressions-
analyse. Sie sucht nach den Regressionskoeffizienten, die dazu beitragen, dass die Summe der quadratischen
Fehler (SSE) zwischen den geschätzten y-Werten (ŷ) und den tatsächlichen y-Werten (y) so gering wie
möglich ist. Die OLS-Methode gilt als BLUE, da sie linear, unverzerrt und bestmöglich ist.

Was ist AIC und BIC

AIC (Akaike Information Criterion) und BIC (Bayesian Information Criterion) sind beide Statistiken, die
verwendet werden, um die Qualität von Modellen zu bewerten, insbesondere im Bereich der Statistik und
des maschinellen Lernens. Beide AIC und BIC werden verwendet, um zu entscheiden, welches von mehreren
möglichen Modellen am besten geeignet ist, eine bestimmte Datenset zu beschreiben.

AIC wurde von dem japanischen Statistiker Hirotugu Akaike entwickelt und ist eine Maßzahl für die Qualität
eines Modells, das auf der Anzahl der benötigten Parameter und dem Fit des Modells auf die Daten basiert.

7



AIC bevorzugt Modelle, die weniger komplex sind und weniger Parameter haben, da diese in der Regel
weniger anfällig für Overfitting sind.

BIC (Bayesian Information Criterion) wurde von dem amerikanischen Statistiker Glenn Shafer entwickelt
und ist ähnlich wie AIC, aber es wird eine strengere Strafe für Modelle mit vielen Parametern verwendet.
Dies führt dazu, dass BIC in der Regel Modelle mit weniger Parametern bevorzugt als AIC.

Im Allgemeinen gilt: je niedriger der AIC- oder BIC-Wert, desto besser ist das Modell. Wenn Sie verschiedene
Modelle vergleichen, sollten Sie das Modell mit dem niedrigsten AIC- oder BIC-Wert wählen, da dies das
Modell ist, das am besten auf die Daten passt und am wenigsten anfällig für Overfitting ist. Es ist jedoch
wichtig zu beachten, dass AIC und BIC nur ungefähre Schätzungen der Qualität von Modellen sind und
möglicherweise nicht in allen Fällen zuverlässig sind. Es gibt auch andere Maßzahlen, die verwendet werden
können, um die Qualität von Modellen zu bewerten, wie z.B. die Cross-Validation oder der F1-Score.

Alternativhypothese

Die Hypothese, an der wir in der Regel interessiert sind. Also die Gegenhypothese zur Nullhypothese.

Alpha Fehler

Die Wahrscheinlichkeit, die Nullhypothese zu verwerfen, obwohl sie wahr ist.

Unterschied Prozent und Prozentpunkte

Prozent Eine Warscheinlichkeit von . . . Prozent

Eine höhrere Warscheinlichkeit von . . . Prozentpunkten

Normalverteilung der Fehler

Die Normalverteilung der Fehler brauchen wir, um den P-Wert interpretieren zu können, und damit Hy-
pothesen zu überprüfen
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Woche 1

1. Modelle

Video Modelle

Was ist ein Modell

• Ein Modell ist kein Spiegelbild der Realität, sondern eine vereinfachte Realität

• Formulierung allgemeiner Gesetzmässigkeiten

• Reduktion der sozialen Komplexität auf das wesentliche

– Prinzip der Parsimonität = Sparsamkeitsregel
– Modell mit weniger Erklärenden Faktoren aber gleichem Erklärungsgehalt werden bevorzugt

Typen von Modellen

1. Realmodell

• Ein Realmodell ist ein reales Modell wie beispielsweise ein Modell einer Maus

2. Ikonisches Modell

• Architektonische Zeichnung oder Anschaulichee Modelle wie beispielsweise eine Modelleisenbahn oder
der Plan eines Hauses

3. Verbalmodell

• Modell, dass in natürlicher Sprache beschrieben wird: zB Ältere Menschen nehmen eher an Wahlen
teil

4. Formalmodell

• Ein Modell mit Mathematischen Grundannahmen, es ist niedergeschrieben in einer Formel

• Hier gibt es wiederum 2 Arten

– Mathematisches Modell -> Wenn X dann Y
∗ Männer werden nicht Schwanger

– Statistisches Modell -> Wenn X dann eher Y
∗ Ältere Menschen nehmen eher an Wahlen teil. Dies ist nicht immer der Fall, aber die

Wahrscheinlichkeit steigt
∗ Haben einen Fehlerterm/Störterm (Stochastischer Teil)

· Variablen ohne Einfluss auf die UV sind nicht im Fehlerterm enthalten
∗ Empirisch: Mit generierten Daten durch Umfragen oder Messungen etc (enthalten Zufallsvari-

ablen und daher auch Fehlerterm (Outlier))
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Unterschied Stochastische und Deterministische Aussagen

In der Mathematik bezeichnet man Aussagen als deterministisch, wenn sie sich auf feste, unveränderliche
Werte oder Ereignisse beziehen. Stochastische Aussagen hingegen beziehen sich auf zufällige oder unbes-
timmte Werte oder Ereignisse.

Ein Beispiel für eine deterministische Aussage wäre: “Wenn ich zwei gleich große Würfel werfe, wird die
Summe der Augen immer 7 sein.” Hier sind die Werte, die die Würfel anzeigen werden, festgelegt und
unveränderlich.

Ein Beispiel für eine stochastische Aussage wäre: “Wenn ich eine Münze werfe, ist die Wahrscheinlichkeit,
dass Kopf erscheint, 50%.” Hier ist das Ergebnis der Münzwurf-Unbestimmt und hängt von Zufallsfaktoren
ab.

Im Allgemeinen sind deterministische Aussagen leichter zu verstehen und zu beweisen, da sie sich auf feste
Werte beziehen. Stochastische Aussagen hingegen erfordern in der Regel die Verwendung von Wahrschein-
lichkeitsrechnung, um sie zu analysieren und zu verstehen.
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Übung 1 Welche der folgenden Aussagen sind richtig und welche falsch?

• Die Aussage, je rechter eine Person ist, desto eher wäht sie die SVP ist eine deterministische Aussage.

• Die Aussage, Länder mit einem höheren BIP produzieren eher mehr Elektroschrott ist
eine stochastische Aussage

• Die Aussage, Männer über 180cm grösse rauchen nicht, ist eine Deterministische Aussage.

• Die Aussage Personen unter 18 stimmen nicht ab, ist eine stochastische Aussage.

Übung 2 Was für eine Art von Modell ist folgendes Modell: yi = β0 + β1xi + ϵi

• Formalmodell

Übung 3 Was für eine Art von Modell ist folgendes Modell: Bei schönem Wetter gehen am Wahltag mehr
Personen an die Urne als bei schlechtem?

• Verbalmodell

Übung 4 Welche Aussagen über ein Modell sind richtig und welche falsch?

• Ein gutes Modell versucht die Wirklichkeit möglichst exakt und vollständig abzubilden.

• Ein Modell ist die Formulierung allgemeiner Gesetzmässigkeiten.

• Parsimonität beschreibt das Sparsamkeitsprinzip.

• Ein gutes Modell versucht das Wesentliche abzubilden.
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2. Was ist eine Regression?

Video regression

• Kreuztabelle (oder Kontingenztafel): Tabellen die die absoluten oder relativen Häufigkeiten von zwei
kategorischen Variablen (zB Geschlecht, Farben) auftragen – Beziehung zwischen zwei Variablen – also
super für kategorische Variablen (NICHT ABER BEI KONTINUIERLICHEN VARIABLEN)

• Regressionen: besser für numerische Variablen (zB intervall-skaliert oder ratio-skaliert – kontinuier-
lichen variablen) die viele Ausprägungen haben (da in einer Kreuztabelle unübersichtlich)

• Zweck einer Regression:

• Statistisches Werkzeug für die Untersuchung von Beziehungen zwischen Variablen (beta-koeffiziente)

• Für Prognosen und Schätzungen (für weitere Daten die nicht teil des Modells sind und abhängige
Variable unbekannt, diese schätzen)

• Analyse von kausalen Effekten (Experimente) – vorhersage der Ergebnisse einer Intervention

• Regressionsanalysen – Herangehensweise

• Man kann regressionen auf zwei Arten durchführen:

– Deskriptive Analyse (Beschreibung ohne Theorie)
∗ Reine Beschreibung ohne darunter liegende Theorie
∗ Können keine Rückschlüsse über Population machen oder erhalten
∗ Es kann nur eine Aussage über die vorhandenen Daten gemacht werden

– Theoriebasierte Analyse und Hypothesentests
∗ Hypothesen überprüfen
∗ Starke Theorie und kann damit von einer Stichprobe auf die Grundgesamtheit schliessen

(unter bestimmen Annahmen)

• Eine Regression ist ein Zusammenhang zwischen zwei oder mehr variablen

• (einfachster Fall und Zusammenhang perfekt) Nur zwei variablen und linearer Zusammenhang dann
formell: y = a + bx (mathematisches Modell)

• In Realität aber nicht perfekt, sondern hat Fehlerterme oder Abweichungen, daher statistisches Modell
mit formel: yi = β0 + β1xi + ϵi
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Übung 5 Welche der folgenden Aussagen sind richtig und welche falsch?

• Wenn wir den Zusammenhang zwischen BIP und Demokratieniveau untersuchen wollen, ist eine
Kreuztabelle ein gutes Werkzeug.

• Wenn wir untersuchen wollen, ob Personen aus den Romanie eher ja gestimmt haben als
aus der Deutschschweiz, ist eine Kreuztabelle ein gutes Werkzeug.

• Einfache Regressionen können einfach dargestellt werden.

• Eine Regression kann nur mit einer starken Theorie durchgeführt werden

Übung 6 Welche der folgenden Aussagen zum SELECTS Nachwahlbefragungsdatensatz sind richtig und
welche falsch?

Beim SELECTS Nachwahlbefragungsdatensatz 2019 wurde eine Umfrage mit 6664 Befragten durchgeführt.
Die Befragten konnten den Fragebogen online oder auf Papier ausfüllen. Die Befragten wurden als repräsen-
tative Stichprobe der Gesamtbevölkerung ausgewählt. Da nicht alle Angefragten mitgemacht haben, helfen
Gewichte die Stichprobe repräsentativ zu halten.

• Mit einer starken Theorie können dank der repräsentativen Stichprobe mit den Regres-
sionsergebnissen Rückschlüsse auf die Gesamtbevölkerung gezogen werden.

• Es ist möglich fehlende Werte dank der Regression zu schätzen, sofern genügend Teil-
nehmer die entsprechende Frage beantwortet haben.

• Mit der Umfrage ist es möglich, die Beziehung zwischen Alter und Links-Rechts-
Selbstpositionierung zu untersuchen. (beide Variablen sind in der Umfrage enthalten)

• Mit Hilfe von Regressionen können kausale Effekte dieser Umfrage analysiert werden, da es sich um
eine repräsentative Stichprobe handelt.
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Woche 2

1. Streudiagramm mit Regressionslinie

Video Streudiagramm mit Regressionslinie

library(tidyverse)

## -- Attaching packages --------------------------------------- tidyverse 1.3.2 --
## v ggplot2 3.3.6 v purrr 0.3.4
## v tibble 3.1.8 v dplyr 1.0.10
## v tidyr 1.2.1 v stringr 1.4.1
## v readr 2.1.2 v forcats 0.5.2
## -- Conflicts ------------------------------------------ tidyverse_conflicts() --
## x dplyr::filter() masks stats::filter()
## x dplyr::lag() masks stats::lag()

library(haven)
library(schlegel)

Zuerst müssen wir die Daten einlesen und filtern:

df_votes = read_dta("aggregat2.dta")
df_votes = df_votes %>% filter(id > 333) # ab Ende 1985

Nun wollen wir wissen, welchen Einfluss der Ja Anteil im Nationalrat auf den Ja Anteil an der Urne hat.
Dafür machen wir zuerst ein Streudiagramm:

ggplot(df_votes, aes(x = nationalrat, y = acceptpo)) +
geom_point() +
scale_x_continuous(limits = c(0, 100)) +
scale_y_continuous(limits = c(0, 100)) +
theme_minimal() +
xlab("Schlussabstimmung Nationalrat (Verhältnis Ja/Nein-Stimmen ohne Enthaltungen)") +
ylab("Anteil Ja-Stimmen an der Urne")

## Warning: Removed 5 rows containing missing values (geom_point).
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Als nächstes fügen wir dem Streudiagramm eine Regressionslinie hinzu:

ggplot(df_votes, aes(x = nationalrat, y = acceptpo)) +
geom_point() +
scale_x_continuous(limits = c(0, 100)) +
scale_y_continuous(limits = c(0, 100)) +
theme_minimal() +
xlab("Schlussabstimmung Nationalrat (Verhältnis Ja/Nein-Stimmen ohne Enthaltungen)") +
ylab("Anteil Ja-Stimmen an der Urne") +
geom_smooth(method = "lm", se = FALSE)

## ‘geom_smooth()‘ using formula ’y ~ x’

## Warning: Removed 5 rows containing non-finite values (stat_smooth).

## Warning: Removed 5 rows containing missing values (geom_point).
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Anhand der Regressionslinie sehen wir, dass es einen Zusammenhang gibt zwischen dem Ja Anteil im
nationalrat und dem Ja Anteil an der Urne. Die Slope ist positiv und somit gibt es einen Positiven
Zusammenhang.

Also je höher der Ja Anteil im Nationalrat, desto höher ist der Ja Anteil an der Urne.
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Übung 1 Erstelle ein Streudiagram mit einer linearen Regressionslinie, welches den Zusammenhang zwis-
chen dem Ja-Anteil der 2. Welle des Schweizer Fernsehens und dem Ja-Anteil an der Urne darstellt. Verwende
dazu den Datensatz aggregat2.dta mit den Variablen srf2ja und acceptpo. Filtere zuerst die Daten, um nur
diejenigen Datenpunkte zu behalten, bei denen das SRF Umfrageergebnisse publiziert hat. Wie viele dieser
Datenpunkte sind im Datensatz vorhanden?

df_votes = read_dta("aggregat2.dta")
df_votes = df_votes %>% filter(!is.na(srf2ja)) # ab Ende 1985
nrow(df_votes)

## [1] 115

ggplot(df_votes, aes(x = srf2ja, y = acceptpo)) +
geom_point() +
scale_x_continuous(limits = c(0, 100)) +
scale_y_continuous(limits = c(0, 100)) +
theme_minimal() +
xlab("Schlussabstimmung Nationalrat (Verhältnis Ja/Nein-Stimmen ohne Enthaltungen)") +
ylab("Anteil Ja-Stimmen an der Urne") +
geom_smooth(method = "lm", se = FALSE)

## ‘geom_smooth()‘ using formula ’y ~ x’
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#### Übung 2
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Erstelle ein Streudiagram mit einer linearen Regressionslinie, welches den Zusammenhang zwischen BIP
pro Kopf und dem Demokratiegrad zeigt. Wende dazu den Datensatz freedom_house_index.csv mit den
Variablen GDPPC und Democratic_Score.

df_fh = read_csv("freedom_house_index.csv")

## Rows: 191 Columns: 5
## -- Column specification --------------------------------------------------------
## Delimiter: ","
## chr (1): Country
## dbl (4): Democratic_Score, Political_Rights, Civil_Liberties, GDPPC
##
## i Use ‘spec()‘ to retrieve the full column specification for this data.
## i Specify the column types or set ‘show_col_types = FALSE‘ to quiet this message.

ggplot(df_fh, aes(x = Democratic_Score, y = GDPPC)) +
geom_point() +
theme_minimal() +
xlab("Demokratie Niveau") +
ylab("BIP pro Kopf") +
geom_smooth(method = "lm", se = FALSE)

## ‘geom_smooth()‘ using formula ’y ~ x’
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2. Univariates Lineares Modell

Video Univariates Lineares Modell

Was ist das Univariate Lineare Modell?

Das univariate Lineare Modell schreiben wir als yi = β0 + β1xi + ϵi

• i steht für den Index von einem Konkreten Fall, also die einzelnen Punkte

• yi ist die Abhängige Variable (Ordinate, Outcome, Regressant, Endogene Variable)

– Muss kontinuierlich sein, minimal intervall oder ratioskaliert und muss nicht Normalverteilt sein

• xi ist die Unabhängige Variable (Abszisse, Prädiktor, Regressor, Exogene Variable)

– Messniveau ist egal und Verteilung ist egal

• β0 ist der Achsenabschnitt (Intercept), y Wert wenn x null ist

– β0 = y − β1x

– Wenn Y bei x = 0 keinen Sinn macht, macht es auch keinen Sinn den Achsenabschnitt zu inter-
pretieren

– zB bei der Anzahl Schüler, wenn es keine Schüler hat macht es keinen Sinn en Achsenabschnitt
anzuschauen

• β1 ist der Steigungskoeffizient (Slope)

– β1 = Cov(x,y)
V ar(x)

– Zeigt Richtung und Steigung der Regression an
– Erwartungswert von Y wenn wir X um eine Einheit vergrössern

• xi Ist der Gemessene Wert x

• ϵi Abweichung vom Idealwert (Störterm, Residuum)

– Fehler im Menschlichen Verhalten
– Spezifikationsfehler im Modell
– Messfehler

Es gibt noch eine weitere Schreibweise: ŷi = β0 + β1xi

• ŷi steht nicht für die AV, sondern für den vorausgesagten Wert

– hier gibt es kein ϵi, da dies der Wert ist, welchen das Modell voraussagt, also der effektive, absolute
Wert
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Übung 3 Welche der folgenden Aussagen ist richtig und welche falsch?

• Bei einer linearen Regression muss die AV normalverteilt sein

• Bei einer linearen Regression muss die Ordinate kontinuierlich sein.

• Ein anderer Name für die AV ist die Exogene Variable

• Bei der Endogenen Variable ist das Messniveau egal

Übung 4 Welche der folgenden Aussagen sind richtig und welche falsch?

• β1 ist der erwartete Wert der Outcome Variable, wenn der Prädiktor den Wert 0 hat.

• β0 ist der erwartete Wert der UV wenn die AV den Wert 0 hat.

• Die Abszisse ist ein anderer Begriff für den Achsenabschnitt.

• Der Intercept ist ein anderer Begriff für die Steigung.

Übung 5 Welches der folgenden Modelle stellt ein einfaches univariates Modell dar:

• yi = β0 + β1xi + ϵi

Übung 6 Welcher der folgenden Punkte ist nicht im Fehlerterm abgebildet?

• Paul kreuzt bei der Umfrage ausversehen die falsche Antwort an.

• Frau Müller gab bei einer Telefonbefragung an, dass sie an der Befragung nicht teilnehmen
möchte. Deshalb ist sie im Datensatz nicht enthalten.

• Der Forscher Franz hat ein Modell gerechnet, welches als unabhängige Variable Anzahl Störche enthält
und als abhängige Anzahl Neugeborene in einem Land, dabei hat er jedoch vergessen, die grösses das
Landes ins Modell einzubeziehen.

• Der 80-jährige Bruno hat an keiner Abstimmung in den letzten 10 Jahren teilgenommen, obwohl ältere
Männer die höchste Beteiligungsrate haben.

• Bei einer Telefonbefragung schreibt die Callcentermitarbeiterin Petra das falsche Geburtsdartum ins
Formular, weil sie wegem dem Dialekt den Befragten am anderen Ende der Leitung falsch verstanden
hat.
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3. Schätzverfahren für eine lineare Regression: Warum verwenden wir OLS?

Video warum verwenden wir OLS?

Gütekriterien eines Schätzverfahrens

• Erwartungstreu

– entspricht der Erwartungswert dem wahren wert
– Nicht von Stichprobe abhängig

• Konsistenz

– Je grösser die Stichprobe ist, desto eher sollte der geschätzte Wert mit dem wahren Wert übere-
instimmen (Asymptotische Eigenschaft eines Schätzers)

• Effizienz (minimale Varianz)

– desto kleiner die Varianz eines Modells, desto näher liegt der Stichprobenschätzwert am Wert der
Grundgesamtheit

– Relative Effizienz: Minimale Varianz bei gleicher Erwartungstreue, also relativ zu einem anderen
Schätzer effizienter

– Absolute Effizient: Es gibt keinen anderen Schätzer mit kleiner Varianz

OLS Verfahren

Unser Ziel ist es den Störterm ϵi zu minimieren.

Dazu brauchen wir das OLS verfahren. OLS steht für Ordinary Least Square. min
∑n

i=1 ϵ2
i

Das OLS ist BLUE:

• Best

• Linear

• Unbiased

• Estimator

OLS stellt gewisse Annahmen:

• Linearität

• Zufallsauswahl

• Erwartungswert des Fehlerterms ist 0

– Der Schnitt aller Fehlerterme sollte 0 sein

• Homoskedastizität

– Varianz der AV ist über alle Werte der UV konstant

• Keine Autokorrelation

21

https://youtu.be/6v5Fp9z72Pg


– Fehlerterme dürfen nicht Korrelieren

• Keine Perfekte Multikollinearität

– Die UV dürfen sich nicht gegenseitig erklären

• Für Hypothesentests: Normalverteilte Fehler (für OLS nicht zwingend)

– Fehlerterme müssen Normalverteilt sein, weil wir sonst nur eine deskriptive Analyse durchführen
können
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Übung 7 Welche Aussagen sind richig und welche falsch?

• Effizienz ist ein Gütekriterium für Schätzverfahren.

• Effizienz bedeutet, dass bei grössere Stichproben der geschätze Parameter eher mit dem realen Wert
übereinstimmt.

• Konsistenz ist eine Annahme von OLS.

• Erwartungstreu bedeutet, dass der Erwartungwert mit dem wahren Wert übereinstimmt.

Übung 8 Welche Formel beschreibt OLS?

min
∑n

i=1 ϵ2
i

Übung 9 Welches der folgenden Punkte ist keine Annahme von OLS?

• Linearität

• keine perfekte Multikollinearität

• x und y korrelieren nicht

• Homoskedastizität

• Zufallsauswahl
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Woche 3

1. Einführung Multivariate Regression

Video Einführung Multivariate Regression

Was ist Multivariate Regression

• In der Regel: > 1 Einflussfaktor

• Effektstärke von Prädiktoren

• Kontrollvariablen

• Scheinkorrelation vermeiden

Multivariate Regression in R

Daten einlesen:

library(haven)
library(tidyverse)
df_votes = read_dta("aggregat2.dta")

Modell schätzen:

model = lm(acceptpo ~ suppshare2 + swjalager, data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ suppshare2 + swjalager, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -32.161 -7.272 -0.360 6.579 32.050
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 20.74205 1.78419 11.62 <2e-16 ***
## suppshare2 0.05500 0.02558 2.15 0.0327 *
## swjalager 0.47494 0.03512 13.52 <2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 10.99 on 209 degrees of freedom
## (432 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.5598, Adjusted R-squared: 0.5556
## F-statistic: 132.9 on 2 and 209 DF, p-value: < 2.2e-16
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Wichtig ist es, dass wenn wir einen Wert in der Multivariaten Statistik analysieren wollen, alle anderen
Faktoren Konstant halten ceteris Paribus.

Hier würde zB wenn der Anteil des Ja Lagers um einen Prozentpunkt zunimmt, die AV um 0.055 Prozen-
punkte zu ceteris Paribus.

Wir können uns die Resulate auch in einer schönen Output Tabelle ausgeben lassen;

library(texreg)

## Version: 1.38.6
## Date: 2022-04-06
## Author: Philip Leifeld (University of Essex)
##
## Consider submitting praise using the praise or praise_interactive functions.
## Please cite the JSS article in your publications -- see citation("texreg").

##
## Attache Paket: ’texreg’

## Das folgende Objekt ist maskiert ’package:tidyr’:
##
## extract

screenreg(model, custom.coef.names = c("Konstante", "Ja-Anteil Ausgaben",
"Ja-Anteil Parteiparolen"))

##
## ===================================
## Model 1
## -----------------------------------
## Konstante 20.74 ***
## (1.78)
## Ja-Anteil Ausgaben 0.05 *
## (0.03)
## Ja-Anteil Parteiparolen 0.47 ***
## (0.04)
## -----------------------------------
## R^2 0.56
## Adj. R^2 0.56
## Num. obs. 212
## ===================================
## *** p < 0.001; ** p < 0.01; * p < 0.05

Das ist doch schön :)
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2. Logik der multivariaten Regression

Video Logik der multivariaten Regression

Schätzen von Mulivaiaten Linearen Regressionen mithilfe von Univariaten Linearen Regres-
sionen

Als Ausgangslage haben wir: yi = β0 + β1x1i + β2x2i + ϵi

Wir wollen das β1 herausfinden, dafür brauchen wir;

y~x2 -> Residuen: u

x1~x2 -> Residuen: v

u~v -> β1

In R können wir das wie folgt machen:

Zuerst müssen wir die NAs entfernen, um von Hand rechnen zu können

df_votes = df_votes %>% filter(!is.na(suppshare2) & !is.na(swjalager))

Wenn wir das haben, können wir die Modelle wie oben gezeigt aufsetzen:

model_y_x2 = lm(acceptpo ~ swjalager, data = df_votes)
u1 = residuals(model_y_x2)

model_x1_x2 = lm(suppshare2 ~ swjalager, data = df_votes)
v1 = residuals(model_x1_x2)

summary(lm(u1 ~ v1))

##
## Call:
## lm(formula = u1 ~ v1)
##
## Residuals:
## Min 1Q Median 3Q Max
## -32.161 -7.272 -0.360 6.579 32.050
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) -2.989e-16 7.527e-01 0.000 1.0000
## v1 5.500e-02 2.552e-02 2.155 0.0323 *
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 10.96 on 210 degrees of freedom
## Multiple R-squared: 0.02164, Adjusted R-squared: 0.01698
## F-statistic: 4.644 on 1 and 210 DF, p-value: 0.0323

Wir bekommen das β1 zurück, welches in dieem Fall 0.055 wäre. (e-02 heisst so viel wie 10−2, also geteilt
durch 100)

Um β2 zu erhalten können wir das gleiche Prinzip brauchen:
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model_y_x2 = lm(acceptpo ~ suppshare2, data = df_votes)
u2 = residuals(model_y_x2)

model_x1_x2 = lm(swjalager ~ suppshare2, data = df_votes)
v2 = residuals(model_x1_x2)

summary(lm(u2 ~ v2))

##
## Call:
## lm(formula = u2 ~ v2)
##
## Residuals:
## Min 1Q Median 3Q Max
## -32.161 -7.272 -0.360 6.579 32.050
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 2.830e-15 7.527e-01 0.00 1
## v2 4.749e-01 3.503e-02 13.56 <2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 10.96 on 210 degrees of freedom
## Multiple R-squared: 0.4667, Adjusted R-squared: 0.4642
## F-statistic: 183.8 on 1 and 210 DF, p-value: < 2.2e-16

In diesem Fall wäre β2 0.45.

Zur Überprüfung:

model = lm(acceptpo ~ suppshare2 + swjalager, data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ suppshare2 + swjalager, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -32.161 -7.272 -0.360 6.579 32.050
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 20.74205 1.78419 11.62 <2e-16 ***
## suppshare2 0.05500 0.02558 2.15 0.0327 *
## swjalager 0.47494 0.03512 13.52 <2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 10.99 on 209 degrees of freedom
## Multiple R-squared: 0.5598, Adjusted R-squared: 0.5556
## F-statistic: 132.9 on 2 and 209 DF, p-value: < 2.2e-16
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Wir sehen, dass unsere Betas korrekt berechnet wurden.
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3. Effektstärke / Variablengewichtigkeit

Video Effektstärke / Variablengewichtigkeit

Es gibt 4 Verschieden Varianten die Variablenwichtigkeit anzuschauen. Die Variablenwichtigkeit zeigt uns
an, welche Variable den stärkeren Effekt hat.

Variante 1: Level Importance (Durchschnittlicher Effekt)

coef(model)[-1] * colMeans(model.frame(model))[-1]

## suppshare2 swjalager
## 2.557322 23.587935

Wir machen [-1], um das β0 und die AV zu entfernen, da uns nur die UV interessieren.

Man sieht, das swjalager hier den grösseren Effekt hat.

Variante 2: Maximaler Effekt

Welchen Effekt hat eine Variable, wenn man vom kleinsten zum grössten Wert geht:

coef(model)[-1] * diff(apply(model.frame(model), 2, range))[-1]

## suppshare2 swjalager
## 5.499902 45.212419

Das 2 steht dafür, dass wir die Werte für die Spalten wollen, ein Wert von 1 würde die Zeilen nehmen. Range
heisst, dass wir das Minimum und das Maximum betrachten wollen.

Auch hier ist der Effekt von swjalager grösser.

Variante 3: Dispersion Importance (Standardisierte Koeffizienten)

library(lm.beta)
lm.beta(model)

##
## Call:
## lm(formula = acceptpo ~ suppshare2 + swjalager, data = df_votes)
##
## Standardized Coefficients::
## (Intercept) suppshare2 swjalager
## NA 0.1101226 0.6927512

Dieser Wert gibt uns den Standardisierten Effekt (unabhängig von Skalen etc) heraus.

Auch hier ist der Effekt von swjalager grösser.

Variante 4: Anteil am Rˆ2, Varianzanteil
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library(relaimpo)

## Lade nötiges Paket: MASS

##
## Attache Paket: ’MASS’

## Das folgende Objekt ist maskiert ’package:dplyr’:
##
## select

## Lade nötiges Paket: boot

## Lade nötiges Paket: survey

## Lade nötiges Paket: grid

## Lade nötiges Paket: Matrix

##
## Attache Paket: ’Matrix’

## Die folgenden Objekte sind maskiert von ’package:tidyr’:
##
## expand, pack, unpack

## Lade nötiges Paket: survival

##
## Attache Paket: ’survival’

## Das folgende Objekt ist maskiert ’package:boot’:
##
## aml

##
## Attache Paket: ’survey’

## Das folgende Objekt ist maskiert ’package:graphics’:
##
## dotchart

## Lade nötiges Paket: mitools

## This is the global version of package relaimpo.

## If you are a non-US user, a version with the interesting additional metric pmvd is available

## from Ulrike Groempings web site at prof.beuth-hochschule.de/groemping.
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calc.relimp(model, type = "lmg")

## Response variable: acceptpo
## Total response variance: 271.5426
## Analysis based on 212 observations
##
## 2 Regressors:
## suppshare2 swjalager
## Proportion of variance explained by model: 55.98%
## Metrics are not normalized (rela=FALSE).
##
## Relative importance metrics:
##
## lmg
## suppshare2 0.09214111
## swjalager 0.46765209
##
## Average coefficients for different model sizes:
##
## 1X 2Xs
## suppshare2 0.2086580 0.05499902
## swjalager 0.5084698 0.47493936

calc.relimp(model, type = "lmg", rela = TRUE)

## Response variable: acceptpo
## Total response variance: 271.5426
## Analysis based on 212 observations
##
## 2 Regressors:
## suppshare2 swjalager
## Proportion of variance explained by model: 55.98%
## Metrics are normalized to sum to 100% (rela=TRUE).
##
## Relative importance metrics:
##
## lmg
## suppshare2 0.1645985
## swjalager 0.8354015
##
## Average coefficients for different model sizes:
##
## 1X 2Xs
## suppshare2 0.2086580 0.05499902
## swjalager 0.5084698 0.47493936

Die unteren Werte bei 2Xs zeigen uns den Anteil an der Varianz, welche die beiden Variablen erklären. Im
Abschnitt oben bei lmg sieht man diese Anteile hochgerechnet, damit sie zusammen 100% ergeben.

Auch hier hat swjalager einen höheren Wert.
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4. R Markdown

Google it.
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Woche 4

1. Determinationskoeffizient R2

Video Determinationskoeffizient Rˆ2

Einfaches R2

Figure 1: Varianzaufteilung

yi Tatsächliche Y Werte

y Durchschnitt von Y

ŷ Vorausgesagte Y

Totale Varianz besteht aus Erklärter und Unerklärter Varianz

• Totale Varianz ist Varianz von Y, also ohne eine Prognose tätigen zu können SST

• Erklärte ist Varianz der Vorausgesagten Werte SSR

• Unerklärte Varianz ist Varianz von Epsilon SSE

SST = SSR + SSE
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Das machen wir uns zu Nutze um das R2 zu berechnen:

R2 = SSR

SST
= 1 − SSE

SST

Sagt uns welcher Anteil von SSR + SSE ist SSR Ist SSE gleich null, dann ist SSR = SST, dann wäre SST
SST = 1,

das wäre der Maximalwert, der R2 erreichen kann

Wenn wir eine zusätzliche Unabhängige Variable hinzufügen wird der unerklärte Teil der Varianz nie grösser,
meist wird er kleiner und theoretisch könnte er gleich werden, falls die zusätzliche Variable gar nichts erklärt.
Konzentrieren wir uns auf das R2 dann heisst dass, das wir so viele Variablen wie nur möglich in das Modell
aufnehmen sollten. R2 ist also nicht Ideal um Modelle mit unterschiedlichen Anzahl unabhängiger Variablen
Deshalb gibt es das Korrigierte R2

Korrigiertes R2 (R2)

Das Korrigierte R2, R2 berechnet sich wie folgt (Formel muss man nicht können):

R2 = 1 − SSE/(n − k − 1)
SST/(n − 1) = 1 − MSE

MST

n = Fallzahl

k = Anzahl Prädiktoren (Betas,ohne,Beta0)

MSE = Mean Square Error)

MST = Mean Square Total

Dieses R2 Bestraft unbrauchbare Prädiktoren, also solche deren Erklärungskraft nicht den gleichzeitigen
Verlust von Freiheitsgraden ausgleicht.

Denn je höher die Fallzahl ist desto höher sind die Freiheitsgrade und je mehr Prädiktoren, desto kleiner
Freiheitsgrade. Hat man sehr schlechte Variablen, kann das Adjusted R2 auch negativ werden und ist
immer unter 1(Im gegensatz zum normalen)

Ziel ist es ein möglichst sparsames Modell zu kriegen mit einer Theoretischen Auswahl an Prädiktoren und
der Kontrollvariablen und nicht Data mining. - also nicht viele Variablen brauchen und dann schauen welche
gut sind!!

Wenn wir das R2 von 2 Modellen vergleichen wollen, ist es wichtig dass sich die unabhängige Variable Y sich
nicht verändert und die Fallzahl gleich bleibt. Nur dann kann man das Adjusted R2 vergleichen.

Wichtig ist das man im Vorhinaus die Missings rausschmeisst, sonst kann es sein das sich die
Stichprobenauswahl verändert zwischen den beiden Modellen weil gewisse Variablen die im einen Modell
nicht sind, aber im anderen Missing enthalten, also NA.

Wenn man Y Transformiert kann man das R2 nicht mehr vergleichen.
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# Modell aus letzter Woche nochmals schätzen,
# um danach damit arbeiten zu können

library(haven)
library(tidyverse)
df_votes = read_dta("aggregat2.dta")
model = lm(acceptpo ~ suppshare2 + swjalager, data = df_votes)

### Determinationskoeffizient Rˆ2

#Varianzanalyse
v = anova(model)
v

## Analysis of Variance Table
##
## Response: acceptpo
## Df Sum Sq Mean Sq F value Pr(>F)
## suppshare2 1 10001 10000.8 82.871 < 2.2e-16 ***
## swjalager 1 22073 22072.9 182.906 < 2.2e-16 ***
## Residuals 209 25222 120.7
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

SST = sum(v$`Sum Sq`)
SSR = sum(v$`Sum Sq`[-nrow(v)])
SSE = sum(v$`Sum Sq`[nrow(v)])

Damit können wir nun das R2 berechnen.

# R2 berechnen
R2 = SSR / SST
R2

## [1] 0.5597932

MSE = v$`Mean Sq`[nrow(v)]
MST = SST / sum(v$Df)

Mean Squared Error = 120.7 in letzter Zeile

Jetzt das Adjustet R2 berechnen:

# angepasstes R2 berechnen
adjR2 = 1 - MSE / MST
adjR2

## [1] 0.5555807

Als nächstes kommt RMSE, das ist die Wurzel aus dem Durchschnitt der korrigierten Fehler:

RMSE =
√

(MSE)

Root mean Squared Error ist eine andere Variante als das R2 und das adjusted R2, um Modelle zu vergleichen,
welche die gleiche Fallzahl haben und die gleiche abhängige Variable.
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Was ist das RSME? Der Root Mean Square Error (RMSE) ist ein Maß für die Vorhersagefehler bei der
Nutzung von numerischen Modellen. Er gibt an, wie gut die Vorhersagen eines Modells mit den tatsächlichen
Beobachtungen übereinstimmen. Der RMSE wird oft verwendet, um die Qualität von Vorhersagemodellen
zu bewerten, insbesondere im Bereich der Statistik und der Maschinellen Lernverfahren.

Um den RMSE zu berechnen, nehmen Sie zunächst den Quadratfehler (MSE) der Vorhersagen des Modells
und berechnen dann das Quadrat der Wurzel aus diesem Wert. Der RMSE ist also der Standardfehler der
Vorhersage, gemessen in der Einheit der zu vorhersenden Größe. Ein kleinerer RMSE bedeutet in der Regel
eine bessere Vorhersagegenauigkeit.

Um den RMSE zu interpretieren, müssen Sie ihn im Kontext der zu vorhersenden Größe und der zugrunde
liegenden Daten betrachten. Wenn beispielsweise der RMSE bei der Vorhersage von Hauspreisen 20.000 US-
Dollar beträgt, bedeutet dies, dass das Modell im Durchschnitt um 20.000 US-Dollar von den tatsächlichen
Hauspreisen abweicht. Im Allgemeinen gilt: je kleiner der RMSE, desto besser ist das Modell. Es ist jedoch
wichtig zu beachten, dass der RMSE allein nicht ausreicht, um die Qualität eines Modells vollständig zu
beurteilen. Es gibt auch andere Metriken, die verwendet werden können, um die Vorhersagegenauigkeit von
Modellen zu bewerten, wie z.B. der Mean Absolute Error (MAE) oder der Median Absolute Error (MedAE).

• Kleiner gleich besser

• Die Wurzel machen wir, damit es auf der gleichen Skala ist, man nimmt die Wurzel um die Varianz
zur Standardabweichung, welche auf der gleichen Skala ist wie die Variable selber.

# root mean squared error berechnen
RMSE = sqrt(MSE)
RMSE

## [1] 10.98539

Man muss das nicht immer von Hand berechnen, man kann es auch alles aus dem Modelloutput ablesen:

# alles im Modelloutput ablesen
summary(model)

##
## Call:
## lm(formula = acceptpo ~ suppshare2 + swjalager, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -32.161 -7.272 -0.360 6.579 32.050
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 20.74205 1.78419 11.62 <2e-16 ***
## suppshare2 0.05500 0.02558 2.15 0.0327 *
## swjalager 0.47494 0.03512 13.52 <2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 10.99 on 209 degrees of freedom
## (432 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.5598, Adjusted R-squared: 0.5556
## F-statistic: 132.9 on 2 and 209 DF, p-value: < 2.2e-16
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Hier sehen wir:

• den Residuals standard Error, RSME

• das Multiple R Squared

• das Adjusted R Squared

Übung 1 Was ist der Vor-/Nachteil des angepassten R2 gegenüber dem normalen R2?

• Das angepasste R2 kann nur Werte zwischen 0 und 1 annehmen, was die Interpretation vereinfacht.

• Das angepasste R2 bestraft Prädiktoren, welche kaum zur Erklärung der abhängigen Variable beitragen.

• Das normale R2 schützt besser davor, nicht zu viele Variablen ins Modell aufzunehmen (Overfitting).

• Das angepasste R2 kann auch verwendet werden, wenn sich der Stichprobenumfang ändert.

• Das angepasste R2 kann auch verwendet werden, wenn die abhängige Variable transformiert wird.

Übung 2 Schätze das Modell von letzter Woche (acceptpoi = Beta0 + Beta1 · suppshare2i + Beta2 ·
swjalageri + Beta3 ·nationalrati + Beta4 · srf2jai + epsiloni.). Welchen Anteil der Varianz der abhängigen
Variablen kann das Modell erklären? Wie gross ist das angepasste R2?

#Übung 2
df_votes = read_dta("aggregat2.dta")
m1 = lm(acceptpo ~ suppshare2 + swjalager + nationalrat + srf2ja,

data = df_votes)
summary(m1)

##
## Call:
## lm(formula = acceptpo ~ suppshare2 + swjalager + nationalrat +
## srf2ja, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -17.5492 -4.3334 0.0017 3.7008 20.9841
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) -8.66567 3.79995 -2.280 0.0263 *
## suppshare2 0.04496 0.02858 1.573 0.1211
## swjalager 0.22932 0.10533 2.177 0.0336 *
## nationalrat -0.03214 0.08695 -0.370 0.7130
## srf2ja 0.94727 0.09363 10.117 2.01e-14 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 7.374 on 58 degrees of freedom
## (581 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.803, Adjusted R-squared: 0.7894
## F-statistic: 59.09 on 4 and 58 DF, p-value: < 2.2e-16

Die erklärte Varianz beträgt 80.3% und das adjusted R Squared beträgt 0.7894.
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Übung 3 Schätze ein 2. Modell, diesmal ohne die Variable suppshare2. Wie stark verändert sich das R2
und wie stark das angepasst R2? Welches der beiden Modelle hat den besseren RMSE Wert?

#Übung 3
m2 = lm(acceptpo ~ swjalager + nationalrat + srf2ja,

data = df_votes)
summary(m2)

##
## Call:
## lm(formula = acceptpo ~ swjalager + nationalrat + srf2ja, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -20.0579 -4.6149 -0.6176 3.9027 24.2644
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) -8.15891 3.27944 -2.488 0.0149 *
## swjalager 0.16671 0.09202 1.812 0.0737 .
## nationalrat 0.08713 0.07635 1.141 0.2571
## srf2ja 0.91219 0.08663 10.529 <2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 7.638 on 82 degrees of freedom
## (558 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.7909, Adjusted R-squared: 0.7832
## F-statistic: 103.4 on 3 and 82 DF, p-value: < 2.2e-16

R2 = 0.7945, Adjusted R2 = 0.7841

Mit nobs(model1) und nobs(model2) die fallzahlen vergleichen:

nobs(m1)

## [1] 63

nobs(m2)

## [1] 86

Die Fallzahlen sind nicht gleich, also muss man Filtern:

df_votes = df_votes %>% filter(!is.na(suppshare2))
m2 = lm(acceptpo ~ swjalager + nationalrat + srf2ja, data = df_votes)
nobs(m2) # jetzt gleich wie bei Modell 1

## [1] 63

mit „!is.na“ nimmsch glaub alli na‘s vo suppshare2 use und „%>%“ isch t‘pipe, mir dere tuetmer so vil ich
weiss wie t’funktion wo nacher chunt (i dem fall !is.na) mit dem vorher verchnüpfe, also em datesatz
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a1 = anova(m1)
a2 = anova(m2)
MSE1 = a1$`Mean Sq`[nrow(a1)]
MSE2 = a2$`Mean Sq`[nrow(a2)]
RMSE1 = sqrt(MSE1)
RMSE2 = sqrt(MSE2)
RMSE1

## [1] 7.373576

RMSE2

## [1] 7.465146

Model 1 hat den besseren RMSE Wert, da kleiner = besser.

2. Genestete/Verschachtete Modelle

Video Genestete/Verschachtelte Modelle

genestete Modelle

Das zweite Modell ist ein genestetes Modell des vollen Modells, denn das genestete Modell enthält Variablen
die das volle Modell auch besitzt, aber nicht alle, und keine die das volle nicht enthält.

Das dritte ist nicht genestet, da es eine Variable enthält, welche nicht im Vollen enthalten ist, obwohl
swjalager im vollen enthalten ist.

Anpassungsgüte:

Verschachtelte Modelle: F Test (ob zusätzliche UV signifikant ist)

Nicht verschachtelte Modelle: Informationskriterien AIC und BIC (Kleiner = Besser)

Übung 4 Wir haben folgende 4 Modelle:

Welche der Aussagen sind richtig, welche Falsch:

• Modell A ist in Moell B genestet. F

• Model B ist in Modell A und in Modell C genestet. R

• Modell D ist in Modell A, aber nicht in Modell C genestet. R

• Modell A ist das Vollmodell von Modell C. F
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3. Informationskriterium

Video Informationskriterium

AIC / BIC

Ist ein Kriterium zur Auswahl eines Modells, man will herausfinden welches Modell aus einer Auswahl das
beste ist. Das Ziel ist es:

• Nicht unnötig Komplex

• Hohe Anpassungsgüte an die daten (Maximum Likelihood und Minimale Varianz der Residuen (OLS)
als Messkriterien der Anpassungsgüte)

Es gibt zwei Arten von Informationskriterien:

• das Akaike Informationskriterium (AIC) -> keine Fallzahl

−2l + 2k

• das Bayessche Informationskriterium (BIC) -> BIC enthält Fallzahl −2l + k ∗ ln(n)

−2l = Anpassungsgüte

l = Loglikelihood)

k = Anzahl Parameter)

Beide Kriterien berücksichtigen die Anpassung und die Sparsamkeit (Keine unnötige Komplexität) Anpas-
sung ist Loglikelihood −2l Sparsamkeit (Parsimonität) ist bei

• AIC: 2k

– Steht für Parsimonität

• BIC: k ∗ ln(n)

– Steht für Parsimonität

AIC und BIC widersprechen sich nur selten, also meist sagen sie das gleichen. Hat man die AIC und BIC
für alle Modelle berechnet, nimmt man dasjenige, das die tiefsten Werte aufweist.

• je kleiner Wert, desto besser das Modell

Korrigiertes AIC (AICc)

Für n/k < 40 nimmt man das korrigierte Akaike Informationskriterium AICc

−2l + 2k + 2k(k + 1)
n − k − 1

Formel muss man nicht können, denn sie lässt sich in R berechnen:

- Fallzahl muss gleich sein bei den Modellen
- Modelle müssen aber nicht geschachtelt sein
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### AIC / BIC
df_votes = df_votes %>% filter(!is.na(suppshare2) & !is.na(swjalager) & !is.na(srf2ja))

Zuerst alle Fälle entfernen, welche in suppshare2, swjalager oder srf2ja ein NA enthalten.

model1 = lm(acceptpo ~ suppshare2 + swjalager, data = df_votes)
model2 = lm(acceptpo ~ suppshare2 + srf2ja, data = df_votes)

Die zu vergleichenden Modelle definieren.

AIC(model1, model2)

## df AIC
## model1 4 497.4076
## model2 4 444.3120

BIC(model1, model2)

## df BIC
## model1 4 505.9801
## model2 4 452.8846

Die beiden Modell Vergleichen. Hier sieht man, dass das Model 2 etwas bessere Werte hat und somit besser
ist. Jedoch hat man relativ wenige Fälle und es empfiehlt sich, das AICc zu verwenden:

library(MuMIn)
AICc(model1, model2)

## df AICc
## model1 4 498.0972
## model2 4 445.0017

Auch hier sieht man, dass das Modell 2 besser als Modell 1 ist. An der Prüfung kommt nur AIC oder
BIC nicht AICc

Übung 5 Vergleiche die Modelle aus Aufgabe 2 und 3 mit Hilfe von AIC oder BIC. Welches Modell ist
besser?

Zuerst Daten einlesen, Modelle einfügen und Filtern nach NAs:

df_votes = read_dta("aggregat2.dta")
df_votes = df_votes %>% filter(!is.na(suppshare2) & !is.na(nationalrat) & !is.na(srf2ja))

m1 = lm(acceptpo ~ suppshare2 + swjalager + nationalrat + srf2ja,
data = df_votes)

m2 = lm(acceptpo ~ swjalager + nationalrat + srf2ja,
data = df_votes)

Gefiltert werden alle unabhängigen Variablen, Tipp: Filtern bevor man Modelle aufstellt
Dann AIC und BIC berechnen:
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AIC(m1,m2)

## df AIC
## m1 6 437.3124
## m2 5 437.9445

BIC(m1,m2)

## df BIC
## m1 6 450.1712
## m2 5 448.6602

Bei BIC ist Modell 2 besser, Bei AIC ist Modell 1 besser.

Woche 5

1. Polynome im Modell

Video Polynome im Modell

Linearität

• Annahme von OLS: Linearität der Parameter

• Transformation nicht linearer Zusammenhänge (zB x2, log)

Wieso ein Polynom?

• Polynom: aus mehr als zwei durch Plus- oder Minuszeichen miteinander verbundenen Gliedern beste-
hender mathematischer Ausdruck

• Theorie: nicht lineare Beziehung theoretisch Begründen

• Empirie: Kurve in Streudieagram (geom_smooth() ohne method (heisst dass die linie nicht gerade sein
muss))

Quadratischer Zusammenhang

• Nicht Monoton (Steigend/Fallend), im gegensatz zu Linear

• U-Förmig

• Beispiele: Gerätelebensdauer, Amtsinhaberbonus

• Quadratisch ist ein Polynom 2. Grades

yi = β0 + β1xi + β1x2
i + ϵi

In R können wir das wie folgt machen:
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library(haven)
library(tidyverse)
df_votes = read_dta("aggregat2.dta")

### quadratisches Modell
df_votes$knappheit = 1 - abs(df_votes$acceptpo - 50) / 50

1. Datensatz einlesen
2. Erstellen der Variable Knappheit mit df_votes$knappheit

1 − (absoluter Wert − 50)/50

Sprich: 1 würde Bedeuten, dass es genau bei 50% liegt. 0 würde bedeuten dass es am weitesten entfernt ist.
Dies ist die Kontrollvariable

model_linear = lm(partpo ~ swanzahl + knappheit, data = df_votes)

Als haupterklärende Variable nehmen wir die Anzahl Abstimmungen. Jeh mehr Abstimmungen es
gibt, desto eher nehmen die Leute teil Die Abhängige Variable ist also Partizipation Ist die Anzahl
abstimmungen zu gross, nimmt die Partizipation wieder ab Knappheit ist in diesem Beispiel noch
die Kontrollvariable.

• Kontrollvariablen sind in der experimentellen Psychologie jene Variablen, die konstant gehalten werden
um einen zusätzlichen Einfluss auf die abhängige Variable zu vermeiden, wie etwa Alter, Tageszeit
oder kulturelle Einflüsse. Werden zu viele Einflüsse kontrolliert, wird die Generalisierbarkeit (externe
Validität) der Forschungsergebnisse eingeschränkt. (Stangl, 2022).

Verwendete Literatur Stangl, W. (2022, 1. November). Kontrollvariablen – Online Lexikon für Psychologie
und Pädagogik. https://lexikon.stangl.eu/5504/kontrollvariablen.

model_quadrat = lm(partpo ~ swanzahl + I(swanzahlˆ2) + knappheit, data = df_votes)

Im quadratischen Modell machen wir ein grosses I, in klammern die unabhängige Variable im Quadrat
immer auch noch die unabhängige Variable ohne das Quadrat hinzunehmen

Auch möglich mit “poly(swanzahl, 2)

• Hier wäre die 2 der Grad des Polynoms

texreg::screenreg(list(model_linear, model_quadrat))

##
## ===================================
## Model 1 Model 2
## -----------------------------------
## (Intercept) 47.49 *** 52.63 ***
## (1.67) (1.92)
## swanzahl -1.65 *** -5.38 ***
## (0.25) (0.76)
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## knappheit 6.52 ** 6.58 **
## (2.05) (2.01)
## swanzahl^2 0.50 ***
## (0.10)
## -----------------------------------
## R^2 0.09 0.12
## Adj. R^2 0.08 0.12
## Num. obs. 625 625
## ===================================
## *** p < 0.001; ** p < 0.01; * p < 0.05

Im Resultat sehen wir dass alles Signifikant ist.

Das ganze können wir auch noch graphisch darstellen:

ggplot(df_votes, aes(x = swanzahl, y = partpo)) +
geom_point() +
geom_smooth(method = "lm", formula = y ~ x + I(xˆ2)) +
theme_minimal()

## Warning: Removed 19 rows containing non-finite values (stat_smooth).

## Warning: Removed 19 rows containing missing values (geom_point).
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Man sieht, dass der Graph am Anfang abnimmt und dann wieder zunimmt -> Quardatisch
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Bei einer Linearen Regression können wir ganz einfach Interpretieren, hier nicht mehr. Denn es gibt am
Anfang einen Negativen Effekt, dann einen Nulleffekt gefolgt von einem Positven Effekt.

Zur Interpretation gibt es 2 Möglichkeiten:

Discrete Change

Ist der Unterschied zwischen zwei Diskreten Ausprägungen, zum Beispiel von 1 und 2. In R geht dies wie
folgt:

## discrete change
# von 1 bis 2
betas = coef(model_quadrat)[2:3]
betas

## swanzahl I(swanzahl^2)
## -5.3842886 0.5015418

x_1 = c(1, 1ˆ2)
x_2 = c(2, 2ˆ2)

Zuest brauchen wir die Variablen, hier nehmen wir β1 und β2, denn β0 wäre in diesem Fall 1. Deswegen
nehmen wir in der Eckigen Klammer 2:3

Dann multiplizieren wir die Werte 1 und 2 mit 1 und einmal hoch 2. Diese Werte multiplizieren wir mit den
Betas:

betas %*% x_2 - betas %*% x_1

## [,1]
## [1,] -3.879663

Wir Multiplizieren wie oben beschrieben die Betas mit den erstellten Vektoren, dafür brauchen wir %*%, da
dies die spezifische Multiplikation für Vektoren ist.
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Diese Multi-
plikation ist das sogenannte Skalarprodukt.

Theoretisch müssten wir nun das gleiche von 2-3, 3-4 und so weiter machen. Dafür können wir auch eine
Funktion schreiben:

dc = function(v1, v2){
betas = coef(model_quadrat)[2:3]
x_1 = c(v1, v1ˆ2)
x_2 = c(v2, v2ˆ2)
betas %*% x_2 - betas %*% x_1

}

Zuerst der Funktion einen Namen geben, hier dc für Discrete Change

-v1,v2= Die Werte die wir Vergleichen wollen

-betas= Der Koeffizient des Model Quadrat, das 2. und das 3. davon

-x_1, x_2=Die Vektoren wie im ersten Beispiel in R des Discrete Change

dc(1, 2)

## [,1]
## [1,] -3.879663

# andere discete changes
dc(4, 5)

## [,1]
## [1,] -0.8704128
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dc(8, 9)

## [,1]
## [1,] 3.141921

So kann man die Discrete Changes mit der Benützung der Funktion sehr schnell berechnen.

Hier sieht man am Anfang zwischen den Werten 1 und 2, dass eine negative Steigung besteht, zwischen 4
und 5 eine schwach negative und zwischen 8 und 9 eine klar positive Steigung.

Marginaler Effekt / Marginal Effect

Ist die Effektive Steigung, Steigung ist Ableitung der Funktion:

Ableitung von:
52.63 − 5.384 ∗ swanzahl + 0.502 ∗ swanzahl2 + 6.582 ∗ knappheit

Wäre in diesem Fall:
−5.384 + 2 ∗ 0.502 ∗ swanzahl

Bei der Ableitung fallen Intercept (52.63) und die Konstante Knappheit weg. Da Knappheit kein Quadrat
hat, ist der Margin Effekt für diese Variable Konstant wie bei einem normalen Linearen Modell.

## marginale Effekte von swanzahl (Steigung)
# Ableitung von 52.63 - 5.384 * swanzahl + 0.502 * swanzahlˆ2 + 6.582 * knappheit
# auf swanzahl ist: -5.384 + 2 * 0.502 * swanzahl

# marginaler Effekt bei 1:
coef(model_quadrat)[2] + 2 * coef(model_quadrat)[3] * 1

## swanzahl
## -4.381205

# marginaler Effekt bei 2:
coef(model_quadrat)[2] + 2 * coef(model_quadrat)[3] * 2

## swanzahl
## -3.378122

# marginaler Effekt bei 4:
coef(model_quadrat)[2] + 2 * coef(model_quadrat)[3] * 4

## swanzahl
## -1.371955

## marginaler Effekt bei 9:
coef(model_quadrat)[2] + 2 * coef(model_quadrat)[3] * 9

## swanzahl
## 3.643463
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Beispiel: Hier bei Marginaler Effekt bei 1:

• [2] ist hier Beta 1

• [3] ist hier Beta 2

• – 1,2,3,4,9 ist der Effekt bei dem genannten Punkt 1,2,3,4,9

Die Erkenntnis ist wieder der Abstieg am Anfang, die Abflachung in der Mitte und nacher der Aufstieg.

Der Marginal Effect ist eigentlich der Discrete Change aber wo der Abstand, Limes gegen null geht.

Man Muss auch das nicht von Hand rechnen, es gibt ein Package namens margins, dass dies für uns tut:

## with a function
library(margins)
marginal_effects(model_quadrat,

data = data.frame(swanzahl = 1:9, knappheit = 0.7))

## dydx_swanzahl dydx_knappheit
## 1 -4.3812051 6.582006
## 2 -3.3781216 6.582006
## 3 -2.3750381 6.582006
## 4 -1.3719546 6.582006
## 5 -0.3688710 6.582006
## 6 0.6342125 6.582006
## 7 1.6372960 6.582006
## 8 2.6403795 6.582006
## 9 3.6434630 6.582006

Wir nehmen das Model_quadrat und setzen für swanzahl = 1:9 -> Das heisst wir wollen die Werte für 1 bis
und mit 9. Für Knappheit können wir einen Beliebigen Wert einsetzen, da dieser eine Konstante ist.

Würde man den Marginalen Effekt für eine Lineare Funktion Berechnen, wären alle Werte Gleich, da die
Steigung sich bei einer Gerade nicht ändert:

marginal_effects(model_linear,
data = data.frame(swanzahl = 1:9, knappheit = 0.7))

## dydx_swanzahl dydx_knappheit
## 1 -1.653259 6.51754
## 2 -1.653259 6.51754
## 3 -1.653259 6.51754
## 4 -1.653259 6.51754
## 5 -1.653259 6.51754
## 6 -1.653259 6.51754
## 7 -1.653259 6.51754
## 8 -1.653259 6.51754
## 9 -1.653259 6.51754
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Übung 1

1. Wann verwenden wir quadratische Terme in einem Regressionsmodell?

• Wenn es Heteroskedastizität im Modell gibt.

• Wenn der Erwartungswert der Fehler nicht Null ist.

• Wenn die Beziehung zwar monoton, aber nicht linear ist.

• Wenn die Beziehung nicht monoton ist.

• Wenn die abhängige Variable nicht normalverteilt ist.

Übung 2

2. Was ist das Skalarprodukt von (-2 -4 3) und (3 1 4)?

• 2

• (-6 -4 12)

• (6 4 -12)

• -2

• -24

Übung 3

3. Wie berechnet man das Skalarprodukt in R? v1 = c(-2, -4, 3), v2 = c(3, 1, 4)

• v1 %x% v2

• v1 + v2

• v1 * v2

• v1 %% v2*

• sum(v1) * sum(v2)
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Übung 4

4. Was ist der discrete change von 18 und 19 und von 64 und 65 des folgenden fiktiven Regressionsoutputs?

Figure 2: Fiktiver Regressionsoutput

(2*19 + (-0.2)*19ˆ2) - (2*18 - 0.2*18ˆ2)

## [1] -5.4

(2*65 + (-0.2)*65ˆ2) - (2*64 - 0.2*64ˆ2)

## [1] -23.8

• 2 und 2

• 5.4 und 23.8

• -5.4 und 23.8

• 5.4 und -23.8

• -5.4 und -23.8
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2. Logarithmus im Modell

Video Logarithmus im Modell

Linearität:

• Annhame von OLS: Linearität der Parameter

• Transformation nicht linearer Zusammenhänge (zB xˆ2, log)

Wir haben vorher die Quadratischen, also U förmigen Kurven angeschaut.

Es gibt aber auch:

• Monotone, nicht lineare Zusammenhänge => log

• Rechtsschiefe Variabeln normalisieren mit log

• Beispiel: Einkommen, BIP (hier macht es sinn diese zu logaritmisieren)

In R:

load("world indicators.Rda")

world$homicide = world$homicide + 1
world$pcgdp = world$pcgdp / 1000

Bei Homicide addieren wir 1, da der Logarithmus von 0 nicht definiert ist. Bei Pcgdp dividieren wir duch
1000.

world = world %>% filter(!is.na(pcgdp) & !is.na(homicide))

Alle Zeilen entfernen, die entweder bei pcgdp oder homicide NAs enthalten.

## Graph

linlin = ggplot(world, aes(x = pcgdp, y = homicide)) +
geom_point() + theme_bw() +
geom_smooth(method = "lm") +
ggtitle("lin-lin: y ~ x")

linlin Plot in dem wir als x pcgdp und y homicide ohne zu logarithmieren.

loglin = ggplot(world, aes(x = pcgdp, y = log(homicide))) +
geom_point() + theme_bw() +
geom_smooth(method = "lm") +
ggtitle("log-lin: log(y) ~ x")

Beim Loglin Modell benützen wir für y den logarithmus.

linlog = ggplot(world, aes(x = log(pcgdp), y = homicide)) +
geom_point() + theme_bw() +
geom_smooth(method = "lm") +
ggtitle("lin-log: y ~ log(x)")
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Beim Linlog Modell benützen wir für x den logarithmus.

loglog = ggplot(world, aes(x = log(pcgdp), y = log(homicide))) +
geom_point() + theme_bw() +
geom_smooth(method = "lm") +
ggtitle("log-log: log(y) ~ log(x)")

Beim loglog Modell sind beide Variablen logarithmiert.

library(ggpubr)
ggarrange(linlin, linlog, loglin, loglog, ncol = 2, nrow = 2)

## ‘geom_smooth()‘ using formula ’y ~ x’
## ‘geom_smooth()‘ using formula ’y ~ x’
## ‘geom_smooth()‘ using formula ’y ~ x’
## ‘geom_smooth()‘ using formula ’y ~ x’
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Mit ggarrange können wir die vier Plots nebeneinander darstellen.

Bei linlin, wo nichts logarithmiert ist, sieht man, das die Linie die Zusammenhänge nicht sehr gut abbildet.

Loglin und Linlog zeigen die Zusammenhänge auch bereits etwas besser.

Jedoch zeigt das loglog Modell eine schöne Verteilung.

Jetzt rechnen wir die 4 Modell mit R aus und zeigen es mit screenreg an:
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m_linlin = lm(homicide ~ pcgdp, data = world)
m_linlog = lm(homicide ~ log(pcgdp), data = world)
m_loglin = lm(log(homicide) ~ pcgdp, data = world)
m_loglog = lm(log(homicide) ~ log(pcgdp), data = world)

library(texreg)
screenreg(list(m_linlin, m_linlog, m_loglin, m_loglog),

custom.model.names = c("homecide", "homecide",
"log(homecide)", "log(homecide)"))

##
## =================================================================
## homecide homecide log(homecide) log(homecide)
## -----------------------------------------------------------------
## (Intercept) 13.30 *** 13.02 *** 2.30 *** 2.37 ***
## (1.18) (1.46) (0.08) (0.11)
## pcgdp -0.17 ** -0.03 ***
## (0.05) (0.00)
## log(pcgdp) -1.21 -0.24 ***
## (0.66) (0.05)
## -----------------------------------------------------------------
## R^2 0.07 0.02 0.24 0.15
## Adj. R^2 0.06 0.02 0.23 0.14
## Num. obs. 150 150 150 150
## =================================================================
## *** p < 0.001; ** p < 0.01; * p < 0.05

Wollen wir nun die Modell mit dem adjusted R2 vergleichen müssen wir aufpassen, da wir
die beiden nicht logarithmierten Modelle von Homicide nicht mit den beiden Logarithmierten
vergleichen dürfen, da wir y transformiert haben!!

Interpretation bei Loglin Modell zum Beispiel:

• Erhöht man das pcgdp um einen Prozent, so verringert sich die Mordrate homicide um 0.03%.

• Im loglog Modell ist es wenn x (pcgdp) sich um 1% erhöht, dann erhöht sich y um β1% -> Elastizität

• Loglog -> pcgdp um 1% höher, dann homicide um 0.24% kleiner

Übung 5 Schätze das Modell aus Aufgabe 2 resp. 12 der 2. Woche1 nochmals, logarithmieren jedoch
diesmal das GDPPC. Interpretiere den Output.

library(tidyverse)
df_fh = read_csv("freedom_house_index.csv")

## Rows: 191 Columns: 5
## -- Column specification --------------------------------------------------------
## Delimiter: ","
## chr (1): Country
## dbl (4): Democratic_Score, Political_Rights, Civil_Liberties, GDPPC
##
## i Use ‘spec()‘ to retrieve the full column specification for this data.
## i Specify the column types or set ‘show_col_types = FALSE‘ to quiet this message.
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Figure 3: Repetition Änderung bei Log

m1 = lm(log(GDPPC) ~ Democratic_Score, data = df_fh)
summary(m1)

##
## Call:
## lm(formula = log(GDPPC) ~ Democratic_Score, data = df_fh)
##
## Residuals:
## Min 1Q Median 3Q Max
## -2.9344 -0.7698 -0.0385 0.8755 3.3347
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 7.125322 0.192687 36.98 <2e-16 ***
## Democratic_Score 0.027153 0.002942 9.23 <2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 1.23 on 189 degrees of freedom
## Multiple R-squared: 0.3107, Adjusted R-squared: 0.307
## F-statistic: 85.19 on 1 and 189 DF, p-value: < 2.2e-16

ggplot(df_fh, aes(y = log(GDPPC), x = Democratic_Score)) +
geom_point() + geom_smooth(method = "lm")

## ‘geom_smooth()‘ using formula ’y ~ x’
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## 3. Kategoriale Variablen Video Kategoriale Variablen

Unabhängige Variable muss nicht Kontinuierlich sein, die Abhängige muss Intervallskaliert und Nor-
malverteilt sein.

Wie nimmt man Kontinuierliche Variablen in ein Modell auf?

Binäre/Dichotome Variablen

Dichotom: Variable die nur 2 Ausprägungen annehmen kann. Zum Beispiel:

df_votes = df_votes %>% mutate(
rechtsform = as_factor(formec2),
initiative = recode(rechtsform, "I." = "Initiative",

.default = "keine Initiative")
)

Entweder es ist eine Initiative oder es ist keine Initiative

Jetzt die Dichotome Variable ins Modell aufnehmen:

### Modell

model = lm(acceptpo ~ initiative + nationalrat,
data = df_votes)

summary(model)
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##
## Call:
## lm(formula = acceptpo ~ initiative + nationalrat, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -43.720 -8.317 -0.204 8.904 34.955
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 33.14795 3.29028 10.075 < 2e-16 ***
## initiativeInitiative -5.42594 2.46433 -2.202 0.0281 *
## nationalrat 0.30452 0.03898 7.812 3.07e-14 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 13.51 on 527 degrees of freedom
## (114 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.4185, Adjusted R-squared: 0.4163
## F-statistic: 189.6 on 2 and 527 DF, p-value: < 2.2e-16

• Achsenabschnitt bei 33.14795 -> Das ist wenn Initiative Null ist, also es ist keine Initiative

• Initiative und keine Initiative haben einen unterschiedlichen Achsenabschnitt

Das ganze kann man auch Grafisch ansehen:

### Graphische Darstellung
ggplot(df_votes, aes(x = nationalrat, y = acceptpo,

col = initiative)) +
geom_point() + theme_bw() +
geom_smooth(method="lm", fullrange=TRUE, se = FALSE)

## ‘geom_smooth()‘ using formula ’y ~ x’

## Warning: Removed 114 rows containing non-finite values (stat_smooth).

## Warning: Removed 114 rows containing missing values (geom_point).
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Binäre Variablen ändern den Achsenabschnitt

Diskrete Variablen mit mehreren Ausprägungen

Diskrete Variablen mit mehr als zwei Ausprägungen, also nominal- oder ordinalskalierte Variablen kann man
auch in ein Modell einfliessen lassen.

## Diskrete Variable

# Modell
model = lm(acceptpo ~ rechtsform + nationalrat,

data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ rechtsform + nationalrat, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -37.919 -8.756 0.041 8.887 34.222
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
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## (Intercept) 32.50642 3.18438 10.208 < 2e-16 ***
## rechtsformGE -3.28112 7.58603 -0.433 0.666
## rechtsformI. -3.35671 2.40723 -1.394 0.164
## rechtsformObl. 9.43088 1.42510 6.618 9.02e-11 ***
## nationalrat 0.25293 0.03833 6.599 1.01e-10 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 12.99 on 525 degrees of freedom
## (114 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.4642, Adjusted R-squared: 0.4601
## F-statistic: 113.7 on 4 and 525 DF, p-value: < 2.2e-16

R macht in diesem Fall n-1 Dummy Variablen. Eine Dummy Variable ist auch eine Binäre Variable, das heisst
es gibt die Ausprägung vorhanden oder nicht vorhanden. Das Fakultative Referendum ist nicht aufgelistet,
da es als Basiskategorie verwendet wird. Diese Basiskategorie ist, wie auch bei der Binären Variable im
Intercept abgebildet. Eine Interpretation des Fakultativen Referendums macht jedoch keinen Sinn in diesem
Beispiel, da das Gesetz zuerst angenommen werden muss um ein Referendum zu starten. Der Wert müsste
also über 50% sein.

Man könnte das ganze auch noch ohne den Einfluss des Nationalrats ansehen, dann macht die Interpretation
des Fak. Referendum mehr Sinn:

# Modell
model = lm(acceptpo ~ rechtsform,

data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ rechtsform, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -38.737 -9.142 -0.326 9.488 48.635
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 51.8864 0.9985 51.967 < 2e-16 ***
## rechtsformGE -3.8888 3.5652 -1.091 0.276
## rechtsformI. -16.7518 1.3655 -12.268 < 2e-16 ***
## rechtsformObl. 11.1843 1.3541 8.260 8.4e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 13.69 on 640 degrees of freedom
## Multiple R-squared: 0.4196, Adjusted R-squared: 0.4169
## F-statistic: 154.3 on 3 and 640 DF, p-value: < 2.2e-16

Bei der Signifikanz dieser zwei Beispiele sieht man immer den Unterschied zwischen den einzelnen Kategorien
und der Basiskategorie (hier fakultatives Referendum)

Will Man den Unterschied zwischen zwei spezifischen Variablen haben, kann man den Befehl linearHypothesis
benutzen. Die Variablen müssen Genau so wie sie heissen nach model, eingefügt werden.

58



# Unterschied zwischen Variablen
library(car)

## Lade nötiges Paket: carData

##
## Attache Paket: ’car’

## Das folgende Objekt ist maskiert ’package:boot’:
##
## logit

## Das folgende Objekt ist maskiert ’package:dplyr’:
##
## recode

## Das folgende Objekt ist maskiert ’package:purrr’:
##
## some

linearHypothesis(model, "rechtsformI. - rechtsformObl.")

## Linear hypothesis test
##
## Hypothesis:
## rechtsformI. - rechtsformObl. = 0
##
## Model 1: restricted model
## Model 2: acceptpo ~ rechtsform
##
## Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 641 205766
## 2 640 119948 1 85818 457.89 < 2.2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

Es wird überprüft, ob der Unterschied der angegebenen Variablen Statistisch Signifikant zu 0 ist. Das ganze
ist signifikant wie man an den drei Sternen sieht.

Diese Statistik nennt man die F Statistik. Sie berechnet sich wie folgt:

F = MSR

MSE
=

SSR
k

SSR
n−k−1

Der F-Test testet auf:

• ob das R2 gleich null ist in der Population

• dass mindestens ein Beta ungleich null ist
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Es gibt wie beim T-Test einen kritischen Wert und einen P-Wert. So können wir Testen ob ein Faktor
signifikant ist.

Die F-Statistik hat immer zwei Parameter, zwei mal die Anzahl Freiheitsgrade

• Residuel Degrees of Freedom df1 = k

• Normale Degrees of Freedom df2 = n − k − 1

Auch im normalen Summary bekommen wir eine F-Statistik. Diese sagt uns ob das Modell statistisch
signifikant ist oder nicht. Es kann vorkommen das man in der Summary nirgends eine Signifikanz sehen
kann, aber in der F-Statistik schon. So können wir überprüfen ob ein Faktor an sich signifikant ist. Es kann
sein das zwischen der Basiskategorie und den einzelnen Werten keine signifikanz besteht, aber es zwischen
zwei einzelnen Werten eine Signifikanz gibt.

Alternativ zu dieser Methode könnten wir auch einfach die Basiskategorie ändern:

# oder: Basiskaterogie im Modell ändern
df_votes$rechtsform = relevel(df_votes$rechtsform, ref = "Obl.")
model = lm(acceptpo ~ rechtsform + nationalrat,

data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ rechtsform + nationalrat, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -37.919 -8.756 0.041 8.887 34.222
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 41.93730 3.42890 12.231 < 2e-16 ***
## rechtsformFak. -9.43088 1.42510 -6.618 9.02e-11 ***
## rechtsformGE -12.71200 7.60228 -1.672 0.0951 .
## rechtsformI. -12.78760 2.61418 -4.892 1.33e-06 ***
## nationalrat 0.25293 0.03833 6.599 1.01e-10 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 12.99 on 525 degrees of freedom
## (114 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.4642, Adjusted R-squared: 0.4601
## F-statistic: 113.7 on 4 and 525 DF, p-value: < 2.2e-16

Hier haben wir mit der Funktion relevel die Basiskategorie auf das Obligatorische Referendum geändert.

Übung 6 Schätze ein lineares Modell mit den Stimmen für Barack Obama (obamavote) als abhängige Vari-
able und den Regionen als unabhängige Variable (region). Benutze dazu den Datensazt obamaprecinct.dta
und wende nach dem einlesen die Funktion as_factor() an.

60



#Übung 6
library(haven)
df_obama = haven::read_dta("obama precinct.dta")
df_obama = df_obama %>% as_factor()
model_obama = lm(obamavote ~ region, data = df_obama)
summary(model_obama)

##
## Call:
## lm(formula = obamavote ~ region, data = df_obama)
##
## Residuals:
## Min 1Q Median 3Q Max
## -51.242 -14.532 -2.474 15.690 42.636
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 67.869 2.361 28.748 < 2e-16 ***
## regionMidwest -4.811 3.279 -1.467 0.14334
## regionSouth -10.505 3.171 -3.313 0.00104 **
## regionWest -2.560 4.022 -0.636 0.52497
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 20.85 on 296 degrees of freedom
## Multiple R-squared: 0.03836, Adjusted R-squared: 0.02862
## F-statistic: 3.936 on 3 and 296 DF, p-value: 0.008892

Übung 7 Ist der Unterschied zwischen South und West signifikant? Wie sieht es mit dem Unterschied
zwischen South und Midwest aus?

library(car)
linearHypothesis(model_obama, "regionSouth - regionWest")

## Linear hypothesis test
##
## Hypothesis:
## regionSouth - regionWest = 0
##
## Model 1: restricted model
## Model 2: obamavote ~ region
##
## Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 297 130502
## 2 296 128683 1 1819 4.1841 0.04169 *
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

Zwischen South und West ist es signifikant -> ersichtlich am Stern
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linearHypothesis(model_obama, "regionSouth - regionMidwest")

## Linear hypothesis test
##
## Hypothesis:
## - regionMidwest + regionSouth = 0
##
## Model 1: restricted model
## Model 2: obamavote ~ region
##
## Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 297 130143
## 2 296 128683 1 1459.4 3.3569 0.06793 .
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

Zwischen South und Midwest ist es nicht signifikant, am . Ersichtlich.
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Woche 6

1. Interaktionseffekte

Video Interaktionseffekte

Was sind Interaktionseffekte und wie modellieren wir diese?

Beispiel:

• Je wichtiger eine Vorlage ist, desto grösser ist der Effekt (es wird immer gesagt, wie gross ist der Effekt,
dann braucht es eine Interaktion) des Kampagnenbudgets auf den Ja-Anteil bei der Abstimmung.

Wie modellieren wir das?

x = Kampagnen-
budget y = Ja Anteil bei der Abstimmung Moderator = Wichtigkeit der Vorlage

Der Moderator hat einen Effekt auf den Effekt. Dies zeigt der Pfeil. Der Gestrichelte Pfeil zeigt, das der
Moderator auch einen direkten Einfluss auf Y haben kann.

x1i = Kampagnenbudget

x2i = Wichtigkeit der Vorlage

yi = Ja Anteil der Abstimmung

Wir gehen davon aus, dass das Beta vor x1i, also der Effekt, vom Moderator abhängig ist, also von x2i.

Statt Beta schreiben wir dann α1i -> das i zeigt, dass α abhängig ist von x2i.

α1i = β1 + β3x2i wäre die Modellierung von α1i Diese Modellierung kann man dann in das zweite Modell
einfügen und auflösen und erhält dann die unterste Zeile der Grafik.

Eine Interaktion wird als Produkt von zwei Variablen modelliert. Auch der Hauptterm wird in das Modell
aufgenommen. Das wäre der Gestrichelte Pfeil der ersten Grafik.

Interaktionsterme sind immer Symmetrisch, es macht keinen Unterschied welcher Term zuerst kommt.
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Figure 4: Modellierung Interaktionseffekte

Interaktionseffekte in R

In R:

library(haven)
library(tidyverse)
library(tinytex)
df_votes = read_dta("aggregat2.dta") %>% mutate(

rechtsform = as_factor(formec2),
initiative = dplyr::recode(rechtsform, "I." = "Initiative",

.default = "keine Initiative"),
fromSVP = dplyr::recode(urheber, "Schweizerische Volkspartei SVP" = "SVP",

"Schweizerische Volkspartei" = "SVP",
"ueberparteiliches Komitee, SVP-nah, TCS" = "SVP",
"Egerkinger Komitee, SVP-nah" = "SVP",
"SVP, SD und Lega dei ticinesi" = "SVP",
"AUNS, SVP" = "SVP",
"SVP" = "SVP",
"AUNS" = "SVP",
"GSoA, AUNS" = "SVP",
"Junge SVP, unterstC<tzt von den PrC$sidenten des Arbeitgeberverbands und des Schweizerischen Gewerbeverbands" = "SVP",
.default = "nicht SVP")

)

Datensatz einlesen und mutate wie letzte Woche mit Rechtsform und Initiative. Zudem wird fromSVP
definiert -> wenn eine Initiative der SVP ist, wird SVP gewertet, wenn nicht dann nicht SVP.

### Interaktion

model = lm(acceptpo ~ initiative * fromSVP, data = df_votes)
summary(model)

##
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## Call:
## lm(formula = acceptpo ~ initiative * fromSVP, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -42.224 -9.811 -0.499 9.711 49.015
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 57.7125 0.7042 81.950 <2e-16 ***
## initiativeInitiative -22.9573 1.2276 -18.700 <2e-16 ***
## fromSVPSVP -6.3163 5.1510 -1.226 0.2206
## initiativeInitiative:fromSVPSVP 14.5120 6.9552 2.087 0.0373 *
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 14.43 on 640 degrees of freedom
## Multiple R-squared: 0.355, Adjusted R-squared: 0.352
## F-statistic: 117.4 on 3 and 640 DF, p-value: < 2.2e-16

Wir stellen wie gewohnt das Modell auf, jedoch diesmal nicht mit einem + sonder mit einem *, da die
Interaktion aus der Multiplikation zweier Variablen besteht.

Intercept = Achsenabschnitt bei keiner Initiative

• 57.7% Ja Anteil

InitiativeInitiative = Achsenabschnitt bei einer Initiative wenn nicht SVP

• -22.95% weniger Ja Anteil als bei Intercept

fromSVPSVP = Achsenabschnitt wenn von SVP aber keine Initiative

• Ist es ein Referendum der SVP dann ist der Ja Anteil um 6.3% geringer

initiativeInitiative:fromSVPSVP = Interaktionseffekt

Den Interaktionseffekt müssen wir dann dazunehmen, wenn es eine Initiative ist und von der SVP kommt,
also beide einen Wert von 1 haben.

Ist der Interaktionskoeffizient signifikant, dann macht die Interaktion Sinn. In diesem Fall ist initiativeIni-
tiative:fromSVPSVP Signifikant -> siehe *.

Wir können Überprüfen ob die Achsenabschnitte signifikant sind mit:

## Hypothesen testen
library(car)

# Initiative aus der Reihe der SVP
linearHypothesis(model, "(Intercept) + initiativeInitiative + initiativeInitiative:fromSVPSVP")

## Linear hypothesis test
##
## Hypothesis:
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## (Intercept) + initiativeInitiative + initiativeInitiative:fromSVPSVP = 0
##
## Model 1: restricted model
## Model 2: acceptpo ~ initiative * fromSVP
##
## Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 641 143986
## 2 640 133311 1 10675 51.248 2.241e-12 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1

# Initiative aus der Reihe der SVP
linearHypothesis(model, "initiativeInitiative + initiativeInitiative:fromSVPSVP")

## Linear hypothesis test
##
## Hypothesis:
## initiativeInitiative + initiativeInitiative:fromSVPSVP = 0
##
## Model 1: restricted model
## Model 2: acceptpo ~ initiative * fromSVP
##
## Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 641 133628
## 2 640 133311 1 317 1.5218 0.2178

Das ganze noch mit der Kontrollvariable Nationalrat:

model = lm(acceptpo ~ initiative * fromSVP + nationalrat, data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ initiative * fromSVP + nationalrat, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -43.729 -8.157 0.045 8.647 35.258
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 33.54312 3.31624 10.115 < 2e-16 ***
## initiativeInitiative -6.07215 2.50013 -2.429 0.0155 *
## fromSVPSVP -3.36625 4.85180 -0.694 0.4881
## nationalrat 0.30066 0.03915 7.679 7.87e-14 ***
## initiativeInitiative:fromSVPSVP 9.84436 6.55209 1.502 0.1336
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 13.5 on 525 degrees of freedom
## (114 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.4214, Adjusted R-squared: 0.417
## F-statistic: 95.6 on 4 and 525 DF, p-value: < 2.2e-16
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In diesem Beispiel wäre die Interaktion nicht mehr signifikant, da die Variable Nationalrat kontrolliert.

Das ganze Graphisch dargestellt würde dann so aussehen:

## graphisch darstellen
library(sjPlot)

## Install package "strengejacke" from GitHub (‘devtools::install_github("strengejacke/strengejacke")‘) to load all sj-packages at once!

plot_model(model, type = "int") + theme_minimal() +
scale_color_manual(values = c("blue", "red"), name="Urheber") +
xlab("") +
scale_y_continuous(labels = scales::percent_format(scale=1))

## Scale for ’colour’ is already present. Adding another scale for ’colour’,
## which will replace the existing scale.

## Scale for ’y’ is already present. Adding another scale for ’y’, which will
## replace the existing scale.
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Type = “int” -> Type = Interaktion

Die Punkte sind jeweils die Achsenabschnitte und die Striche die jeweiligen Konfidenzintervalle.
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model = lm(acceptpo ~ importance * suppshare2 + nationalrat, data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ importance * suppshare2 + nationalrat,
## data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -35.653 -7.997 -0.826 8.258 26.819
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 19.20722 10.36098 1.854 0.0649 .
## importance 0.22847 1.53159 0.149 0.8815
## suppshare2 -0.08798 0.16889 -0.521 0.6029
## nationalrat 0.40266 0.03060 13.159 <2e-16 ***
## importance:suppshare2 0.02831 0.02575 1.099 0.2727
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 12.42 on 261 degrees of freedom
## (378 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.4915, Adjusted R-squared: 0.4837
## F-statistic: 63.06 on 4 and 261 DF, p-value: < 2.2e-16

Wir können auch Kontinuerliche und Diskrete Variablen mischen. In diesem Beispiel sind alle Kontinuierlich.
Wir sehen hier, dass die Interaktion nicht viel Sinn macht. Man könnte sie auch weglassen.

Graphisch:

plot_model(model, type = "int") + theme_minimal() +
scale_color_manual(values = c("blue", "red"),

name="Anteil Ja-Propaganda") +
scale_fill_manual(values = c("blue", "red"),

name="Anteil Ja-Propaganda") +
scale_y_continuous(labels = scales::percent_format(scale=1)) +
xlab("Nationale Bedeutung Vorlage")

## Scale for ’colour’ is already present. Adding another scale for ’colour’,
## which will replace the existing scale.

## Scale for ’y’ is already present. Adding another scale for ’y’, which will
## replace the existing scale.
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100 ∗ suppshare2 + 900(weil die Nationale Bedeutung bei 9 liegt) ∗ ”importance : supppshare2”

Hier sehen wir ob die Propagandaanteile bei einer Bedeutung einer Nationalen Vorlage bei einem Wert von
9 signifikant wären. -> sind sie

100 ∗ suppshare2 + 400(weil die Nationale Bedeutung bei 4 liegt) ∗ ”importance : supppshare2”

Hier sehen wir ob die Propagandaanteile bei einer Bedeutung einer Nationalen Vorlage bei einem Wert von
4 signifikant wären. -> sind sie nicht

linearHypothesis(model, "100*suppshare2 + 900*importance:suppshare2")

## Linear hypothesis test
##
## Hypothesis:
## 100 suppshare2 + 900 importance:suppshare2 = 0
##
## Model 1: restricted model
## Model 2: acceptpo ~ importance * suppshare2 + nationalrat
##
## Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 262 41143
## 2 261 40251 1 891.63 5.7816 0.01689 *
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
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linearHypothesis(model, "100*suppshare2 + 400*importance:suppshare2")

## Linear hypothesis test
##
## Hypothesis:
## 100 suppshare2 + 400 importance:suppshare2 = 0
##
## Model 1: restricted model
## Model 2: acceptpo ~ importance * suppshare2 + nationalrat
##
## Res.Df RSS Df Sum of Sq F Pr(>F)
## 1 262 40272
## 2 261 40251 1 20.818 0.135 0.7136

Übung 1 “Der Effekt des Kampaganenbudget auf den Ja-Antiel bei Abstimmungen ist für Initiativen
grösser als bei anderen Abstimmungen.” Überprüfe diese Hypothese mit Hilfe von R und gib anschliessend
an, welche der folgenden Antworten richtig und welche falsch sind.
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Woche 7

1. Regressionsdiagnostik

Video Regressionsdiagnostik

Annahmen zu Prädigkoren, Fehlerterme und die Beziehung zwischen den beiden => Bei Verletzung nicht
mehr BLUE.

Einfluss von Ausreissern bestimmen.

Multikollinearität

• Perfekte Multikollinearität: OLS kann nicht geschätzt werden

Zwei Unabhängige Variablen Korrelieren perfekt miteinander

library(tidyverse)
library(haven)
df_votes = read_dta("aggregat2.dta")
model = lm(acceptpo ~ nationalrat + swjalager + difficul, data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ nationalrat + swjalager + difficul, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -34.492 -7.696 -0.808 7.129 30.174
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 23.22033 2.21491 10.484 < 2e-16 ***
## nationalrat 0.12574 0.06855 1.834 0.0679 .
## swjalager 0.39994 0.07585 5.273 3.09e-07 ***
## difficul -0.09120 0.05996 -1.521 0.1296
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 11.08 on 230 degrees of freedom
## (410 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.5672, Adjusted R-squared: 0.5616
## F-statistic: 100.5 on 3 and 230 DF, p-value: < 2.2e-16

### Multikollinearität
df_votes$perfekte_multikollinearitaet = df_votes$nationalrat +

2 * df_votes$swjalager
summary(lm(acceptpo ~ nationalrat + swjalager + difficul +

perfekte_multikollinearitaet, data = df_votes))

##
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## Call:
## lm(formula = acceptpo ~ nationalrat + swjalager + difficul +
## perfekte_multikollinearitaet, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -34.492 -7.696 -0.808 7.129 30.174
##
## Coefficients: (1 not defined because of singularities)
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 23.22033 2.21491 10.484 < 2e-16 ***
## nationalrat 0.12574 0.06855 1.834 0.0679 .
## swjalager 0.39994 0.07585 5.273 3.09e-07 ***
## difficul -0.09120 0.05996 -1.521 0.1296
## perfekte_multikollinearitaet NA NA NA NA
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 11.08 on 230 degrees of freedom
## (410 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.5672, Adjusted R-squared: 0.5616
## F-statistic: 100.5 on 3 and 230 DF, p-value: < 2.2e-16

Man sieht nun, perfekte Multikollinearität kann nicht berechnet werden. Es werden NAs ausgegeben, also
mindestens eine Variable wird auf NA gesetzt.

• Hohe Multikollinearität: Keine Verletzung der Annahme, aber Schätzwerte sind nicht Robust

Wie diagnostiziert man hohe Multikollinearität?

1. Weg: Pearsons R

## Pearson's R
myvars <- c("nationalrat", "swjalager", "difficul")
df_model = na.exclude(df_votes[myvars])
df_model = model.frame(model)[,-1] #Entfernen der Abhängigen Variable, nur unabhängige interessiert
cor(df_model$nationalrat, df_model$swjalager)

## [1] 0.9172212

cor(df_model)

## nationalrat swjalager difficul
## nationalrat 1.0000000 0.9172212 0.2909848
## swjalager 0.9172212 1.0000000 0.2332141
## difficul 0.2909848 0.2332141 1.0000000

Korellation von 0.91 -> Starke Korrelation

Faustregel bei Pearsons R: ist der Wert über 0.8, dann haben wir Multikollinearitätsproblem

Graphische Darstellung:
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library(PerformanceAnalytics)

## Lade nötiges Paket: xts

## Lade nötiges Paket: zoo

##
## Attache Paket: ’zoo’

## Die folgenden Objekte sind maskiert von ’package:base’:
##
## as.Date, as.Date.numeric

##
## Attache Paket: ’xts’

## Die folgenden Objekte sind maskiert von ’package:dplyr’:
##
## first, last

##
## Attache Paket: ’PerformanceAnalytics’

## Das folgende Objekt ist maskiert ’package:graphics’:
##
## legend

chart.Correlation(df_model, histogram=TRUE, method = "pearson")

## Warning in par(usr): argument 1 does not name a graphical parameter

## Warning in par(usr): argument 1 does not name a graphical parameter

## Warning in par(usr): argument 1 does not name a graphical parameter
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summary(lm(acceptpo ~ nationalrat + difficul, data = df_votes))

##
## Call:
## lm(formula = acceptpo ~ nationalrat + difficul, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -37.654 -7.716 -0.410 8.984 30.782
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 25.82894 2.21236 11.68 <2e-16 ***
## nationalrat 0.47685 0.02699 17.67 <2e-16 ***
## difficul -0.11837 0.05773 -2.05 0.0412 *
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 12.55 on 311 degrees of freedom
## (330 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.5056, Adjusted R-squared: 0.5024
## F-statistic: 159 on 2 and 311 DF, p-value: < 2.2e-16

Hier sieht man aber nur die Bivariaten Korrellationen und nicht die uns interessierenden Mulivariaten.
Deshalb benutzt man den Variance Inflation Factor:
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library(car)
vif(model)

## nationalrat swjalager difficul
## 6.560695 6.350587 1.101105

vif(lm(acceptpo ~ nationalrat + difficul, data = df_votes))

## nationalrat difficul
## 1.065722 1.065722

sqrt(vif(model))

## nationalrat swjalager difficul
## 2.561385 2.520037 1.049335

Ist der VIF grösser als 10 ist es eine hohe Multikollinearität, ist er grösser als 5 gibt es eine gewisse Multi-
kolinearität. sqrt gibt uns die Betas zurück.

Übung 1-3 Schätze ein Modell mit acceptpo als abhängige und nationalrat, srf2ja und importance als
unabhängige Variablen. Beantworte anschliessend folgende Fragen:

myvars1 <- c("nationalrat", "srf2ja", "importance")
df_model1 = na.exclude(df_votes[myvars1])
cor(df_model1)

## nationalrat srf2ja importance
## nationalrat 1.0000000 0.5017876 0.1491223
## srf2ja 0.5017876 1.0000000 0.2498329
## importance 0.1491223 0.2498329 1.0000000

1. Wie hoch ist die Korrelation zwischen nationalrat und srf2ja im Modell? • -0.501 • -0.832 • 0.501
• 0.832 • 0.533

2. Wie gross ist der Variance Inflation Factor (VIF) von importance? • 1.03 • 1.07 • 3.37 • 5.34 •
11.7

vif(model1)

## suppshare2 swjalager
## 1.266036 1.266036

vif(lm(acceptpo ~ nationalrat + srf2ja + importance, data = df_votes))

## nationalrat srf2ja importance
## 1.337601 1.394922 1.067431

3. Um wieviel grösser ist der Standardfehler von Beta1 (nationalrat) als wenn er unkorreliert wäre mit
den anderen Prädiktoren im Modell? • 0.041 • 1.16 • 1.34 • 2.21 • 2.46
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sqrt(vif(lm(acceptpo ~ nationalrat + srf2ja + importance, data = df_votes)))

## nationalrat srf2ja importance
## 1.156547 1.181068 1.033165
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2. Einfluss

Video Einfluss

Einfluss von Datenpunkten im Model bestimmen.

Einfluss = Hebelwirkung x Ausreisser

Ausreisser

• Univariat: extreme y- oder x-Werte (Boxplot) Können wir mit Boxplot identifizieren

• Multivariat: Kombination von x und y extremen Ein Ausreisser kann Multivariat sein ohne gleichzeitig
Univariat zu sein

Hebelwirkung

• Extreme x-Werte: hohe Hebelwirkung auf y

• Mittlere x-Werte: tiefe Hebelwirkung egal wie das y ist

Figure 5: Hebelwirkung

Unten Rechts -> der rote Punkt beeinflusst die rote linie stark. (Multivariater Ausreisser mit Hebelwirkung)

Berechnung der Hebelwirkung:

## Hebelwirkung berechnen
model = lm(acceptpo ~ nationalrat + swjalager + difficul, data = df_votes)
hat = hatvalues(model)
hat_bar = mean(hat)
df_hebel = data.frame(h = hat, index = names(hat))

77

https://youtu.be/mr4P2M76iGs


1. Model rechnen
2. hatvalues -> Hebelwirkung
3. hat_bar -> Durchschnittliche Hebelwirkung
4. wenn wir die Hebelwirkung berechnet haben, können wir sie Plotten:

ggplot(df_hebel, aes(as.numeric(index), h)) +
geom_point() +
geom_hline(yintercept = 2 * hat_bar,

linetype = "dashed") +
geom_hline(yintercept = 3 * hat_bar,

linetype = "dashed") +
theme_minimal()
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Hier sehen wir bei der ersten gestrichelten Linie die Punkte die höher als 2 sind und bei der oberen
gestrichelten Linie die, die höher als 3 sind.

Ausreisser Identifizieren

• Intern studentisierte Residuen (Residuen durch Standardabweichung der residuen geteilt) beinhaltet
keine Hebelwirkung

• Extern studentisierte Residuen (Residuen durch Standardabweichung der residuen ohne i-te Beobach-
tung geteilt)

In R:
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## Ausreisser identifizieren

# intern studentisierte Residuen
r = rstandard(model)

# extern studentisierte Residuen
t = rstudent(model)

df_model = model.frame(model)
df_model$h = hat
df_model$r = r
df_model$t = t
df_model %>% mutate(

grosse_Hebelwirkung2 = h > 2 * hat_bar,
grosse_Hebelwirkung3 = h > 3 * hat_bar,
multivariater_Ausreisser = abs(r) > 3,
moeglicher_Problemfall = grosse_Hebelwirkung2 & multivariater_Ausreisser

) %>% filter(moeglicher_Problemfall)

## [1] acceptpo nationalrat swjalager
## [4] difficul h r
## [7] t grosse_Hebelwirkung2 grosse_Hebelwirkung3
## [10] multivariater_Ausreisser moeglicher_Problemfall
## <0 Zeilen> (oder row.names mit Länge 0)

Wir sehen, das es 0 Problemfälle gibt

andere möglichkeiten:

sum(hatvalues(model) > 2 * mean(hatvalues(model)) & abs(rstudent(model)) > 3)

## [1] 0

sum(abs(dffits(model))>1)

## [1] 0

sum(cooks.distance(model)>1)

## [1] 0

Auch hier sehen wir: Es gibt keine Problemfälle

Übung 4 Haben folgende Datenpunkte einen hohen Einfluss?

1. Tiefer x-Wert und Multivariater Ausreisser

2. Extern studentisiertes Residual von -3.1 und hatvalue um 3.1 grösser als der Durchschnitt

3. DFFIT von 0.85

4. Durchschnittlicher X-Wert und universater Ausreisser auf y
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3. Normalität

Video Normalität

Keine Annahme von OLS aber Normalität ist wichtig um Hypothese überprüfen zu können. Die Fehler
müssen normalverteilt sein.

Es gibt 2 Möglichkeiten:

1. qqplot

Überprüfung ob standardisierte Residuen ungefähr standardnormalverteilt sind. Der Plot plotted auf die
ensprechenden Quartile n+1 der Standardnormalverteilung. Kleine Abweichungen sind hier unproblematisch.

library(car)
qqPlot(model) # car
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## [1] 350 362

Bei Starken abweichungen von der Normalverteilung wäre die Annahme verletzt. In diesem Beispiel wäre es
kein Problem.

2. Extern studentisierte Residuen plotten (Histogram)

Man plottet die extern studentisierten Residuen in ein Histogram und legt die Normalverteilung darüber.
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x = rstudent(model)
h = hist(x, breaks=10, col="red")
xfit = seq(min(x), max(x), length = 40)
yfit = dnorm(xfit) * diff(h$mids[1:2]) * length(x)
lines(xfit, yfit, col = "blue", lwd=2)
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x

F
re

qu
en

cy

−3 −2 −1 0 1 2 3

0
10

20
30

40
50

Man sieht an der Linie, dass das Model etwa normalverteilt ist.

Übung 5 Teste das Modell acceptpo ~ swjalager + suppshare2 auf die Normalitätsannahme.

model01 = lm(acceptpo ~ swjalager + suppshare2, data = df_votes)

car::qqPlot(model01)
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## [1] 362 584

model01 = lm(acceptpo ~ swjalager + suppshare2, data = df_votes)

x = rstudent(model01)
h = hist(x, breaks=10, col="red")
xfit = seq(min(x), max(x), length = 40)
yfit = dnorm(xfit) * diff(h$mids[1:2]) * length(x)
lines(xfit, yfit, col = "blue", lwd=2)
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Histogram of x
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Das Modell ist in etwa Normalverteilt. Die Normalitätsannahme ist gegeben.
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4. Heteroskedastizität

Video Heteroskedastizität
Heteroskedastizität ist wenn die Fehlervarianz nicht gleichmässig ist:

Figure 6: Hetero- und Homoskedastizität

Bei Heteroskedastizität ist die Streung nicht gleichmässig.

Ursachen für Heteroskedastizität

• Error-Learning

– Man schreibt eine Prüfung - Am Anfang viele schlecht und einige gut. Bei wiederholung werden
leute bessser.

• Spezifische Zusammenhänge zwischen AV und UV

– Verdient jemand viel, dann kann es sein dass er viele Luxusgüter kauft. Es kann aber auch sein
das diese Person Sparsam ist. Wenn hingegen jemand wenig verdient, kann eine Person nicht so
viel sparen. Die Varianz ist viel tiefer als bei hohem Einkommen.

• Ausreisser

• Unterspezifikation (Woche 8)

• Sehr schiefe Verteilung der UV
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Auswirkungen von Heteroskedastizität

• OLS nicht mehr Effizient

– Schätztung bleibt Erwartungsgetreu und Konsitent aber nicht mehr Effizient -> Blue verletzt

• Standardfehler Verzerrt / Falsche P-Werte

– Hypothesentests werden falsch

Diagnose Heteroskedastizität

Variante 1, Einfaches Streudiagramm Vor allem wenn man eine Univariate Regression macht.

in R:

## Streudiagram
data.frame(x = predict(model), y = resid(model)) %>% #predict(model) sind die Y Dach

ggplot(aes(x, y)) + geom_point() + theme_minimal() +
geom_hline(yintercept = 0, size = 1)
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2. Variante Goldfeld-Quant-Test Bei Theoretischen Vermutungen kann man den Goldfeld-Quant-Test
durchführen.

Dieser Test bildet 3 Gruppen und vergleicht die erste mit der letzen. Im Beispiel mit dem Einkommen wäre
das die Gruppe mit tiefem Einkommen und die Gruppe mit dem hohen Einkommen.

In R:
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model = lm(acceptpo ~ nationalrat + swjalager + difficul, data = df_votes)

library(lmtest)
gqtest(model, order.by = ~nationalrat+swjalager+difficul, data = df_votes)

##
## Goldfeld-Quandt test
##
## data: model
## GQ = 1.0309, df1 = 113, df2 = 113, p-value = 0.4358
## alternative hypothesis: variance increases from segment 1 to 2

# => keine Heteroskedastizität

Nach diesem Test haben wir keine Heteroskedastizität, da wir die Nullhypothese nicht verwerfen können wir
davon ausgehen, dass wir Homoskedastizität haben.

3. Variante Breusch-Pagan-Test Testet, ob die Quadrate der OLS Residuen mit keiner der Unab-
hängigen Variablen Korreliert, was bei Homoskedastizität der Fall ist. Es wird eine Regression mit den
Quadrierten Residuen als AV und den UV des Modells.

In R:

## Breusch-Pagan-Test
bptest(model)

##
## studentized Breusch-Pagan test
##
## data: model
## BP = 2.6449, df = 3, p-value = 0.4497

# => keine Heteroskedastizität

In diesem Beispiel ist der Code von Schlegel und der Code, der uns gegeben wurde unterschiedlich.

In seinem Beispiel wird ein P-Value von 0.01129 gegeben. Somit verwerfen wir die Nullhypothese und haben
Heteroskedastizität.

Die Standardfehler mit denen wir die Betas schätzen werden grösser. Wir sind uns nicht mehr sicher, weil
die Konfidenzintervalle sehr gross sind.

Die Signifikanzen werden also verzerrt. Also die Betas sind erwartungsgetreu aber die P werte sind verzerrt.

In diesem Fall können wir einen Huber-White Sandwich test durchführen:

## Robuste Stanardfehler nach Huber-White
library(sandwich)
r_vcov = vcovHC(model) #Korrigierte Varianz Kovarianzmatrix erstellen.
r_se = sqrt(diag(r_vcov)) #Mit diag die Standardfehler herausziehen
r_t = coef(model) / r_se #T werte Berechnen
r_p = 2*pnorm(-abs(r_t)) #P Werte Berechnen
r_p
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Huber White Sandwich Estimator (Robuste Standardfehler)

## (Intercept) nationalrat swjalager difficul
## 9.569396e-27 1.437729e-01 2.058555e-05 1.329713e-01

Korrigierte P Werte werden ausgegeben.

Dieser Test nimmt die Betas aus dem ursprünglichen Modell und prüft ob diese Signifikant sind.

Übung 6-8 Schätze folgendes Modell: acceptpo ~ swjalager + suppshare2 und beantworte anschliessend
folgende Fragen:

model02 = lm(acceptpo ~ swjalager + suppshare2, data = df_votes)

6. Erstelle eine Grafik, welche die Beziehung zwischen Ŷ und e darstellt.

data.frame(x = predict(model02), y = resid(model02)) %>% #predict(model) sind die Y Dach
ggplot(aes(x, y)) + geom_point() + theme_minimal() +
geom_hline(yintercept = 0, size = 1)
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7. Prüfe das Modell auf die Heteroskedastizität mit Hilfe des Breusch-Pagan-Test und korrigiere bei
Heteroskedastizität die Standardfehler.
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bptest(model02)

##
## studentized Breusch-Pagan test
##
## data: model02
## BP = 0.18414, df = 2, p-value = 0.912

P Wert grösser 0.5 -> nicht signifikant
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Woche 8

1. Spezifikationsdiagnostik

Video Spezifikationsdiagnostik

Eine der Annahmen von OLS (also der linearen Regression) ist, dass keine Korrelation der Erklärenden
Variable mit dem Störterm vorherrscht.

Exogenität:

• keine Korrelation der UV mit dem Fehlerterm

Endogenität:

• UV korreliert mit dem Fehlerterm

Die häufigste Ursache für Endogenität sind Spezifikationsfehler, also dass das modell nich korrekt spezifiziert
ist. Andere Ursachen können auch beispielsweise Messfehler sein.

Es gibt 2 Arten von Fehlspezifikation:

Überspezifikation (exogen)

• Im Regressionsmodell sind UV enthalten, die gar keinen Einfluss auf die AV haben, also unnötige
Variablen

• Es liegen Messfehler der UV vor

Auswirkungen von Überspezifikation

• Nicht so schlimm, die überflüssigen Koeffizienten kriegen einen Betawert von 0, also keinen Effekt

• überflüssige Variablen

• erwartungstreu und konsistent, siehe Punkt 1

• keine Endogenität

• schlechtere Effizienz: Grössere Standardfehler, weniger Präzise Schätzung

• Man könnte die nicht signifikanten Variablen entfernen, aber ACHTUNG kann zu Probleme mit Data
Mining führen

– T Tests un deinzelne F Tests für Subsets von UVs -> Nicht signifikante UVs raus

Unterspezifikation (endogen)

• Es fehlen UV die einen Einfluss auf die AV haben

• wichtige Variablen wurden ausgelassen, welche dann vom Fehlerterm abgefangen werden
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Figure 7: Auswirkungen der Unterspezifikation

Auswirkungen der Unterspezifikation

• Unterspezifikation ist gravierender

• Wenn eine fehlende Variable mit einer Variable im Modell Korreliert, dann korreliert diese UV mit
dem Fehlerterm

– Dadurch ist Exogenitätsannahme verletzt, es besteht Endogenität
– Das heisst, im β1 ist auch noch der indirekte Effekt der fehlenden Werte enthalten

• Schätzung ist nicht mehr erwartungstreu -> x1 erhält Kredit für x2, weil diesem nicht erlaubt wurde
im Modell zu sein

• Bei positiver Korrelation zwischen x1 und x2 wird der Effekt von β1 überschätzt, bei negativer korre-
lation unterschätzt (bei negativem β umgekehrt)

• Die Varianz wird verringert, also bekommen wir präzisere Schätzungen

– Gegenteil von Überspezifikation
– Es kann sein, dass die β signifikant sind, aber da nicht erwartungsgetreu bestätigen wir die

Hypothese, obwohl sie eigentlich falsch wäre

Wie behebt man Unterspezifikation?

• Am einfachsten: Die Fehlende Variable ins Modell aufnehmen

– Häufig aber der Fall, dass wir diese nicht messen können

• Wenn dies der Fall ist -> Proxyvariable ins modell aufnehmen

– Eine Variable, die etwas ähnliches misst
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Behebung Unterspezifikation mit 2SLS, Instumentenvariable

• Andere Variante wäre die 2 least Squares, zweistufiges OLS

• Auch Instrumentenvariable genannt

– ist eine Variable, die mit unserer AV korreliert aber nicht mit dem Fehlerterm
– Sehr schwierig eine solche Variable zu finden

1. Schritt: x ~ Instrument

• Instrument als UV und x als AV

2. Schritt: y ~ x̂

• Geschätzter Wert von x (x̂) als UV und y als AV

– x̂ enthält die Streuung nicht mehr
– Korrelation mit dem Fehlerterm ist nicht mehr vorhanden

• sehr schwer so eine Instrumentenvariable zu finden

2. Wie findet man heraus ob Fehlspezifikation vorherrscht?

Reset Test

Der Reset Test zeigt Fehlspezifikation an, jedoch nicht wo genau diese vorliegt.

Die Nullhypothese des Reset Tests ist, dass alle Formeln, welche der Reset Test zusätzlich geschätzt hat, null
sind. Die Alternativhypothese wäre, dass mindestens eine der zusätzlichen Formeln ungleich null ist. Wenn
wir also die Nullhypothese verwerfen, haben wir Fehlspezifikation

In R:

library(tidyverse)
library(haven)
df_votes = read_dta("aggregat2.dta")
model = lm(acceptpo ~ nationalrat + swjalager + difficul, data = df_votes)
summary(model)

##
## Call:
## lm(formula = acceptpo ~ nationalrat + swjalager + difficul, data = df_votes)
##
## Residuals:
## Min 1Q Median 3Q Max
## -34.492 -7.696 -0.808 7.129 30.174
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 23.22033 2.21491 10.484 < 2e-16 ***
## nationalrat 0.12574 0.06855 1.834 0.0679 .
## swjalager 0.39994 0.07585 5.273 3.09e-07 ***
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## difficul -0.09120 0.05996 -1.521 0.1296
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 11.08 on 230 degrees of freedom
## (410 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.5672, Adjusted R-squared: 0.5616
## F-statistic: 100.5 on 3 and 230 DF, p-value: < 2.2e-16

Modell Schätzen

## RESET Test
library(lmtest)
resettest(model)

##
## RESET test
##
## data: model
## RESET = 2.2117, df1 = 2, df2 = 228, p-value = 0.1119

# RESET zeigt keine Spezifikationsfehler an

Der P Wert zeigt uns, das keine Spezifikationsfehler vorliegen. Dies muss aber nicht zwingend heissen, dass
es Korrekt spezifiziert ist.

Messfehler

Es gibt auch Messfehler die zur Endogenität führen.

• Messfehler bei der UV kann zu Endogenität führen

• Messfehler bei der AV hat keinen Einfluss auf den Erwartungswert, nur die Effizienz (Varianz der
geschätzten Variablen)
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Übung 1 Welche der folgenden Aussagen sind richtig und welche falsch?

• Bei Überspezifikation wird die Effizienz schlechter.

• Bei Unterspezifikation wird die Effizienz besser.

• Ein Fehlspezifikation hat keinen Einfluss auf die Konsistenz.

• Bei Unterspezifikation ist OLS nicht mehr erwartungstreu.

Übung 2 Welche der folgenden Vorgehensweisen beschreibt das zweistufige OLS Verfahren?

• 1. x ~ Instrument, 2. y ~ x̂

• 1. y ~ Instrument, 2. x ~ y

• 1. x̂ ~ Instrument, 2. y ~ x

• 1. Instrument ~ x, 2. y ~ ˆInstrument

• 1. x ~ Instrument, 2. y ~ x̂ + Instrument

Übung 3 Welche der folgenden Aussagen sind richtig und welche falsch?

• Messfehler der abhängigen Variable können 2 zu Endogenität führen.

• Messfehler der unabhängigen Variable 2 wirken sich nur auf die geschätzte Varianz aus.

• Bei Überspezifikation haben wir eine 2 wichtige Variable nicht ins Modell aufgenommen.

• Überspezifikation ist nur ein Problem, wenn die fehlende Variable mit der unabhängigen Variable kor-
reliert.
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3. Experimente

Video Experimente

Bei Umfragen gibt es das Problem, dass man nie auf alles kontrollieren können. Deshalb sind die meisten
Modelle nicht richtig spezifiziert. Zur Lösung dieses Problems ziehen wir ein Experiment heran.

• In einem Experiment Kontrollieren wir auf Drittvariablen durch Zufallseinteilung in Behandlungs und
Kontrollgruppen

– Durch die Zufälligkeit wird auf das ganze Kontrolliert
– Beispiel: Behandlungsgruppe bekommt ein Medikament, Kontrollgruppe Plazebo

∗ Hat die Behandlungsgruppe einen signifikant besseren Wert nach der Wirkungzeit als die
Kontrollgruppe, hat das Medikament einen Kausalen Effekt

Zufallsauswahl / Poweranalyse

• Berechnung der notwendigen Fallzahl mithilfe Poweranalyse (Durchführung nicht Relevant für Prüfung)

– Gruppe muss genug gross sein, sonst kann es sein, dass wir die Hypothese verwerfen, obwohl sie
wahr ist

• Power/Trennschärfe:

– Wahrscheinlichkeit bei Gültigkeit der Alternativhypothese uns für diese zu Entscheiden (statt H0)

Beispiele Experimente in Politikwissenschaften

• Hypothesen Abstimmung mit Informationen

• Behandlungsgruppen bekommen ein Video mit Pro- resp. Kontraargumenten, Kontrollgruppe
bekommt anderes Video

Experimente

Vorteile:

• Man kann auf Drittvariablen kontrollieren, ohne diese Messen zu müssen

• wir können die Behandlung kontrollieren

• Durch Experimente kann man kausale Aussagen treffen

Nachteile:

• Die Fallzahl spielt eine Rolle

• Es sind häufig Laborbedingungen und dadurch schlecht auf die Realität übertragbar
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Vorgehen bei einem Experiment

• Fallzahl mit Poweranalyse berechnen

• Experiment durchführen

• Auswerten (OLS doer t-Test)

Übung 5 Welche der folgenden Aussagen sind richtig und welche falsch?

• Der Vorteil eines Experimentes ist, dass die Fallzahl keine Rolle spielt.

• Der Vorteil eines Experimentes ist, dass wir damit auf Drittvariablen kontrollieren kön-
nen, ohne diese Messen zu müssen.

• Der Vorteil eines Experimentes ist, dass wir die Behandlung kontrollieren können.

• Ein Nachteil eines Experimentes ist, dass es häufig Laborbedinungen sind und sich
dadurch schlechter auf die Realität übertragen lassen.

EVT BEISPIEL 2SLS
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Woche 9

Probeprüfung - Kein Stoff
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Woche 10

1. Unterschied Fixed und Random Effekt

Video Unterschiede fixed und random Effekte

Hirarchische Daten:

Daten sind Teil einer übergeordneten Gruppe

• Haben mehr als eine Ebene

– In CH viele Individuen, die leben aber jeweils in anderem Kanton
– Der Kanton könnte Einfluss haben, ist also zweite Ebene

• Beispiel Pisa Studie:

– Schüler sind erste Ebene
– Schule ist zweite Ebene, was hat diese für einen Einfluss?
– Kantone dritte Ebene
– Land Ebene vier etc. . .

Fixed Effects

Effekte sind einer endlichen Menge von Levels in den Daten zugeordnet, welche da sind, weil wir an ihnen
interessiert sind.

• haben immer ICC von 0

Random Effects

Auswahl aus einer Population, welche die Population repräsentiert, aber austauschbar sind.

• ICC siehe Tabelle seite RE

• Deswegen variieren die Effekte zufällig innerhalb der Population

• Grundsätzlich sind Random Effects zu bevorzugen, wenn wir eine Mehrebenen Analyse durchführen

– wobei Anzahl Fälle auf Level zwei gross genug sein müssen
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Figure 8: Unterschied Fixed und Random Effects

1. Model:

alles gleich

yij = i Individuum, j level Zwei

µ = Durchschnitt von y, also y

ϵ = Abweichung gesamt

αj = Abweichung auf Ebene zwei

2. Distribution:

ϵij ~ NID (0,σ2
ϵ )

• ϵij = Fehlerterm

• ϵ ist normalverteilt mit Erwartungswert null und der Fehlervarianz.

• Das ist die einzige Verteilung bei den Fixed Effects, ist auch bei Random Effects

alphaj ~ NID (0,σ2
α)

• Zusätzliche Verteilung für Alpha bei Random Effects

• Wieder Erwartungswert von null aber eine Varianz, welche eine andere Variante ist als die des Fehlert-
erms

– siehe Tabelle Abschnitt “Variance”

3. ICC Sagt uns wie viel das Individuum und wie viel das der Kanton (Level 2 erklärt)
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Übung 1 Welche der folgenden Aussagen beschreibt den Unterschied zwischen fixed und random Effects
am besten?

• Fixed Effects können nur geschätzt werden, wenn wir genug Fälle auf Level 2 haben, random Effects
hingegen immer.

• Random Effects gehen von einer endlichen Menge von Leveln eines Faktors aus während fixef Effects
eine Auswahl sind, welche eine Population repräsentieren.

• Fixed Effects gehen von einer endlichen Menge von Leveln eines Faktors aus, während
random Effects eine Auswahl sind, welche eine Population repräsentieren.

• Bei fixed effects hat αj eine Verteilung mit Erwartungswert 0 während sie bei random effects einzeln
geschätzt werden.

• Bei random Effects ist die Intraclass Correlation immer 0, während es bei fixed effects von der Varianz
abhängt.
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2. Fixed Effects Modell in R schätzen

Video Schätzung Fixed Effects Modell in R

Fixed Effects Modell

df_selects = schlegel::selects2015

### Fixed Effects Modell
model = lm(lr_self ~ age + gender + canton, data = df_selects)
summary(model)

##
## Call:
## lm(formula = lr_self ~ age + gender + canton, data = df_selects)
##
## Residuals:
## Min 1Q Median 3Q Max
## -6.3866 -1.8014 0.0437 1.9677 5.7422
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 4.629138 0.142745 32.430 < 2e-16 ***
## age 0.015530 0.002085 7.449 1.11e-13 ***
## genderfemale -0.650855 0.075438 -8.628 < 2e-16 ***
## cantonBern -0.086117 0.162232 -0.531 0.595562
## cantonLuzern 0.402703 0.242314 1.662 0.096599 .
## cantonUri 0.802580 0.323860 2.478 0.013241 *
## cantonSchwyz 0.997953 0.309758 3.222 0.001283 **
## cantonObwalden 0.704458 0.330581 2.131 0.033143 *
## cantonNiedwalden 0.918031 0.311616 2.946 0.003235 **
## cantonGlarus 0.918862 0.359836 2.554 0.010694 *
## cantonZug 0.497020 0.330682 1.503 0.132903
## cantonFribourg 0.251666 0.311709 0.807 0.419491
## cantonSolothurn 0.117376 0.315491 0.372 0.709877
## cantonBasel-Stadt -0.280366 0.337965 -0.830 0.406823
## cantonBasel-Landschaft -0.026578 0.285483 -0.093 0.925830
## cantonSchaffhausen 0.122264 0.366256 0.334 0.738530
## cantonAppenzell Ausserrhoden 0.124101 0.332877 0.373 0.709305
## cantonAppenzell Innerrhoden 1.293252 0.345547 3.743 0.000184 ***
## cantonSt. Gallen 0.390329 0.231362 1.687 0.091652 .
## cantonGrisons 0.270376 0.292795 0.923 0.355830
## cantonAargau 0.509859 0.213114 2.392 0.016777 *
## cantonThurgau 0.530833 0.306136 1.734 0.082988 .
## cantonTicino 0.519566 0.133566 3.890 0.000102 ***
## cantonVaud 0.691971 0.215147 3.216 0.001307 **
## cantonValais 0.440027 0.284008 1.549 0.121366
## cantonNeuchatel -0.281074 0.315498 -0.891 0.373034
## cantonGeneva 0.047319 0.125233 0.378 0.705558
## cantonJura 0.163424 0.323793 0.505 0.613782
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
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##
## Residual standard error: 2.583 on 4686 degrees of freedom
## (623 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.04293, Adjusted R-squared: 0.03742
## F-statistic: 7.785 on 27 and 4686 DF, p-value: < 2.2e-16

Zürich ist nicht in der Auflistung, da es die Referenzkategorie für diese Regression ist.

Der Aufbau des Modells ist wie folgt:

lm(lr_self ~ age + gender + canton

• lr_self: Links Rechts Achse Selbsteinschätzung (AV)

• Age: Alter

• Gender: Geschlecht

• Canton: Level Zwei Identifikator

– Muss ein Character oder ein Faktor sein
∗ Wäre es kein Faktor, müssten wir einen daraus machen (as.factor)
∗ Wir wollen das es n-1 Dummys macht, sich also wie ein normaler Faktor verhält

Alternatives Modell ohne Globalen Achsenabschnitt

model = lm(lr_self ~ age + canton - 1 + gender, data = df_selects)
summary(model)

##
## Call:
## lm(formula = lr_self ~ age + canton - 1 + gender, data = df_selects)
##
## Residuals:
## Min 1Q Median 3Q Max
## -6.3866 -1.8014 0.0437 1.9677 5.7422
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## age 0.015530 0.002085 7.449 1.11e-13 ***
## cantonZurich 4.629138 0.142745 32.430 < 2e-16 ***
## cantonBern 4.543020 0.173010 26.259 < 2e-16 ***
## cantonLuzern 5.031840 0.247880 20.299 < 2e-16 ***
## cantonUri 5.431718 0.330421 16.439 < 2e-16 ***
## cantonSchwyz 5.627090 0.314928 17.868 < 2e-16 ***
## cantonObwalden 5.333596 0.334270 15.956 < 2e-16 ***
## cantonNiedwalden 5.547169 0.317618 17.465 < 2e-16 ***
## cantonGlarus 5.548000 0.363669 15.256 < 2e-16 ***
## cantonZug 5.126157 0.340460 15.057 < 2e-16 ***
## cantonFribourg 4.880804 0.315208 15.484 < 2e-16 ***
## cantonSolothurn 4.746514 0.322269 14.728 < 2e-16 ***
## cantonBasel-Stadt 4.348771 0.348330 12.485 < 2e-16 ***
## cantonBasel-Landschaft 4.602560 0.295324 15.585 < 2e-16 ***
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## cantonSchaffhausen 4.751402 0.373599 12.718 < 2e-16 ***
## cantonAppenzell Ausserrhoden 4.753238 0.340910 13.943 < 2e-16 ***
## cantonAppenzell Innerrhoden 5.922389 0.349060 16.967 < 2e-16 ***
## cantonSt. Gallen 5.019467 0.241385 20.794 < 2e-16 ***
## cantonGrisons 4.899514 0.298102 16.436 < 2e-16 ***
## cantonAargau 5.138997 0.221252 23.227 < 2e-16 ***
## cantonThurgau 5.159970 0.311308 16.575 < 2e-16 ***
## cantonTicino 5.148703 0.151447 33.997 < 2e-16 ***
## cantonVaud 5.321109 0.226934 23.448 < 2e-16 ***
## cantonValais 5.069165 0.290093 17.474 < 2e-16 ***
## cantonNeuchatel 4.348064 0.322790 13.470 < 2e-16 ***
## cantonGeneva 4.676457 0.128486 36.397 < 2e-16 ***
## cantonJura 4.792561 0.330704 14.492 < 2e-16 ***
## genderfemale -0.650855 0.075438 -8.628 < 2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 2.583 on 4686 degrees of freedom
## (623 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.8114, Adjusted R-squared: 0.8103
## F-statistic: 720 on 28 and 4686 DF, p-value: < 2.2e-16

Diese Funktion machen wir, wenn wir keinen globalen Achsenabschnitt wollen sondern pro Kanton einen
Achsenabschnitt. Dies machen wir mit −1, wichtig ist einfach, dass gender nach canton − 1 kommt. Sonst
würden wir einen Intercept für Männer und für Frauen bekommen. Die Estimates sind nun die Effektiven
Werte (eigener Achsenabschnitt) und nicht mehr die Unterschiede zum Abschnitt.

Dies ist im Prinzip ein normales OLS, mit dem Unterschied das wir eine Variable als Level Zwei als Faktor
ins Modell aufnehmen.

Wir kontrollieren in diesem Fall auf die Verschiedenen Kantone. Eine andere Abweichung als den Intercept
können wir jedoch nicht berechnen. Bei den random effects haben wir viel mehr Möglichkeiten.
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Übung 2 Schätze ein fixed effects Modell in R mit Hilfe des SELECTS Datensatzes. Verwende als Level 2
die Kantone. Als abhängige Variable die Links-Rechts-Selbsteinschätzung und als unabhänige Variable die
Meinung zu einem EU Beitritt (opinion_eu_membership).

df_selects = schlegel::selects2015
model = lm(lr_self ~ opinion_eu_membership + as.factor (canton), data = df_selects)
summary(model)

##
## Call:
## lm(formula = lr_self ~ opinion_eu_membership + as.factor(canton),
## data = df_selects)
##
## Residuals:
## Min 1Q Median 3Q Max
## -6.8444 -1.5780 0.1675 1.7005 6.7838
##
## Coefficients:
## Estimate Std. Error t value
## (Intercept) 3.21616 0.21167 15.194
## opinion_eu_membershipRather for EU entry 0.22383 0.22213 1.008
## opinion_eu_membershipNeither nor 1.11424 0.21787 5.114
## opinion_eu_membershipRather in favour to stay out 2.03893 0.20763 9.820
## opinion_eu_membershipStrongly in favour to stay out 3.10465 0.20807 14.921
## as.factor(canton)Bern -0.07956 0.15299 -0.520
## as.factor(canton)Luzern 0.24534 0.22594 1.086
## as.factor(canton)Uri 0.31968 0.30176 1.059
## as.factor(canton)Schwyz 0.43860 0.29613 1.481
## as.factor(canton)Obwalden 0.51167 0.31003 1.650
## as.factor(canton)Niedwalden 0.75028 0.29589 2.536
## as.factor(canton)Glarus 0.52363 0.33513 1.562
## as.factor(canton)Zug 0.33208 0.31224 1.064
## as.factor(canton)Fribourg 0.25638 0.28854 0.889
## as.factor(canton)Solothurn -0.05382 0.29771 -0.181
## as.factor(canton)Basel-Stadt 0.02457 0.31943 0.077
## as.factor(canton)Basel-Landschaft -0.13729 0.26863 -0.511
## as.factor(canton)Schaffhausen -0.07256 0.34396 -0.211
## as.factor(canton)Appenzell Ausserrhoden -0.08921 0.31473 -0.283
## as.factor(canton)Appenzell Innerrhoden 0.94628 0.32692 2.895
## as.factor(canton)St. Gallen 0.35144 0.21830 1.610
## as.factor(canton)Grisons 0.14745 0.27272 0.541
## as.factor(canton)Aargau 0.26135 0.19850 1.317
## as.factor(canton)Thurgau 0.37450 0.28855 1.298
## as.factor(canton)Ticino 0.25719 0.12704 2.024
## as.factor(canton)Vaud 0.85424 0.20369 4.194
## as.factor(canton)Valais 0.32729 0.26993 1.212
## as.factor(canton)Neuchatel -0.02136 0.29802 -0.072
## as.factor(canton)Geneva -0.04612 0.11730 -0.393
## as.factor(canton)Jura 0.27386 0.30792 0.889
## Pr(>|t|)
## (Intercept) < 2e-16 ***
## opinion_eu_membershipRather for EU entry 0.31367
## opinion_eu_membershipNeither nor 3.28e-07 ***
## opinion_eu_membershipRather in favour to stay out < 2e-16 ***
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## opinion_eu_membershipStrongly in favour to stay out < 2e-16 ***
## as.factor(canton)Bern 0.60307
## as.factor(canton)Luzern 0.27760
## as.factor(canton)Uri 0.28947
## as.factor(canton)Schwyz 0.13865
## as.factor(canton)Obwalden 0.09893 .
## as.factor(canton)Niedwalden 0.01126 *
## as.factor(canton)Glarus 0.11825
## as.factor(canton)Zug 0.28759
## as.factor(canton)Fribourg 0.37429
## as.factor(canton)Solothurn 0.85655
## as.factor(canton)Basel-Stadt 0.93870
## as.factor(canton)Basel-Landschaft 0.60932
## as.factor(canton)Schaffhausen 0.83294
## as.factor(canton)Appenzell Ausserrhoden 0.77685
## as.factor(canton)Appenzell Innerrhoden 0.00381 **
## as.factor(canton)St. Gallen 0.10749
## as.factor(canton)Grisons 0.58875
## as.factor(canton)Aargau 0.18802
## as.factor(canton)Thurgau 0.19439
## as.factor(canton)Ticino 0.04298 *
## as.factor(canton)Vaud 2.80e-05 ***
## as.factor(canton)Valais 0.22539
## as.factor(canton)Neuchatel 0.94286
## as.factor(canton)Geneva 0.69419
## as.factor(canton)Jura 0.37383
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 2.402 on 4549 degrees of freedom
## (758 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.1679, Adjusted R-squared: 0.1626
## F-statistic: 31.66 on 29 and 4549 DF, p-value: < 2.2e-16
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3. Interclass Correlation (ICC)

Video ICC

Die ICC ist ein Mass um festzustellen, welcher Anteil der Varianz vom Level 2 erklärt wird und welcher
Anteil vom Level 1.

In R:

library(lme4)
model = lmer(lr_self ~ 1 + (1 | canton), data = df_selects)
summary(model)

## Linear mixed model fit by REML [’lmerMod’]
## Formula: lr_self ~ 1 + (1 | canton)
## Data: df_selects
##
## REML criterion at convergence: 22849.8
##
## Scaled residuals:
## Min 1Q Median 3Q Max
## -2.22420 -0.77649 -0.01336 0.74977 1.89446
##
## Random effects:
## Groups Name Variance Std.Dev.
## canton (Intercept) 0.08014 0.2831
## Residual 6.86851 2.6208
## Number of obs: 4790, groups: canton, 26
##
## Fixed effects:
## Estimate Std. Error t value
## (Intercept) 5.42952 0.07475 72.63
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Das Modell ist wie folgt aufgebaut:

• lr_self ~ 1 + (1 | canton)

• lr_self: AV, Links rechts Einstufung der Person

Da wir ein ANOVA Modell rechnen, machen wir das Modell noch ohne die UV

• 1 = overall intercept

• 1 = Random Intercept

• canton: Indikator für Level 2

Als Output bekommen wir die Random Effects, welche wir brauchen um die ICC zu berechnen. Der Wert
0.08014 ist in diesem Fall σ2

α und 6.86851 wäre σ2
ϵ (siehe Tabelle Fixed vs Random Effects) Die totale Varianz

wäre also σ2
α + σ2

ϵ

Die ICC wäre nach der Formel der Tabelle: σ2
α

σ2
α|σ2ϵ

Berechnet wäre das:

0.08014 / (0.08014 + 6.86851)

## [1] 0.01153318

Wir bekommen einen sehr kleinen Wert von 0.01. Ein Wert von 1 würde bedeuten, dass alle Individuen
innerhalb von einem Kanton perfekte Kopien sind. Ein Wert von null heisst, das der Kanton überhaupt
keinen Einfluss hat und die Individuen komplett unabhängig sind.

Die Kantone machen in diesem Beispiel zwar einen Unterschied, aber nur einen sehr geringen. Es macht
daher wenig Sinn diese Variable einzubeziehen.

Die werte für σ2
α

σ2
α|σ2ϵ können wir auch direkt aus R beziehen:

icc = function(model){
sigma_alpha = unlist(VarCorr(model)[1])
sigma_epsilon = attr(VarCorr(model), "sc")ˆ2
sigma_alpha / (sigma_alpha + sigma_epsilon)

}
icc(model)

## canton
## 0.01153317

Für das nehmen wir die Funktion VarCorr() des Modells.

• unlist brauchen wir, damit wir nur den Wert zurückbekommen und nicht den dazugehörigen Text

• [1] wird benutzt um nur den Wert für σ2
α zu erhalten

• attr(VarCorr(model), “sc”)ˆ2 sagt, dass wir den quadrierten Wert von 2.6208 bekommen, denn dieser
im Quadrat ist sigma2ϵ

• Wenn die Werte abgespeichert sind, können wir die Berechnung durchführen
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Übung 3 Berechne die Interclass Corelation für folgenden Output:

Figure 9: Output Übung 3

0.791 / (0.791 + 5.556)

## [1] 0.1246258

• 0.013

• 0.125

• 0.166

• 0.274

• 0.791
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4. Random Intercept Modell

Video Random Intercept Modell

Berechnen des Random Intercept Modells in R

### Ein Random Intercept Modell rechnen
library(lme4)
model = lmer(lr_self ~ age + gender + (1 | canton), data = df_selects)
summary(model)

## Linear mixed model fit by REML [’lmerMod’]
## Formula: lr_self ~ age + gender + (1 | canton)
## Data: df_selects
##
## REML criterion at convergence: 22362.7
##
## Scaled residuals:
## Min 1Q Median 3Q Max
## -2.45375 -0.70341 0.01712 0.76179 2.20793
##
## Random effects:
## Groups Name Variance Std.Dev.
## canton (Intercept) 0.07875 0.2806
## Residual 6.67213 2.5830
## Number of obs: 4714, groups: canton, 26
##
## Fixed effects:
## Estimate Std. Error t value
## (Intercept) 4.997249 0.132273 37.780
## age 0.015349 0.002077 7.391
## genderfemale -0.651717 0.075365 -8.647
##
## Correlation of Fixed Effects:
## (Intr) age
## age -0.776
## genderfemal -0.279 -0.012

Hier sehen wir alle Infos, welche wir brauchen. Es wird hier das REML Kriterium verwendet, was die
Standardeinstellung ist. Würde man REML = FALSE anfügen, würden wir die AIC und BIC erhalten, da
es mit dem Maximum Likelihood Estimation schätzen würden. In diesem Fall wäre es wichtig, dass wir eine
genug hohe Fallzahl im j haben, ist das nicht der Fall sollt man mit REML rechnen.

lmer steht in diesem Fall für Linear Estimation Modell

Im Output können wir bloss die fixed Intercepts direkt Interpretieren wie in einem normalen OLS Output,
die Random Effects müssten wir mit dem ICC weiter auswerten.

Wenn uns die αj interessieren, also die Random Effekte, können wir das wie folgt ausgeben lassen:

ranef(model)
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## $canton
## (Intercept)
## Zurich -0.32499125
## Bern -0.36142739
## Luzern 0.02654003
## Uri 0.19925957
## Schwyz 0.30213168
## Obwalden 0.15114613
## Niedwalden 0.26259876
## Glarus 0.22031160
## Zug 0.06106637
## Fribourg -0.05055548
## Solothurn -0.11161513
## Basel-Stadt -0.27196169
## Basel-Landschaft -0.19911616
## Schaffhausen -0.09080152
## Appenzell Ausserrhoden -0.10156057
## Appenzell Innerrhoden 0.38725157
## St. Gallen 0.02031488
## Grisons -0.04461968
## Aargau 0.10250490
## Thurgau 0.08244894
## Ticino 0.14369035
## Vaud 0.22489991
## Valais 0.04226395
## Neuchatel -0.29591639
## Geneva -0.28631427
## Jura -0.08754913
##
## with conditional variances for "canton"

Hier werden die Abweichungen angegeben. Man sieht, das in Zürich und Bern die Leute eher Links sind und
in Schwyz und Niedwalden eher rechts.

Plotten der Informationen des Random Intercept Modells in R

Diese Informationen können wir auch graphisch plotten:

library(sjPlot)
library(tidyverse)
library(glmmTMB)

plot_model(model, type = "est") + theme_minimal()
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age
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Estimates

lr self

Hier Plotten wir die Fixed Effects mit ihren Konfidenzintervallen. Dies können wir mit type=est machen,
also wir geben die Estimation aus.

Wir können auch die Random Effects Plotten:

plot_model(model, type = "re", sort.est = "(Intercept)") +
theme_minimal()

110



Bern
Zurich

Neuchatel
Geneva

Basel−Stadt
Basel−Landschaft

Solothurn
Appenzell Ausserrhoden

Schaffhausen
Jura

Fribourg
Grisons

St. Gallen
Luzern
Valais

Zug
Thurgau
Aargau

Ticino
Obwalden

Uri
Glarus

Vaud
Niedwalden

Schwyz
Appenzell Innerrhoden

−1 −0.5 0 0.5 1

Random effects

Da wir *sort.est = “(intercept)” gecshrieben haben, werden die Kantone direkt nach dem Intercept sortiert
und wir können ablesen, welcher der rechteste und der linkeste Kanton sind.

Vorausgesagte Werte berechnen in R

In diesem Beispiel möchten wir den vorausgesagten Wert auf der Links Rechts Achse einer 23 Jährigen
Zürcherin berechnen.

Dazu verwenden wir die Formel: beta0j + beta1 ∗ age + beta2 ∗ female

wobei: β0j = γ00 + alphaj

• γ00 (gamma) ist der Overall Intercept

Also als gesamte Formel: (γ00 + αj) + β1 ∗ age + β2 ∗ female

Eingesetzt von unserem Beispiel: γ00 + αZH + β1 ∗ 23 + β2 ∗ 1
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Um die Fixed Effects zu erhalten und somit die Intercepts geben wir folgendes in R ein:

fixef(model)

## (Intercept) age genderfemale
## 4.99724850 0.01534885 -0.65171707

Somit erhaltn wir den Intercept zurück.

Setzen wir das in die Formel ein, erhalten wir:

5 + (−0.325) + 0.015 ∗ 23 + (−0.652)

5 + (-0.325) + 0.015 * 23 + (-0.652)

## [1] 4.368

Das können wir auch direkt aus den Modellen berechnen:

fixef(model)[1] + ranef(model)[[1]][1,] +
fixef(model)[2] * 23 + fixef(model)[3]

## (Intercept)
## 4.373564

Wir erhalten ca. die gleichen Werte um ~4.4.

Die Tatsächlichen Werte Berechnet man wie folgt:
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Übung 4 Lese den Datensatz ESS9e03_1.dta ein. Schätze eine random Intercept Modell mit der Zufrieden-
heit mit der Regierung als abhängige Variable (stfgov) und als unabhängige Variablen die Zufriedenheit mit
dem Leben an sich (stflife) und mit der Wirtschaft (stfeco). Kontrolliere zudem auf das Alter (agea). Ver-
wende als Level 2 das Land (cntry). Stelle den Output in einer Regressionstabelle dar. Welcher Effekt ist
stärker, Zufriedenheit mit dem Leben oder mit der Wirtschaft?

## Übung 4
df_ess = foreign::read.dta("ESS9e03_1.dta")

model = lmer(as.numeric(stfgov) ~ as.numeric(stflife) + as.numeric(stfeco) + agea + (1 | cntry), data = df_ess)
summary(model)

## Linear mixed model fit by REML [’lmerMod’]
## Formula: as.numeric(stfgov) ~ as.numeric(stflife) + as.numeric(stfeco) +
## agea + (1 | cntry)
## Data: df_ess
##
## REML criterion at convergence: 192991.7
##
## Scaled residuals:
## Min 1Q Median 3Q Max
## -4.4371 -0.5780 0.0512 0.6371 5.0670
##
## Random effects:
## Groups Name Variance Std.Dev.
## cntry (Intercept) 0.1955 0.4421
## Residual 3.6504 1.9106
## Number of obs: 46660, groups: cntry, 29
##
## Fixed effects:
## Estimate Std. Error t value
## (Intercept) 0.9593084 0.0951516 10.082
## as.numeric(stflife) 0.0349119 0.0047134 7.407
## as.numeric(stfeco) 0.6454436 0.0045551 141.696
## agea 0.0038882 0.0004861 7.999
##
## Correlation of Fixed Effects:
## (Intr) as.nmrc(stfl) as.nmrc(stfc)
## as.nmrc(stfl) -0.311
## as.nmrc(stfc) -0.150 -0.368
## agea -0.289 0.069 0.001

Die Zufriedenheit ist bei der Wirtschaft grösser, da wir die Fixed Effects anschauen und das Beta bei stfeco
grösser ist.

Übung 5 Stelle die random Intercepts grafisch dar. In welchem Land ist die Zufriedenheit mit der
Regierung besonders hoch, in welchem besonders tief?

## Übung 5
library(sjPlot)
library(tidyverse)
library(glmmTMB)
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plot_model(model, type = "re", sort.est = "(Intercept)") +
theme_minimal()
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Random effects

Bei Italien ist die Zufriedenheit am höhsten, bei Deutschland am tiefsten.

Übung 6 Berechne den vorausgesagten Wert für die Regierungszufriedenheit für eine:n 28 Schweizer:in
mit sehr hoher Zufriedenheit mit dem Leben (10) und einer mittleren Zufriedenheit mit der Wirtschaft (5).

fixef(model) %*% c(1, 10, 5, 28) + ranef(model)$cntry["CH",]

## [,1]
## [1,] 5.432585

Übung 7 Berechne die durchschnittliche Zufriedenheit mit der Regierung für eine:n 25-Jährige:n mit einer
eher tiefen Zufriedenheit mit dem Leben (3) und einer sehr tiefen Zufriedenheit mit der Wirtschaft (0).

fixef(model) %*% c(1, 3, 0, 25)

## [,1]
## [1,] 1.161248
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Woche 11

1. Unterschiedliche Datentypen

Video Unterschiedliche Datentypen

Einfall Daten

Diesen Art von Daten finden wir, wenn nur ein Fall vorliegt. Zum Beispiel wenn wir ein Ereignis untersuchen
oder eine Ein-Land Studie machen.

Zum Beispiel könnte man Tschernobyl untersuchen, diesen Unfall gab es genau ein mal und er ist nicht gut
vergleichbar.

Querschnittsdaten

Querschnittsdaten sind Daten, bei denen zu einem Zeitpunkt mehrere Daten vorhanden sind.

Beispielsweie bei einer Nachwahlbefragung wie Selects. In diesem Beispiel gibt es einen Querschnitt über
mehrere Individuen und nur zu einem Zeitpunkt.

Corona Zahlen von allen Ländern im Jahr 2020 wären ein weiteres gutes Beispiel.

Zeitreihendaten

In Zeitreihendaten gibt es einen Fall aber über mehrere Zeitpunkte.

Die Messpunkte wären hier dann t=1, 2, 3, . . . , T.

Diese Messpunkte haben eine natürliche Ordnung. Diese Daten können theoretisch auch Daten sein die eine
natürliche Ordnung haben, aber nicht die Zeit sondern eine ander Form der Ordnung.

Kumulative Querschnittsdaten

Kumulative Querschnittsdaten sind Daten, die mehrfach erhoben wurden.

Beispielsweise vor einer Abstimmung zu drei verschiedenen Zeitpunkten und jeweils mit anderen Umfrageteil-
nehmer.

Die Teilnehmer werden nicht miteinander verknüpft, man wüsste also auch nicht, ob man die gleichen
mehrmals befragt.

Paneldaten

Paneldaten sind ähnlich wie kumulierte Querschnittsdaten auch zu mehreren Zeitpunkten mit mehreren
Individuen gemessen.

Der Unterschied besteht darin, das wir die gleichen Individuen zu den verschiedenen Zeitpunkten befragen.

115

https://youtu.be/GfbyaFYtM7A


Übung 1 Das Forschungsinstitut LeeWas macht vor einer eidgenössischen Abstimmung drei Umfragen,
die jeweils einige Wochen auseinander liegen. Jede Person kann bei den Umfragen mitmachen. Die Links
werden über die Newsportale von Tamedia verbreitet.

• Daten einer einzigen Beobachtung

• Querschnittsdaten

• Reine Zeitreihendaten

• Kumulierte Querschnittsdaten

• Paneldaten

Übung 2 Die Voto-Studie: Das ZDA macht nach einer Abstimmung eine Umfrage, um mehr über die
Gründe einer Abstimmung zu erfahren. Es wird eine repräsentative Umfrage mit 1000 Personen durchgeführt.

• Daten einer einzigen Beobachtung

• Querschnittsdaten

• Reine Zeitreihendaten

• Kumulierte Querschnittsdaten

• Paneldaten

Übung 3 SELECTS hat eine Vorwahlbefragung vor den Nationalratswahlen durchgeführt. Dabei haben
rund 25’000 Personen an drei verschiedenen Zeitpunkten eine Onlineumfrage ausgefüllt.

• Daten einer einzigen Beobachtung

• Querschnittsdaten

• Reine Zeitreihendaten

• Kumulierte Querschnittsdaten

• Paneldaten

Übung 4 Ein Doktorand hat in seiner Doktorarbeit das Tian’anmen-Massaker untersucht und seinen
Einfluss auf die (nicht) Demokratisierung von China.

• Daten einer einzigen Beobachtung

• Querschnittsdaten

• Reine Zeitreihendaten

• Kumulierte Querschnittsdaten

• Paneldaten
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Übung 5 Das Bundesamt für Statistik erhebt die monatlichen Arbeitslosenzahlen der Schweiz. Die Daten
können von ihrer Webseite heruntergeladen werden.

• Daten einer einzigen Beobachtung

• Querschnittsdaten

• Reine Zeitreihendaten

• Kumulierte Querschnittsdaten

• Paneldaten
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2. Autokorrelation

Video Autokorrelation

Was ist Autokorrelation

Autokorrelation ist eine Annahme der linearen Regression und zwar dass die Fehlerterme nicht miteinander
Korrelieren.
Wird dieses Kriterium verletzt, ist das nicht gravierend, denn OLS ist bei der Verletzung immernoch er-
wartungstreu. Jedoch ist das OLS dann nicht mehr Effizient.

• Autokorrelation: Korrelation der Fehler

• bei Verletzung ist die OLS nicht effizient (falsche Hypothesentests)

– Die Standardfehler sind falsch -> dadurch auch die Hypothesentests
– Die Betas sind aber immernoch Korrekt bei Autokorrelation

• Autokorrelation ist häufig bei Zeitreihendaten der Fall

Autoregressiver Prozess

Ein Autoregressiver Prozess der ersten Ordnung, also wo jeweils ein Fehlerterm mit demjenigen der Vorpe-
riode kontrolliert ist:
ϵt = ρϵt−1 + vt

ρ ist der Autokorrelationskoeffizient
Dies gibt es nicht nur in der ersten Ordnung, sondern es kann in beliebig viele Ordnungen eingeteilt werden:
ϵt = ρ1ϵt−1 + ρ2ϵt−1 + ... + ρkϵt−k + vt

Diese Formel heisst, das bei einer Autokorrelation der k-ten Ordnung jeder Fehlerterm mit den k-ten Vor-
perioden korreliert.

Stationaritätsannahme Der Autokorrelationskoeffizient unterliegt der Stationaritätsannahme.

• ρϵ(−1, 1)

• stellt sicher, dass Auswirkungen über die Zeit abnehmen

– wäre diese Annahme verletzt, dann würden die Störterme immer grösser werden, was für die
meisten Fälle nicht beobachtet wird

Wir nehmen an, dass dieser Wert zwischen -1 und 1 liegt.

Autokorrelation Identifizieren (Durbin Watson Test)

1. Es darf keine Unterspezifikation geben

• sons würde der Test sagen es gibt autokorrelation obwohl es eine Unterspezifikation ist

2. Durbin Watson Test

• Es wird ein Autoregressiver Prozess der ersten Ordnung angenommen

• Ist der Koeffizient ρ null, herrscht keine Autokorrelation
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d =
∑T

t=2(ϵt − ϵt−1)2∑T
t=1 ϵ2

t

Durbin und Watson haben herausgefunden, dass dabei eine Annäherung gilt und zwar das d ungefähr das
doppelte von 1− dem geschätzten ρ.
So wäre bei einem Testwert von 2 keine Autokorrelation vorhanden. Dieses d geht von 0 bis 4.
Diesen Test können wir in R durchführen:

### Autokorrelation
library(haven)
library(tidyverse)
df_votes = read_dta("aggregat2.dta")
model = lm(acceptpo ~ swjalager + srf2ja, data = df_votes)

Daten einlesen

library(lmtest)
dwtest(model)

##
## Durbin-Watson test
##
## data: model
## DW = 1.8072, p-value = 0.1697
## alternative hypothesis: true autocorrelation is greater than 0

Bei diesem Test wäre die 0-Hypothese dass es keine Autokorrelation gibt.
Da der P wert grösser als 0.05 ist, wird die 0-Hypothese verworfen, daher ist die Stationaritätsannahme nicht
verletzt.
Dementsprechend wäre bei einem signifikanten P Wert Autokorrelation vorhanden.

Wäre der P Wert signifikant, und wir hätten Autokorrelation festgestellt, könnten wir mit dem Sandwich
Test von Newey West korrigieren:

library(sandwich)
r_vcov = NeweyWest(model)
r_se = sqrt(diag(r_vcov))
r_t = coef(model) / r_se
r_p = 2*pnorm(-abs(r_t))
m = cbind(coef(model), r_se, r_t, r_p)
m

## r_se r_t r_p
## (Intercept) -7.8855082 3.86915397 -2.038045 4.154548e-02
## swjalager 0.2544102 0.03056903 8.322482 8.613985e-17
## srf2ja 0.9172121 0.09699634 9.456151 3.194879e-21

Hier bekommen wir dann die korrigierten P Werte ausgespuckt und können diese Interpretieren.
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Übung 6 Schätze das Modell aus Woche 8 (acceptpo ~ nationalrat + swjalager + difficul) und überprüfe,
ob Autokorrelation herrscht. Falls ja, korrigiere es.

df_votes = read_dta("aggregat2.dta")
model = lm(acceptpo ~ nationalrat + swjalager + difficul, data = df_votes)

library(lmtest)
dwtest(model)

##
## Durbin-Watson test
##
## data: model
## DW = 1.6642, p-value = 0.004305
## alternative hypothesis: true autocorrelation is greater than 0

Es liegt Autokorrelation vor, da der P Wert signifikant ist. Daher müssen wir es per Sandwich korrigieren:

library(sandwich)
r_vcov = NeweyWest(model)
r_se = sqrt(diag(r_vcov))
r_t = coef(model) / r_se
r_p = 2*pnorm(-abs(r_t))
m = cbind(coef(model), r_se, r_t, r_p)
m

## r_se r_t r_p
## (Intercept) 23.22032803 2.35098055 9.876869 5.244576e-23
## nationalrat 0.12573719 0.08609398 1.460464 1.441625e-01
## swjalager 0.39993951 0.09309305 4.296126 1.738085e-05
## difficul -0.09120111 0.07101361 -1.284276 1.990452e-01

Hier werden die korrigierten P Werte ausgegeben (siehe: r_p).
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3. Autoregression (AR)

Video Autokregression

Autoregression bei Zeitreihendaten

Bei Zeitreihendaten, also wenn die Reihenfolge der Beobachtungen relevant ist, ist Autokorrealtion die Regel.

So hängt ein Fehler eines Zeitpunktes t mit dem vorhergehenden Zeitpunkten t-1 zusammen. Als Beispiel
könnte man einen Börsencrash nehmen. Dieser hat nicht nur einen Einfluss auf diesen Tag, sondern auch
auf die Tage danach, wobei der Effekt mit zunehmender Zeit schwächer wird.

Modelle

Statistische Modelle: yt = β0 + β1xt + ϵt

• Statische Modelle sind Abhängige Variablen, welche nur zeitgleich auf die Änderungen der unabhängi-
gen Variablen reagieren

• Also ein normales OLS

Dynamische Modelle: yt = β0 + β2xt−1 + β3xt−2 + ... + βp+1xt−pϵt

• Dynamische Modelle sind abhängige Variablen, welche nicht nur zeitgleich auf die Rechnung der un-
abhängigen Variable reagiert (also nicht nur auf t sondern auch auf t − 1 etc)

• Als Beispiel könnte man die Einkommenssteuer nehmen:

– Wird die Einkommenssteuer vor allem bei Geringverdienenden erhöht, verringert sich das verfüg-
bare Nettoeinkommen, was sich auf das Konsumverhalten, die Umsatzzahlen von Unternehmen,
die Steuern, Einkünfte und die Staatsausgaben auswirkt.

– Dieser Effekt erfolgt nicht sofort sondern Zeitverzögert und nimmt mit der Zeit ab
– Wie hoch diese Anzahl Perioden ist, also p in unserem Fall, wird in der Regel theoretisch beant-

wortet

Problem des Dynamischen Modells

Multikollinearität Es besteht Multikollinearität, weil die zeitlichen Werte miteinander korrelieren.

Lösung für Multikollinearität Man kann die x der Vorperiode (x(t−1)) durch die Werte der abhängigen
Variable (y(t − 1)) ersetzen.

Das wäre ein Autoregressives Modell.
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Autoregressives Modell

AR1 : yt = β0 + β1xt + β2yt−1 + ϵt

Dies ist ein Autoregressives Modell der ersten Stufe (AR1)

Wir nehmen also wie im Abschnitt Lösung für Multikollinearität erklärt, die Werte der Abhängigen Variable
anstatt die Werte der unabhängigen Variable.

Es heisst Autoregressiv, weil die Abhängige Variable auf die eigenen vergangenen Werte regressiert wird.

Die AV wird zeitversetzt auch als UV verwendet.

ARk: yt = β0 + β1xt + β2yt−1 + β3yt−2 + ... + βkyt−k + ϵt

Dies ist ein Autoregressives Modell der k-ten Stufe (ARk)

Autoregressive Modelle in R

Zuerst müssen die Daten vorbereitet werden:

df_parteistaerke = readxl::read_excel("parteistaerken_nationalrat.xlsx",
range = "A2:AB27", na = "*")

df_parteistaerke = df_parteistaerke %>%
dplyr::mutate(across(-Partei, as.numeric)) %>%
pivot_longer(-Partei, names_to = "Jahr", values_to = "Staerke") %>%
mutate(

Jahr = as.numeric(substr(Jahr, 1, 4)),
Partei = gsub(" [0-9])","",Partei)

)

## Warning in mask$eval_all_mutate(quo): NAs durch Umwandlung erzeugt

df_parteistaerke = df_parteistaerke %>%
pivot_wider(names_from = "Partei", values_from = "Staerke")

Jetzt können wir ein Autoregressives Modell der ersten Ordnung (AR1) schätzen:

ar1 = lm(FDP ~ lag(FDP), data = df_parteistaerke)
summary(ar1)

##
## Call:
## lm(formula = FDP ~ lag(FDP), data = df_parteistaerke)
##
## Residuals:
## Min 1Q Median 3Q Max
## -2.4833 -0.7113 0.1566 0.8848 2.3098
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 0.55963 1.62704 0.344 0.734
## lag(FDP) 0.95182 0.07114 13.379 1.27e-12 ***
## ---
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## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 1.31 on 24 degrees of freedom
## (1 Beobachtung als fehlend gelöscht)
## Multiple R-squared: 0.8818, Adjusted R-squared: 0.8768
## F-statistic: 179 on 1 and 24 DF, p-value: 1.274e-12

Die Funktion lag heisst das wir die vorherige Periode berechnen wollen (Spatial lag Policy Diffusion)

Zudem sehen wir den Autokorrelationskoeffizienten lag(FDP) welcher mit 0.95 einen starken Effekt zeigt,
also er hängt stark von den Vorwerten ab.

Das ganze können wir auch für die zweite Ordnung berechnen:

ar2 = lm(FDP ~ lag(FDP) + lag(FDP, 2), data = df_parteistaerke)
summary(ar2)

##
## Call:
## lm(formula = FDP ~ lag(FDP) + lag(FDP, 2), data = df_parteistaerke)
##
## Residuals:
## Min 1Q Median 3Q Max
## -2.3949 -0.7147 0.1770 0.7221 2.6368
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 1.0733 1.8092 0.593 0.559
## lag(FDP) 1.1161 0.2128 5.246 2.91e-05 ***
## lag(FDP, 2) -0.1838 0.2124 -0.865 0.396
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 1.343 on 22 degrees of freedom
## (2 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.8707, Adjusted R-squared: 0.859
## F-statistic: 74.1 on 2 and 22 DF, p-value: 1.683e-10

Wir müssen hier lediglich bei lag eine 2 anfügen um für die Vorvorperiode t − 2 zu schätzen.

Hier sehen wir, dass lag(FDP, 2) nicht signifikant ist. Es macht also Sinn die erste Ordnung zu benutzen.

Diese Berechnungen lassen sich auch mit der Funktion Arma machen:

library(tseries)

## Registered S3 method overwritten by ’quantmod’:
## method from
## as.zoo.data.frame zoo

ar1_ = arma(df_parteistaerke$FDP, order = c(1, 0))
ar2_ = arma(df_parteistaerke$FDP, order = c(2, 0))
summary(ar1_)
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##
## Call:
## arma(x = df_parteistaerke$FDP, order = c(1, 0))
##
## Model:
## ARMA(1,0)
##
## Residuals:
## Min 1Q Median 3Q Max
## -2.4834 -0.7114 0.1565 0.8847 2.3097
##
## Coefficient(s):
## Estimate Std. Error t value Pr(>|t|)
## ar1 0.95183 0.06708 14.190 <2e-16 ***
## intercept 0.55957 1.53399 0.365 0.715
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Fit:
## sigma^2 estimated as 1.647, Conditional Sum-of-Squares = 41.18, AIC = 94.1

arma seht für Auto Regression Moving Average. Moving Average bedeutet, das von meheren Werten jeweils
der Mittelwert genommen wird um Ausreisser abzufedern.

Bei order = c(1, 0) steht das 0 dafür, dass wir keine Moving average wollen, denn wir sind nur an der
Autokorrelation interessiert.

Bei dieser Variante bekommen wir die genau gleichen Werte zurück wie bei der ersten (Modell für NUR
AR1).

Wenn wir die Autoregression mit der lm Funktion machen, können wir auch noch ein x hinzufügen:

library(kofdata)

## Lade nötiges Paket: jsonlite

##
## Attache Paket: ’jsonlite’

## Das folgende Objekt ist maskiert ’package:purrr’:
##
## flatten

## Lade nötiges Paket: httr

library(zoo)
kofbarometer = kofdata::get_time_series("kofbarometer")
df_kof = data.frame(time = as.yearmon(time(kofbarometer$kofbarometer)),

kofbarometer = as.matrix(kofbarometer$kofbarometer))

df_kof = df_kof %>% filter(lubridate::month(time) == 9) # nur September (vor Wahlen)
df_kof = df_kof %>% mutate(

time = lubridate::year(time)
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)

df_parteistaerke2 = df_parteistaerke %>%
inner_join(df_kof, by=c("Jahr"="time"))

Datenvorbereitung

ar1_eco = lm(FDP ~ kofbarometer + lag(FDP), data = df_parteistaerke2)
summary(ar1_eco)

##
## Call:
## lm(formula = FDP ~ kofbarometer + lag(FDP), data = df_parteistaerke2)
##
## Residuals:
## 2 3 4 5 6 7 8
## 0.8667 0.9103 -1.3562 -0.9602 -0.1904 1.4488 -0.7189
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 2.13354 5.98967 0.356 0.7397
## kofbarometer 0.01597 0.07340 0.218 0.8384
## lag(FDP) 0.74886 0.27296 2.743 0.0517 .
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 1.322 on 4 degrees of freedom
## (1 Beobachtung als fehlend gelöscht)
## Multiple R-squared: 0.7476, Adjusted R-squared: 0.6214
## F-statistic: 5.925 on 2 and 4 DF, p-value: 0.06369

Hier haben wir nun mit dem lm geschätzt. Es wurde das kofbarometer (Konjunkturbarometer der ETH)
als Variable hinzugefügt, da man sagen könnte, dass wenn es der Wirtschaft gut geht, die FDP, als
Wirtschaftspartei, gewinnt.

Jedoch hat diese Variable wie man sieht keinen signifikanten Einfluss.
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Übung 7 Schätze ein Autoregressives Modell für die Wählerstärke der SP.

df_parteistaerke = readxl::read_excel("parteistaerken_nationalrat.xlsx",
range = "A2:AB27", na = "*")

df_parteistaerke = df_parteistaerke %>%
mutate(across(-Partei, as.numeric)) %>%
pivot_longer(-Partei, names_to = "Jahr", values_to = "Staerke") %>%
mutate(

Jahr = as.numeric(substr(Jahr, 1, 4)),
Partei = gsub(" [0-9])","",Partei)

)

## Warning in mask$eval_all_mutate(quo): NAs durch Umwandlung erzeugt

df_parteistaerke = df_parteistaerke %>%
pivot_wider(names_from = "Partei", values_from = "Staerke")

Datenvorbereitung -> absoluter Pain

ar1 = lm(SP ~ lag(SP), data = df_parteistaerke)
summary(ar1)

##
## Call:
## lm(formula = SP ~ lag(SP), data = df_parteistaerke)
##
## Residuals:
## Min 1Q Median 3Q Max
## -4.2722 -1.2190 -0.0657 1.3424 3.0988
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 1.9165 2.9813 0.643 0.526
## lag(SP) 0.9095 0.1232 7.379 1.28e-07 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 1.973 on 24 degrees of freedom
## (1 Beobachtung als fehlend gelöscht)
## Multiple R-squared: 0.6941, Adjusted R-squared: 0.6813
## F-statistic: 54.45 on 1 and 24 DF, p-value: 1.279e-07

Wie in der Vorlesung gesehen, macht man mit der lm Funktion das Modell und rechnet es mit einem lag für
die SP um die vorherige Zeitperiode t − 1 zu erhalten.

Man sieht hier, dass es einen signifikanten Effekt des Autokorrelationskoeffizienten in Abhängikeit der vor-
liegenden Periode t − 1 besteht.
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Woche 12

1. Kumulative Querschnittsdaten

Video Kumulative Querschnittsdaten

Eigenschaften Kumulative Querschnittsdaten

Mehr Informationen siehe Kapitel Kumulative Querschnittsdaten Woche 11

• Kumulative Querschnittsdaten erlauben keine Trendaussagen auf Individualebene, sondern nur auf
kollektiver Ebene (weil verschiedene Individuen befragt werden)

– Erlauben Aussagen über den Trend anhand des Duchschnitts

• Normale Regression mit Dummy-Variable für die Zeit (als Faktor in R)

– Auch möglich sind Interaktionen zwischen Zeitvariablen und unabhängigen Variablen, wenn wir
davon ausgehen, dass sich eine Variable über die Zeit ändert

Regression von Kumulativen Querschnittsdaten in R

Zuerst muss man die Daten einlesen, in diesem Fall die Kumulativen Selects Daten. Dann bauen wir ein
Modell mit der Links Rechts Achse als AV und dem Alter, Geschlecht und dem Jahr als Faktor (Wie im
vorherigen Kapitel beschrieben). Um das Jahr als Faktor zu bekommen brauchen wir den Befehl as.factor.

Danach noch die Daten und die Gewichte angeben

df_selects = haven::read_dta("495_Selects_CumulativeFile_Data_1971-2019_v2.1.0.dta")
model = lm(lr1 ~ age + sex + as.factor(year), data = df_selects,

weights = weighttot)
summary(model)

##
## Call:
## lm(formula = lr1 ~ age + sex + as.factor(year), data = df_selects,
## weights = weighttot)
##
## Weighted Residuals:
## Min 1Q Median 3Q Max
## -15.1990 -1.1057 -0.1273 1.0571 14.0179
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 4.9028910 0.0746656 65.665 < 2e-16 ***
## age 0.0175765 0.0006529 26.919 < 2e-16 ***
## sex -0.3685894 0.0226331 -16.285 < 2e-16 ***
## as.factor(year)1975 -0.1269278 0.0981143 -1.294 0.195787
## as.factor(year)1979 -0.2812973 0.1062123 -2.648 0.008090 **
## as.factor(year)1987 -0.5444012 0.1024111 -5.316 1.07e-07 ***
## as.factor(year)1991 -0.4121060 0.1032446 -3.992 6.58e-05 ***
## as.factor(year)1995 -0.2532563 0.0731836 -3.461 0.000540 ***
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## as.factor(year)1999 -0.2696265 0.0791956 -3.405 0.000663 ***
## as.factor(year)2003 -0.4550451 0.0742537 -6.128 8.97e-10 ***
## as.factor(year)2007 -0.2975325 0.0763401 -3.897 9.74e-05 ***
## as.factor(year)2011 -0.2958391 0.0756893 -3.909 9.30e-05 ***
## as.factor(year)2015 -0.1038331 0.0749929 -1.385 0.166191
## as.factor(year)2019 -0.1078045 0.0733954 -1.469 0.141890
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 2.207 on 38847 degrees of freedom
## (4808 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.02844, Adjusted R-squared: 0.02812
## F-statistic: 87.49 on 13 and 38847 DF, p-value: < 2.2e-16

In diesem Output sieht man, dass auf die jeweiligen Jahre kontrolliert wird. Geschlecht und Alter sind
signifikant, Frauen sind Grundsätzlich Linker und ältere Menschen wählen eher Rechts.

Was heisst eigentlich “Kontrolliert”?

In diesem Regressionsmodell wird die Variable “year” (Jahr) als Prädiktorvariable eingeschlossen, d.h. eine
Variable, die möglicherweise eine Auswirkung auf die Antwortvariable “lr1” hat. Das Modell berücksichtigt
den Effekt von “year”, indem es als Prädiktor eingeschlossen wird und die Beziehung zwischen “year” und
“lr1” schätzt, während die anderen Prädiktorvariablen konstant gehalten werden. Dies ermöglicht es dem
Modell, den einzigartigen Effekt von “year” auf “lr1” zu bestimmen, unabhängig von den anderen Prädiktoren
im Modell.

Der Begriff “kontrollieren für” bezieht sich auf die Idee, die Werte bestimmter Variablen konstant zu halten,
um den Effekt einer Variable auf eine andere zu schätzen. In diesem Fall kontrolliert das Modell den Effekt
von “year”, indem es die Beziehung zwischen “year” und “lr1” schätzt, während die Werte der anderen
Prädiktorvariablen (“age” und “sex”) konstant gehalten werden. Dies ermöglicht es dem Modell, den Effekt
von “year” auf “lr1” zu isolieren und zu verstehen, wie es mit der Antwort zusammenhängt, unabhängig von
den anderen Prädiktorvariablen.

Diese Effekte können wir uns auch noch in einer Interaktion anschauen:

model = lm(lr1 ~ age * as.factor(year) + sex , data = df_selects,
weights = weighttot)

summary(model)

##
## Call:
## lm(formula = lr1 ~ age * as.factor(year) + sex, data = df_selects,
## weights = weighttot)
##
## Weighted Residuals:
## Min 1Q Median 3Q Max
## -15.245 -1.105 -0.131 1.052 14.105
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 5.374915 0.205476 26.158 < 2e-16 ***
## age 0.007360 0.004206 1.750 0.08018 .
## as.factor(year)1975 -0.772549 0.290238 -2.662 0.00778 **
## as.factor(year)1979 -0.407293 0.324046 -1.257 0.20880
## as.factor(year)1987 -0.984672 0.300061 -3.282 0.00103 **
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## as.factor(year)1991 -0.678606 0.296136 -2.292 0.02194 *
## as.factor(year)1995 -1.073823 0.219565 -4.891 1.01e-06 ***
## as.factor(year)1999 -0.945257 0.237649 -3.978 6.98e-05 ***
## as.factor(year)2003 -1.006282 0.224493 -4.482 7.40e-06 ***
## as.factor(year)2007 -0.638634 0.230269 -2.773 0.00555 **
## as.factor(year)2011 -0.513765 0.227355 -2.260 0.02384 *
## as.factor(year)2015 -0.313368 0.224484 -1.396 0.16274
## as.factor(year)2019 -0.652625 0.222094 -2.939 0.00330 **
## sex -0.371704 0.022636 -16.421 < 2e-16 ***
## age:as.factor(year)1975 0.014076 0.005975 2.356 0.01850 *
## age:as.factor(year)1979 0.002382 0.006839 0.348 0.72763
## age:as.factor(year)1987 0.009555 0.006155 1.553 0.12054
## age:as.factor(year)1991 0.005621 0.006143 0.915 0.36013
## age:as.factor(year)1995 0.018243 0.004526 4.031 5.57e-05 ***
## age:as.factor(year)1999 0.014623 0.004850 3.015 0.00257 **
## age:as.factor(year)2003 0.011871 0.004557 2.605 0.00918 **
## age:as.factor(year)2007 0.007655 0.004636 1.651 0.09869 .
## age:as.factor(year)2011 0.004973 0.004618 1.077 0.28150
## age:as.factor(year)2015 0.004779 0.004564 1.047 0.29505
## age:as.factor(year)2019 0.011706 0.004501 2.601 0.00930 **
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 2.206 on 38836 degrees of freedom
## (4808 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.02986, Adjusted R-squared: 0.02926
## F-statistic: 49.81 on 24 and 38836 DF, p-value: < 2.2e-16

Hier haben wir das Alter mit dem Jahr interagiert. Wir sehen, dass in gewissen Jahren der Unterschied im
Alter anderst ist als bei anderen Jahren. Dies sieht man daran, dass es unterschiedliche Signifikanzen bei
unterschiedlichen Niveaus gibt.

Zudem ist das Alter nurnoch bei einem α Wert von 0.1 signifikant.

Das Geschlecht bleibt signifikant.

Übung 1 Schätze ein Modell mit dem kumulierten SELECTS Datenset. Nimm als abhängige Variable
pp12c (nationale Participation), davor musst du 2 (=“other”) zu NA recodieren. Nimmt als unabhängige
Variable die links-rechts Selbstpositionierung (lr1) inkl. quadratische Version, um auf extreme Positionen zu
testen. Interpretiere das Ergebnis.

library(tidyverse)
df_selects = haven::read_dta("495_Selects_CumulativeFile_Data_1971-2019_v2.1.0.dta") %>%

mutate(
pp12c = ifelse(pp12c > 1, NA, pp12c)

)
model = lm(pp12c ~ lr1 + I(lr1ˆ2) + as.factor(year), data = df_selects,

weights = weighttot)
summary(model)

##
## Call:
## lm(formula = pp12c ~ lr1 + I(lr1^2) + as.factor(year), data = df_selects,
## weights = weighttot)
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##
## Weighted Residuals:
## Min 1Q Median 3Q Max
## -1.8905 -0.0776 0.1062 0.2325 1.0410
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 0.737271 0.012605 58.491 < 2e-16 ***
## lr1 -0.026271 0.002583 -10.170 < 2e-16 ***
## I(lr1^2) 0.003075 0.000240 12.814 < 2e-16 ***
## as.factor(year)1979 0.047117 0.015972 2.950 0.00318 **
## as.factor(year)1987 -0.067812 0.015435 -4.393 1.12e-05 ***
## as.factor(year)1991 -0.106384 0.015539 -6.846 7.71e-12 ***
## as.factor(year)1995 0.016710 0.011456 1.459 0.14467
## as.factor(year)1999 -0.062904 0.012250 -5.135 2.84e-07 ***
## as.factor(year)2003 -0.057235 0.011569 -4.947 7.56e-07 ***
## as.factor(year)2007 -0.055324 0.011848 -4.669 3.03e-06 ***
## as.factor(year)2011 -0.048296 0.011765 -4.105 4.05e-05 ***
## as.factor(year)2015 -0.012785 0.011706 -1.092 0.27477
## as.factor(year)2019 -0.006273 0.011435 -0.549 0.58330
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Residual standard error: 0.3193 on 36560 degrees of freedom
## (7096 Beobachtungen als fehlend gelöscht)
## Multiple R-squared: 0.0164, Adjusted R-squared: 0.01608
## F-statistic: 50.81 on 12 and 36560 DF, p-value: < 2.2e-16

Zur Interpretation könnte man discrete Changes verwenden, da es sich um eine Quadratische Variable han-
delt:

coef(model)[2:3] %*% c(1, 1) - coef(model)[2:3] %*% c(0, 0) # 0 -> 1

## [,1]
## [1,] -0.02319643

coef(model)[2:3] %*% c(5, 25) - coef(model)[2:3] %*% c(4, 16) # 4 -> 5

## [,1]
## [1,] 0.001402649

coef(model)[2:3] %*% c(10, 100) - coef(model)[2:3] %*% c(9, 81) # 9 -> 10

## [,1]
## [1,] 0.03215149

In diesem Ausdruck werden die Koeffizienten des Modells ausgewählt und in einer Matrixmultiplikation
verwendet. Die Funktion “coef()” gibt die Koeffizienten des Modells zurück. Der Ausdruck “coef(model)[2:3]”
gibt die zweite und dritte Koeffizienten des Modells zurück. Die Koeffizienten werden dann mit verschiedenen
Kombinationen von Zahlen multipliziert, die in der Vektor-Notation als “c(10, 100)” und “c(9, 81)” angegeben
sind.
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Der erste Teil des Ausdrucks, “coef(model)[2:3] %% c(10, 100)”, multipliziert die zweite und dritte Koef-
fizienten des Modells mit den Zahlen 10 und 100. Der zweite Teil des Ausdrucks, “coef(model)[2:3] %% c(9,
81)”, multipliziert die zweite und dritte Koeffizienten des Modells mit den Zahlen 9 und 81. Der gesamte
Ausdruck gibt den Unterschied zwischen den Ergebnissen der beiden Matrixmultiplikationen zurück.
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2. Paneldaten

Video Paneldaten

Was sind Paneldaten

Paneldaten erlauben uns individuelle Trendaussagen zu machen, da wir mehrere Messpunkte von einem
Individuum haben.

Paneldaten enthalten:

• zeitinvariante eindeutige Bezeichnung für jede Einheit

– Damit wir wissen, welche Daten zusammengehören (Bsp Personen ID, Land etc)

• Indikator für die Zeit

– Kann das Jahr, Tag oder Woche sein

• Zeitvariante abhängige Variable

– Eine AV die sich über die Zeit ändert

• Zeitvariante unabhänige Variable

– Einkommen oder Ausbildung, welche sich mit der Zeit ändern können

• Zeitinvariante unabhängige Variable

– Herkunft, wo man geboren wurde, ändert sich nie

Voraussetzungen Paneldaten

Paneldaten müssen im Longformat vorhanden sein. Im Allgemeinen bezieht sich der Begriff “long format”
in der Statistik auf eine bestimmte Art und Weise, Daten in einer Tabelle zu strukturieren.

Im long-Format werden jedes einzelne Messergebnis oder jede Beobachtung in einer eigenen Zeile dargestellt.
Jedes Messergebnis oder jede Beobachtung wird dabei mit einem Identifikator (z.B. einer ID-Nummer oder
einem Datum) und gegebenenfalls weiteren Variablen (z.B. einer Gruppenzuordnung oder einer Messgröße)
verbunden.

Das long-Format ist für Paneldaten geeignet, da es es ermöglicht, dass jedes Messergebnis oder jede Beobach-
tung eindeutig identifiziert werden kann und dass es möglich ist, über mehrere Zeitpunkte hinweg zu verfol-
gen, wie sich die Werte für jede Einheit ändern.

Diese Eigenschaften können für bestimmte Analysezwecke wichtig sein, z.B. wenn es darum geht, Verän-
derungen im Laufe der Zeit zu untersuchen oder wenn es darum geht, die Auswirkungen von Ereignissen
oder Interventionen auf verschiedene Einheiten zu untersuchen.
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Dieses Lonformat bekommt man wie folgt:

pivot_longer(df, selection,
values_to = "name",
names_to = "name")

Die Funktion “pivot_longer()” ist eine Funktion, die dazu verwendet wird, einen Datenrahmen im wide-
Format in das long-Format zu transformieren. Dabei werden Spalten mit mehreren Werten in Zeilen umge-
wandelt, wobei jeder Wert in einer eigenen Zeile dargestellt wird.

• Der erste Argument, “df”, ist der Name des Datenrahmens, der transformiert werden soll.

• Das zweite Argument, “selection”, gibt an, welche Spalten im Datenrahmen transformiert werden
sollen.

• Der Wert “values_to” gibt den Namen der neuen Spalte an, in der die Werte der transformierten
Spalten gespeichert werden.

• Der Wert “names_to” gibt den Namen der neuen Spalte an, in der die Namen der transformierten
Spalten gespeichert werden.

Notation von Paneldaten

• Untersuchungseinheit: i

• Messzeitpunkt: t

• Stichporbenumfang: N (teilweise n)

• Gesamtzahl Zeitpunkte: T

• Beobachtungen: N*T (teilweise N)

Fehlerterm Panelanalyse

• Zeitinvariante Komponente

• Zeitvariante Komponente

Pooling Modell

Das Pooling Modell ist die Einfachste Variante der Panel Analyse.

Es ist ein normales OLS, hat jedoch auch einige Probleme:

• Autokorrelation

– Beobachtungen sind nicht Unabhängig, wenn dieselben Individuen wiederholt befragt werden

• Endogenität

– Wenn wir Unterspezifikation haben oder auch Omitted Variable Bias genannt
– Das heisst, das die Zeitinvariante Komponente des Fehlerterms mit der UV korreliert und wir

falsche Schätzungen erhalten

Nur wenn das Zweite Problem (Endogenität) ausgeschlossen werden kann, dann können wir einen Pooled
Effect oder ein Random Effects Panel Modell rechnen.
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First difference (fd)

Bei First difference eliminieren wir die zeitinvariante Komponente des Fehlerterms, indem wir den vorgehen-
den Zeitpunkt (t − 1) jeweils abziehen.

∆yit = yit − yit−1 = δ0 + ∆xitβ + ∆ϵit

Bei diesem Vorgang können zwei Probleme auftauchen:

1. Wenn die Differenz 0 (oder fast 0) beträgt, ist die Schätzung nicht mehr möglich

2. Wir verlieren ein t (T-1)

Fixed Effects Panel Modell

Das FEPM ist eine Alternative Variante zum first difference Modell.

Bei dem Fixed Effects Modell eliminieren wir die Zeitinvariante Komponente des Fehlerterms mittels Sub-
traktion des Mittelwerts.

yit − yi = β(xit − xi) + (αi − αi) + (ϵit − ϵi), t = 2, ... , T)

αi ist Zeitinvariant, also ändert sich über die Zeit nicht. Deshalb hat sie auch kein t. Deswegen ist αi das
gleiche wie αi und diese beiden Terme werden herausgecancelt.

Zusätzlich fällt β0 weg, wir haben also auch keinen Achsenabschnitt mehr.

Dieses Modell nennt man ein within Modell, welches eine Erklärung über die Zeit auf der Individuellen Ebene
liefert.

Alternative: LSDV Das LSDV (Least Squared Dummy Variable) nimmt für jedes Individuum eine
Dummy Variable in das Modell auf (Die selbe Methode wie bei den fixed Effects bei den Kantonen beim
Multilevel Modell)

Random Effects Panel Modell

Wenn wir Endogenität ausschliessen können, können wir als Alternative das Random Effects Panel
Modell berechnen.

• Das Random Effects Panel Modell ist zu bevorzugen, wenn es keine Endogenität gibt

• Zeitinvariante Fehlerterme sind wie beim Random Intercept Modell

Zusammenfassend

• Wenn keine Endogenität:

– Random Effects oder Pooling

• Mit Endogenität und Varianz eines Individuums nicht kleiner als die Varianz zwischen den Individuen
ist:

– Fixed Effects oder First Difference Modell
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Übung 2 Welche der Folgenden Aussagen sind richtig und welche falsch?

• Random Effects Panel Modelle eignen sich besonders bei Endogenität

• First Difference und Fixed Effects beseitigen beide den zeitvarianten Fehlerterm

• Beim First Difference verlieren wir den ersten Zeitpunkt

• Pooling beseitigt den zeitinvarianten Fehlerterm

Übung 3 Welcheis Modell beschreibt folgendes Formalmodell:

lrit − lri = β(ageit − agei) + (ϵit − ϵi)

• Ein Pooling Modell

• Ein First Difference Modell

• Ein Fixed Effects Modell

• Ein Random Effects Modell

• Keines von diesen
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3. Panel Modell in R

Video Panel Modell in R

Wie können wir die Modell aus Kapitel 2 in R schätzen:

Zuerst Swiss Household Panel Datenset laden und das Package plm laden:

df_shp = readRDS("shp21.Rds")
library(plm)

##
## Attache Paket: ’plm’

## Die folgenden Objekte sind maskiert von ’package:dplyr’:
##
## between, lag, lead

Pooling Modell in R

Um ein Pooling Modell zu rechnen benutzen wir die Funktion plm. Diese Funktion transformiert die Daten
im Hintergrund.

model_pooling = plm(lr_self ~ sex + edyear + political_interest,
data=df_shp, index = c("idpers","year"),
model = "pooling")

summary(model_pooling)

## Pooling Model
##
## Call:
## plm(formula = lr_self ~ sex + edyear + political_interest, data = df_shp,
## model = "pooling", index = c("idpers", "year"))
##
## Unbalanced Panel: n = 21660, T = 1-21, N = 141944
##
## Residuals:
## Min. 1st Qu. Median 3rd Qu. Max.
## -5.65267 -1.23599 0.10113 1.21575 5.79732
##
## Coefficients:
## Estimate Std. Error t-value Pr(>|t|)
## (Intercept) 6.0930674 0.0277932 219.2288 < 2.2e-16 ***
## sexwoman -0.5495897 0.0115145 -47.7302 < 2.2e-16 ***
## edyear -0.0629142 0.0018295 -34.3889 < 2.2e-16 ***
## political_interest -0.0195957 0.0022545 -8.6917 < 2.2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Total Sum of Squares: 649980
## Residual Sum of Squares: 635690
## R-Squared: 0.021988
## Adj. R-Squared: 0.021967
## F-statistic: 1063.72 on 3 and 141940 DF, p-value: < 2.22e-16
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bei der Funktion index = c(“idpers”,“year”) wird die Zeitinvariante Identifikationsvariable (idpers) und
die Zeitvariable (Year) festgelegt.

model = “pooling” nutzt die Methode für das Pooling Modell.
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First Difference in R

model_fd = plm(lr_self ~ sex + edyear + political_interest,
data=df_shp, index = c("idpers","year"),
model = "fd")

summary(model_fd)

## Oneway (individual) effect First-Difference Model
##
## Call:
## plm(formula = lr_self ~ sex + edyear + political_interest, data = df_shp,
## model = "fd", index = c("idpers", "year"))
##
## Unbalanced Panel: n = 21660, T = 1-21, N = 141944
## Observations used in estimation: 120284
##
## Residuals:
## Min. 1st Qu. Median 3rd Qu. Max.
## -10.2846433 -0.9265551 -0.0091909 0.9081734 10.2182548
##
## Coefficients:
## Estimate Std. Error t-value Pr(>|t|)
## (Intercept) 0.0091909 0.0044392 2.0704 0.03842 *
## edyear -0.0099688 0.0060001 -1.6615 0.09663 .
## political_interest 0.0275452 0.0025848 10.6568 < 2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Total Sum of Squares: 276470
## Residual Sum of Squares: 276210
## R-Squared: 0.00096558
## Adj. R-Squared: 0.00094896
## F-statistic: 58.1263 on 2 and 120281 DF, p-value: < 2.22e-16

Der Einzige Unterschied ist hier, dass wir bei model = fd schreiben statt pooling

In diesem Output sieht man, dass sex herausfliegt, da diese herausgecancelt wird im fd modell, da diese
Variable nicht von der Zeit abhängt.

Zudem sieht man ein Paar nützliche Infos wie:

• n = 21660 Befragte (haben wir als N gekennzeichnet)

• T = von 1 - 21 (Gesamamtzahl Zeitpunkte)

• N = 141944 Beobachtete Fälle

• Das Unbalanced Panel sagt uns, dass es NAs drin hat, also nicht alle Personoen in allen Jahren
vorkommen

• Observations used in Estimation ist hier kleiner als die Anzahl Beobachteter Fälle, da der Erste Zeit-
punkt entfernt wurde
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Fixed Effects in R

model_fixed = plm(lr_self ~ sex + edyear + political_interest,
data=df_shp, index = c("idpers","year"),
model = "within")

summary(model_fixed)

## Oneway (individual) effect Within Model
##
## Call:
## plm(formula = lr_self ~ sex + edyear + political_interest, data = df_shp,
## model = "within", index = c("idpers", "year"))
##
## Unbalanced Panel: n = 21660, T = 1-21, N = 141944
##
## Residuals:
## Min. 1st Qu. Median 3rd Qu. Max.
## -8.26630 -0.48014 0.00000 0.49277 9.13277
##
## Coefficients:
## Estimate Std. Error t-value Pr(>|t|)
## edyear -0.00081596 0.00311850 -0.2617 0.7936
## political_interest 0.02648629 0.00254727 10.3979 <2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Total Sum of Squares: 167580
## Residual Sum of Squares: 167430
## R-Squared: 0.00089811
## Adj. R-Squared: -0.17903
## F-statistic: 54.0619 on 2 and 120282 DF, p-value: < 2.22e-16

Auch hier wurde die Variable Sex herausgeschmissen, da diese eine Zeitinvariante Variable ist. Zudem sehen
wir, das es keinen Intercept mehr gibt, da auch β0 entfernt wurde, es gibt also keinen Achsenabschnitt gibt
(hat kein t und wird desahlb entfernt)

In diesem Modell muss man model = within schreiben
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Random Effects in R

model_random = plm(lr_self ~ sex + edyear + political_interest,
data=df_shp, index = c("idpers","year"),
model = "random")

summary(model_random)

## Oneway (individual) effect Random Effect Model
## (Swamy-Arora’s transformation)
##
## Call:
## plm(formula = lr_self ~ sex + edyear + political_interest, data = df_shp,
## model = "random", index = c("idpers", "year"))
##
## Unbalanced Panel: n = 21660, T = 1-21, N = 141944
##
## Effects:
## var std.dev share
## idiosyncratic 1.392 1.180 0.311
## individual 3.079 1.755 0.689
## theta:
## Min. 1st Qu. Median Mean 3rd Qu. Max.
## 0.4420 0.7353 0.8095 0.7731 0.8391 0.8548
##
## Residuals:
## Min. 1st Qu. Median Mean 3rd Qu. Max.
## -7.5725 -0.5543 -0.0007 -0.0049 0.5684 8.5691
##
## Coefficients:
## Estimate Std. Error z-value Pr(>|z|)
## (Intercept) 5.2967947 0.0398719 132.8452 < 2.2e-16 ***
## sexwoman -0.4560115 0.0258109 -17.6674 < 2.2e-16 ***
## edyear -0.0209173 0.0025062 -8.3462 < 2.2e-16 ***
## political_interest 0.0195564 0.0023039 8.4882 < 2.2e-16 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Total Sum of Squares: 230490
## Residual Sum of Squares: 198790
## R-Squared: 0.13765
## Adj. R-Squared: 0.13763
## Chisq: 450.887 on 3 DF, p-value: < 2.22e-16

Hier sehen wir, dass wieder alle Variablen in der Auswertung aufgelistet sind. Zudem wurden hier random
Intercepts gerechnet. Diese könnte man mit der Funktion ranef ausgeben (es sind enorm viele, darum nicht
aufgelistet in diesem dok):

ranef(model_random)

Zudem Brauch man hier model = “random”.
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Between modell in R Kein Prüfungsstoff

Dieses Modell nimmt den Durchschnitt über die Zeit für jedes Individuum. Es ist nur konsistent, wenn die
zeitinvarianten Variablen random Effects sind.

model_between = plm(lr_self ~ sex + edyear + political_interest,
data=df_shp, index = c("idpers","year"),
model = "between")

summary(model_between)

## Oneway (individual) effect Between Model
##
## Call:
## plm(formula = lr_self ~ sex + edyear + political_interest, data = df_shp,
## model = "between", index = c("idpers", "year"))
##
## Unbalanced Panel: n = 21660, T = 1-21, N = 141944
## Observations used in estimation: 21660
##
## Residuals:
## Min. 1st Qu. Median 3rd Qu. Max.
## -5.41633 -1.16437 0.13864 1.13677 5.66058
##
## Coefficients:
## Estimate Std. Error t-value Pr(>|t|)
## (Intercept) 5.7823841 0.0619824 93.2908 <2e-16 ***
## sexwoman -0.4951839 0.0268785 -18.4231 <2e-16 ***
## edyear -0.0503689 0.0043994 -11.4490 <2e-16 ***
## political_interest 0.0046127 0.0054945 0.8395 0.4012
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Total Sum of Squares: 82364
## Residual Sum of Squares: 80712
## R-Squared: 0.020058
## Adj. R-Squared: 0.019922
## F-statistic: 147.754 on 3 and 21656 DF, p-value: < 2.22e-16

Für dieses Modell brauchen wir model = “between”

Wann soll man welches Modell verwenden?

Um zu wissen, ob man ein fixed first difference oder ein random Pooling Modell brauchen sollen müssen wir
testen, ob random Effekte Konsistent sind.

Für das brauchen wir den Hausman Test.

• Testet auf Endogenität

• Besagt, dass Alternativhypothese sagt, dass Endogenität besteht und das Random Effects Modell nicht
Konsistent ist

– Nullhypothese sagt, dass Random Effekte vorliegen
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phtest(model_fixed, model_random)

##
## Hausman Test
##
## data: lr_self ~ sex + edyear + political_interest
## chisq = 138.3, df = 2, p-value < 2.2e-16
## alternative hypothesis: one model is inconsistent

Der P Wert ist signifikant, also kann die Nullhypothese verworfen werden. Daher sollten wir ein fixed Effect
Modell brauchen, da Endogenität besteht.

Würde der P Wert nicht signifikant sein, dann würden wir das random effect Modell brauchen. Dann
könnten wir noch den Breusch Pagan Lagrange Multiplier Test verwenden:

plmtest(model_pooling, type="bp")

##
## Lagrange Multiplier Test - (Breusch-Pagan)
##
## data: lr_self ~ sex + edyear + political_interest
## chisq = 345831, df = 1, p-value < 2.2e-16
## alternative hypothesis: significant effects

Type =“bp”, steht in diesem Fall für Breusch Pagan

• H0 Hypotese besagt, dass es keine Varianz zwischen Eingheiten gibt, also keine Paneleffekte

In diesem Beispiel wird die 0 Hypothese verworfen und der Pooling Test wäre nicht geeignet. Also müssen
wir das random Effects Modell rechnen.

Da aber der Hausaman Test signifikant war, wissen wir, dass wir in diesem beispiel ein fixed
Effect Modell rechnen müssen
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Übung 4 Am Ende des Skript findest du Code, um Daten der Weltbank herunterzuladen. Der Code lädt
dir ein data.frame mit dem BIP pro Kopf und der Lebenserwartung von Frauen bei Geburt. Wir wollen die
Lebenserwartung mit Hilfe des Logarithmierten BIP pro Kopf erklären. Schätze ein random und ein fixed
effects Modell und teste mit dem Hausman Test, welches der beiden besser geeignet ist. Sollte das random
besser sein, vergleiche es noch mit dem Pooling Modell. Sollte das fixed Effects besser sein, schätze ein first
difference Modell, da wir viele Zeitpunkt (T>30) und eher wenige Individuen haben. Interpretiere den Effekt
des Logarithmierten BIP pro Kopf des obsiegenden Modells.

Daten Einlesen:

df_world = WDI::WDI(indicator = c("BIP_pro_Kopf"="NY.GDP.PCAP.CD",
"Lebenserwartung_Frauen"="SP.DYN.LE00.FE.IN"),

start = 1970, end = 2019) %>%
filter(grepl("[A-Z]{2}", iso2c))

library(plm)

Die Modelle aufstellen und mit Hausman Test auf Endogenität testen:

model_random = plm(Lebenserwartung_Frauen ~ log(BIP_pro_Kopf), index = c("country", "year"),
model = "random", data = df_world)

model_fixed = plm(Lebenserwartung_Frauen ~ log(BIP_pro_Kopf), index = c("country", "year"),
model = "within", data = df_world)

phtest(model_fixed, model_random)

##
## Hausman Test
##
## data: Lebenserwartung_Frauen ~ log(BIP_pro_Kopf)
## chisq = 20.806, df = 1, p-value = 5.083e-06
## alternative hypothesis: one model is inconsistent

Wir sehen, dass der P Wert Signifikant ist, und somit Endogenität ein Problem darstellt.

Wie in der Fragestellung gesagt, rechnen wir also ein First Difference Modell.

model_fd = plm(Lebenserwartung_Frauen ~ log(BIP_pro_Kopf), index = c("country", "year"),
model = "fd", data = df_world)

summary(model_fd)

## Oneway (individual) effect First-Difference Model
##
## Call:
## plm(formula = Lebenserwartung_Frauen ~ log(BIP_pro_Kopf), data = df_world,
## model = "fd", index = c("country", "year"))
##
## Unbalanced Panel: n = 233, T = 1-50, N = 9710
## Observations used in estimation: 9477
##
## Residuals:
## Min. 1st Qu. Median 3rd Qu. Max.
## -29.006438 -0.207784 -0.021201 0.200720 25.538106
##
## Coefficients:
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## Estimate Std. Error t-value Pr(>|t|)
## (Intercept) 0.2950481 0.0093551 31.5386 < 2.2e-16 ***
## log(BIP_pro_Kopf) 0.3664801 0.0548004 6.6875 2.398e-11 ***
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## Total Sum of Squares: 7127.1
## Residual Sum of Squares: 7093.6
## R-Squared: 0.004698
## Adj. R-Squared: 0.0045929
## F-statistic: 44.7233 on 1 and 9475 DF, p-value: 2.3976e-11

Erhöht man das BIP pro Kopf um ein Prozent (Logistische Regression rechnet mit Warscheinlichkeiten) in
einem Jahr, dann erhöht sich die Lebenserwartung der Fraeuen um 0.0037 Jahre. Der Effekt ist Statistisch
signifikant.
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Woche 13

1. Binäre Abhängige Variable

Video Binäre AV

Was ist eine Binäre AV

Binär heisst, dass unsere AV nur zwei Ausprägungen hat, also zum Beispiel nur wahr oder falsch, teilgenom-
men oder nicht teilgenommen.

Probleme bei Binärer AV mit normalem OLS

Würden wir eine normale OLS rechenen mit einer binären AV hätten wir mehrere Probleme:

1. Die geschätzten Werte können grösser als 1 sein oder kleiner als 0

• Eigentlich haben wir nur null und 1 als Werte

2. Die Fehlerterme sind nicht Normalverteilt

• Die Standardfehler sind Falsch und wir haben keine Effizienz
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3. Die AV ist nicht Normalverteilt, was eine verletzung von BLUE ist

4. Bei Binärdaten hängt die Varianz vom Durchschnitt ab, welcher in der Regel nicht Konstant ist

• wir haben also Heteroskedastizität (Korrektur mit Robusten Standardfehler)

Schlussfolgerung: Bei Binären Daten ist OLS wenig geeignet.

Lösung: Arbeiten mit kumulierter Verteilung

Wie man hier sieht, gehen die Werte von 0 bis 1.

Eine Kumulierte Verteilung ist eine Verteilung, welche alle Werte bis zu diesen Punkten enthält. Sie steigt
immer an oder fällt immer.

Es wird nie 1 oder null direkt erreicht.

Verteilungen

• Kumulierte Normalverteilung

– Probit Modell

• Logistische Normalverteilung

– Logit Modell
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Ob man das Probit oder Logit Modell benutzt, macht in der Regel nicht so einen Unterschied, sie machen
lediglich einige unterschiedliche Annahmen bei der Fehlerverteilung, führen aber so gut wie immer zu fast
identischen Ergebnissen.

Jedoch hat die Logistische Funktion einige Vorteile gegenüber der Probit Funktion, beispielsweise dass man
mehr möglichkeiten bei der Interpretation hat.

Die Logistische Verteilung ist relativ ähnlich wie die Normalverteilung. Sie hat eine ganz leicht andere Kurve,
ist aber auch symmetrisch und der Durchschnitt ist auch gleich dem median.

Das logistische Formalmodell

Das logistische Formal Modell: P (yi = 1) = eβ0+β1x1i+β2x2i+...

1+eβ0+β1x1i+β2x2i+...

P (yi = 1) heisst, die Warscheinlichkeit, das yi = 1 ist.

Herleitung logistisches Formalmodell

Das Logistische Modell geht vom Prinzip der Chancen (Odds) aus:

Odds(y1/0) = P (yi=1)
1−P (yi=1) = P (yi=1)

P (yi=0)

Diese Annhame kann man nun in Logits transformieren:

logit(y1/0) = ln(Odds(y1/0)) = ln( P (yi=1)
1−P (yi=1)

Da an die Logit Modell nicht direkt interpretieren kann, werden sie in Odds Ratio umgewandelt.

odds(y1/0)eβ0+β1x1i+...

Die Warscheinlichkeit kann man durch Umwandlung einfach darstellen:

p = e
1+e

Wobei p = P (yi = 1) und e = eβ0+β1x1i+...

Wie man diese Scheisse umformt ist egal.

Die Regressionsgleichung bei einer Logistischen Regresion wäre dem folgend: Logit(y1/0) =
β0 + β1x1i + ϵi

Übung 1 Welche der folgenden Aussagen sind richtig und welche falsch?

• Eine binäre AV führt zu Heteroskedastizität bei OLS

• OLS führt bei binären AV zu Werten ausserhalb der logischen Bandbreite

• Bei einem OLS mit einer Binären AV sind die Fehlerterme normalverteilt

• Die Regressionsgleichung einer logistischen Regression ist: Logit(y1/0) = β0 + β1x1i + ϵi
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2. Logistische Regression in R schätzen

Video Logistische Regression in R

Daten Einlesen:

library(tidyverse)
library(haven)
df_voto = read_sav("1225_VOTO13_Data_SPSS_v1.0.1.sav",
encoding = "utf-8") %>%

as_factor() %>%
mutate(

age = 2020 - birthyear,
part = relevel(part, ref="2 did not participate")

) %>%
dplyr::select(participation = part, polint, age, sex, w_design)

Um eine Logistische Regression zu schätzen, können wir die Funktion glm (Generalized Linear Model) ver-
wenden.

Diese Funktion skaliert die Daten auf eine andere Skala und rechnet danach eine lineare Regression und gibt
uns diese in der entsprechenden Skala zurück.

Diese Skala könnte Logit oder Probit sein.
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Logit Regression:

model_logit = glm(participation ~ polint + age + sex,
data = df_voto, family = binomial,
weights = w_design)

## Warning in eval(family$initialize): non-integer #successes in a binomial glm!

Hier machen wir eine normale Regressionsgleichung wie wir sie kennen, müssen jedoch noch family als
binomial angeben, sonst wird eine lineare regression gerechnet.

Die Warnmeldung können wir Ignorieren.

Die Summary dieser Regression:

summary(model_logit)

##
## Call:
## glm(formula = participation ~ polint + age + sex, family = binomial,
## data = df_voto, weights = w_design)
##
## Deviance Residuals:
## Min 1Q Median 3Q Max
## -3.2389 0.2027 0.3821 0.5113 1.9081
##
## Coefficients:
## Estimate Std. Error z value Pr(>|z|)
## (Intercept) 1.736495 0.339559 5.114 3.15e-07 ***
## polint2 rather interested -0.702522 0.280699 -2.503 0.0123 *
## polint3 rather not interested -2.507479 0.284814 -8.804 < 2e-16 ***
## polint4 not at all interested -3.306278 0.357043 -9.260 < 2e-16 ***
## polint8 don’t know -3.295976 1.384720 -2.380 0.0173 *
## age 0.022240 0.004108 5.414 6.18e-08 ***
## sex2 woman 0.120802 0.158664 0.761 0.4464
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## (Dispersion parameter for binomial family taken to be 1)
##
## Null deviance: 1354.3 on 1512 degrees of freedom
## Residual deviance: 1099.9 on 1506 degrees of freedom
## AIC: 883.08
##
## Number of Fisher Scoring iterations: 5

Der Output ist nun auf der Logit Skala, also können wir ihn nicht direkt interpretieren. Die Signifikanzen
und ob die Effekte Positiv oder negativ sind können wir ablesen, mehr nicht.
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Probit Regression:

model_probit = glm(participation ~ polint + age + sex,
data = df_voto, family = binomial(link=probit),
weights = w_design)

## Warning in eval(family$initialize): non-integer #successes in a binomial glm!

summary(model_probit)

##
## Call:
## glm(formula = participation ~ polint + age + sex, family = binomial(link = probit),
## data = df_voto, weights = w_design)
##
## Deviance Residuals:
## Min 1Q Median 3Q Max
## -3.3261 0.2030 0.3776 0.5166 1.8730
##
## Coefficients:
## Estimate Std. Error z value Pr(>|z|)
## (Intercept) 0.954051 0.172205 5.540 3.02e-08 ***
## polint2 rather interested -0.325391 0.131954 -2.466 0.0137 *
## polint3 rather not interested -1.358974 0.140701 -9.659 < 2e-16 ***
## polint4 not at all interested -1.847393 0.193923 -9.526 < 2e-16 ***
## polint8 don’t know -1.830644 0.836135 -2.189 0.0286 *
## age 0.012444 0.002264 5.496 3.88e-08 ***
## sex2 woman 0.065486 0.087032 0.752 0.4518
## ---
## Signif. codes: 0 ’***’ 0.001 ’**’ 0.01 ’*’ 0.05 ’.’ 0.1 ’ ’ 1
##
## (Dispersion parameter for binomial family taken to be 1)
##
## Null deviance: 1354.3 on 1512 degrees of freedom
## Residual deviance: 1099.2 on 1506 degrees of freedom
## AIC: 882.45
##
## Number of Fisher Scoring iterations: 5

Das einzige, was wir hier ändern ist, dass wir noch (link=probit) eingeben müssen, da logit die Standardoption
ist.

Um die beiden Modell zu vergleichen können wir Screenreg brauchen:

texreg::screenreg(list(model_logit, model_probit),
custom.model.names = c("Logit", "Probit"))

##
## =======================================================
## Logit Probit
## -------------------------------------------------------
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## (Intercept) 1.74 *** 0.95 ***
## (0.34) (0.17)
## polint2 rather interested -0.70 * -0.33 *
## (0.28) (0.13)
## polint3 rather not interested -2.51 *** -1.36 ***
## (0.28) (0.14)
## polint4 not at all interested -3.31 *** -1.85 ***
## (0.36) (0.19)
## polint8 don’t know -3.30 * -1.83 *
## (1.38) (0.84)
## age 0.02 *** 0.01 ***
## (0.00) (0.00)
## sex2 woman 0.12 0.07
## (0.16) (0.09)
## -------------------------------------------------------
## AIC 883.08 882.45
## BIC 920.33 919.71
## Log Likelihood -434.54 -434.23
## Deviance 1099.85 1099.18
## Num. obs. 1513 1513
## =======================================================
## *** p < 0.001; ** p < 0.01; * p < 0.05

Wie wir sehen, sind die Signifikanzen überall gleich. Die Koeffizienten sind jedoch unterschiedlich, da sie auf
unterschiedlichen Skalen berechnet wurden. Würde man sie in die Warscheinlichkeiten umrechnen, wären
sie jedoch wieder mehr oder weniger gleich.
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Interpretation Logit Modell: Odds Ratio

Um das Logit Modell interpretieren zu können müssen wir uns die Odds Ratios ausgeben lassen:

exp(coef(model_logit))

## (Intercept) polint2 rather interested
## 5.67741047 0.49533443
## polint3 rather not interested polint4 not at all interested
## 0.08147339 0.03665234
## polint8 don’t know age
## 0.03703187 1.02248897
## sex2 woman
## 1.12840122

Der Code lässt sich direkt wieder mit der Formel des vorherigen Kapitels abgleichen: eβ0+β1x1i+...

Wir nehmen ja die Koeffizienten in den Exponenten von e.

Diese Odds Ratios sagen uns, in welchem Verhältnis sich die AV ändert, wenn sich die UV verändert.

Am Beispiel Age würde das bedeuten: Wenn sich das Alter um eine Einheit erhöht, dann multipliziert sich
die Warscheinlichkeit der Teilnahme um 1.02248897.

Was das für uns bedeutet, ist, dass die Warscheinlichkeit um ~2.25% zunimmt, Teilzunehmen wenn das Alter
ein Jahr höher ist.

Dies lässt sich einfach gesagt so erläutern:

Wir haben den Wert 1.02248897. Wenn wir jetzt 1 abziehen von diesem Wert erhalten wir:
1 − 1.02248897 = .02248897 Diesen Wert können wir nun mit 100 Multiplizieren um die Prozentuale
Veränderung der Warscheinlichkeit zu erhalten: 0.02248897 ∗ 100 = 2.248897.

Schauen wir uns dies bei einem Ergebnis unter 1 (rather not interestet) an erhalten wir: (1 − 0.08147339) ∗
100 − 100 = −8.147339 Wir rechnen −100, weil wir die negative Veränderung wissen wollen.

man muss die Werte jedoch nicht so rechnen, da man sie direkt aus dem Output ablesen kann.

Logit Modell Interpretieren: Vorausgesagte Warscheinlichkeiten

In diesem beispiel berechnen wir für eine Person, welche sehr interessiert ist, 23 Jahre alt und männlich.

yhat = c(1, 0, 0, 0, 0, 23, 0) %*% coef(model_logit)
p = exp(yhat) / (1 + exp(yhat))
p

## [,1]
## [1,] 0.9044788

Für den ersten Koeffizienten setzen wir immer eine 1 ein, da es sich um den Intercept handelt. Da wir uns
nur für eine 23 Jährige Person interessieren, setzen wir nur an der 6. Stelle eine 23 und an der letzten Stelle
eine 0, da es keine Weibliche Person ist sonder Männlich. Die Variable sehr interessiert ist in diesem Fall
die Referenzkategorie.

Wir sehen, dass eine Person mit diesem Kriterium eine Warscheinlichkeit von etwa 90% hat, teilzunehmen.

Wenn wir das gleiche Beispiel machen für eine eher interessierte 23 Jährige Männliche Person, erhalten wir
folgendes:
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yhat2 = c(1, 1, 0, 0, 0, 23, 0) %*% coef(model_logit)
p2 = exp(yhat2) / (1 + exp(yhat2))
p2

## [,1]
## [1,] 0.8242612

Diese Person hat eine Warscheinlichkeit von eta 82% Teilzunehmen.

Discrete Changes

p2 - p

## [,1]
## [1,] -0.08021759

Wir bilden die Differenz der beiden Werte. Dieser Wert bedeutet, dass eine Person, welche 23, Männlich ist
und eher interessiert ist hat eine um -8%-Punkte Kleinere Warscheinlichkeit Teilzunehmen als eine Person,
welche 23, Männlich und sehr interessiert ist.

Hier geht es im Gegensatz zu den Odds Ratios nicht um % sonder um %Punkte.

Übung 2 Der Datensatz 1225_VOTO13_Data_SPSS_v1.0.1.sav enthält eine Variable vote_5, welche den
Stim- mentscheid der Teilnehmer:in enthält zur Abstimmung über den Kauf neuer Kampfjets. Recodiere
die Variable so, dass alle, welche nicht ja oder nein gestimmt haben, als NA codiert sind. Schätze dann eine
logistische Regression und verwende als unabhängige Variable das Alter (umcodierung von birthyear), das
Geschlecht (sex) und Bildung (educ). Vergiss nicht, Gewichte in die Abstimmung reinzunehmen. Was ist
der Odds Ratio von Frauen zu Männern? Interpretiere ihn. Ist der Unterschied signifikant?

Diese übung ist scheisse und braucht zu viel platz fuck that
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3. Konfidenzintervalle in R berechnen: Simulation und Bootstrap

Video Konfidenzintervalle in R

Es gibt zwei möglichkeiten für die Vorausgesagten Wahrscheinlichkeiten die Konfidenzintervalle zu berechnen.

Für diese berechnungen brauchen wir das modell des vorherigen Kapitels

model_logit = glm(participation ~ polint + age + sex,
data = df_voto, family = binomial,
weights = w_design)

## Warning in eval(family$initialize): non-integer #successes in a binomial glm!

Methode 1: Simulieren

Die Simulation geht davon aus, dass die Fehler Asymptotisch normalverteilt sind. Man sollte für eine
Simulation relativ viele Fälle haben, da es bei zu wenigen Fällen nur Asymptotisch Normalverteilt wäre.

Für das ziehen wir von unseren Fällen 1000 oder mehr Betas aus der Multivariaten Normalverteilung und
speichern diese als unsere sim_betas:

library(MASS)
sim_betas = mvrnorm(1000, coef(model_logit), vcov(model_logit))

Eine Multivariate Normalverteilung ist wie eine Normalverteilung aber einfach über mehrere Variablen. Jeh
nachdem wie diese Variablen miteinander Korrelieren, sieht die mvrnorm anderst aus.

Als nächstes Berechnen wir ŷ, welches sich auf der Logit Skala befindet.

yhat = sim_betas %*% c(1, 0, 0, 0, 0, 23, 0)

Dafür nehmen wir die sim_betas, welche eine Matrix sind und bilden das Skalarprodukt mit dem Vektor,
welchen wir im obigen Kapitel gemacht haben.

Das Ergebnis ist ein weiterer Vektor mit den 1000 gezogenen ŷ.

Nun können wir die Warscheinlichkeiten für jeden Wert berechnen, was uns dann die 1000 Ps gibt.

p = exp(yhat) / (1 + exp(yhat))

Durch dass wir diese Verteilung der Warscheinlichkeiten haben können wir uns den Mittelwert ausgeben
lassen (wir könnten auch den Median ausgeben lassen, da dieser in der Normalverteilung gleich dem Mittel-
wert ist).

mean(p)

## [1] 0.9028096

quantile(p, probs = c(0.025, 0.975))

## 2.5% 97.5%
## 0.8468093 0.9429328

Zudem können wir uns den Konfidenzintervall für die P ausgeben lassen.
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2. Methode: Bootstrap

In dieser Methode gehen wir davon aus, dass es unwarscheinlich ist, 1000 Befragungen durchgeführt zu
haben. Daher ziehen wir so viele Fälle wie wir Befragt haben aber mit zurücklegen. Bis wir einen neuen
Datensatz enthalten, der manche doppelt und dreifach enthält und andere Fälle gar nicht. Diese Methode
dauert etwas länger als die Simulation, aber ist besser, wenn wir weniger Fälle haben.

Das machen wir auch wieder 1000 mal. Dann ziehen wir wieder die Betas daraus und haben wieder unsere
1000 Warscheinlichkeiten.

Dazu schreiben wir folgende Funktion:

boot = function(x, model){
data = model.frame(model)
sample_data = data[sample(nrow(data), nrow(data), replace = TRUE),]
coef(update(model, data = sample_data, weights = sample_data$`(weights)`))

}

Sample Data heisst, das wir auswählen wie viele Fälle wir herausnehmen. Wichtig ist, das wir Replace =
True setzen, da wir sonst den genau gleichen Datensatz erhalten, einfach umsortiert.

Coef gibt uns die Koeffizienten (betas) zurück.

Als nächstes lassen wir diese Funktion 1000x laufen. Und berechnen die ŷ.

boot_betas = lapply(1:1000, boot, model = model_logit)
boot_betas = do.call("rbind", boot_betas)
yhat = boot_betas %*% c(1, 0, 0, 0, 0, 23, 0)
p = exp(yhat) / (1 + exp(yhat))

Dieser Chunk gibt etwa 1000 Warnungen aus, diese sind in dieser Zusammenfassung ausgeblendet, wenn
man es im normal R eingibt werden alle aufgeführt. Das ist normal.

Danach können wir wie bei der Simulation den Mittelwert und die Konfidenzintervalle ausgeben lassen:

mean(p)

## [1] 0.8995676

quantile(p, probs = c(0.025, 0.975))

## 2.5% 97.5%
## 0.8349399 0.9874033

Übung 3 Ausgelassen, da es eh nicht an der prüfung kommen kann (zu lange)
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4. Vorausgesagte Wahrscheinlichkeiten und discrete changes mit glm.predict
berechnen

Video Vorausgesagte Warscheinlichkeiten und discrete channges mit glm.predict berechnen

Dieses Kapitel bearbeitet wie man Bootstrappen und Simulieren mithilfe eines Packages machen können.

Wir nehmen das Package glm.predict (geschrieben von king benjamin persönlich)

library(glm.predict)

##
## Attache Paket: ’glm.predict’

## Das folgende Objekt ist maskiert durch ’.GlobalEnv’:
##
## dc

Danach können wir mit dem Begriff predicts Arbeiten:

predicts(model_logit, "F(1);23;F(1)", type = "simulation")

## mean lower upper polint age sex
## 1 0.9009957 0.8416766 0.9431439 1 very interested 23 1 man

Hier haben wir eine Simulation ausgewählt für das Logit Modell des Kapitels 2. Der Abschnitt “F(1);23;F(1)”
gibt uns den Character, wo wir die Werte angeben können, für die wir berechnen wollen (F(1) -> erster Faktor
der Interesse, also sehr interessiert, dann 23 für eine 23 Jährige Person und F(1) für den ersten Faktor des
Faktors Geschlecht)

Man kann damit auch den Bootstrap berechnen (Disclaimer, es gibt wieder hunderte Warnungen wenn man
es ausführt, ist normal):

predicts(model_logit, "F(1);23;F(1)", type = "bootstrap")

## mean lower upper polint age sex
## 1 0.9034987 0.8401967 0.9927417 1 very interested 23 1 man

Zudem können wir auch Discrete Changes mit diesem Package berechnen indem wir mehr als einen Wert
eingeben bei dem Faktor wo wir die Discrete Changes haben wollen, in diesem Fall bei der Interesse:

predicts(model_logit, "F(1,2);23;F(1)", type = "simulation",
position = 1)

## val1_mean val1_lower val1_upper val2_mean val2_lower val2_upper dc_mean
## 1 0.9014145 0.8455897 0.9420681 0.8229625 0.7705115 0.8705377 0.07845198
## dc_lower dc_upper polint_val1 polint_val2 age sex
## 1 0.01737162 0.1370714 1 very interested 2 rather interested 23 1 man

Postition = 1 heisst, dass wir den Change für die erste Variable wollen.

Wir können auch den Discrete change auf der dritten Position machen mit postition = 3 :
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predicts(model_logit, "F(1);23;F", type = "simulation",
position = 3)

## val1_mean val1_lower val1_upper val2_mean val2_lower val2_upper dc_mean
## 1 0.9006034 0.8437666 0.9427287 0.910828 0.8537581 0.949895 -0.01022458
## dc_lower dc_upper polint age sex_val1 sex_val2
## 1 -0.03626435 0.01390236 1 very interested 23 1 man 2 woman

Die Konfidenzintervalle gehen hier über die Null hinaus ins negative und ins positive, also ist dieser Discrete
Change nicht Signifikant.

157


	Begriffe
	OLS
	ICC
	BLUE (Best Linear Unbiased Estimator)
	Was ist AIC und BIC
	Alternativhypothese
	Alpha Fehler
	Unterschied Prozent und Prozentpunkte
	Normalverteilung der Fehler

	Woche 1
	1. Modelle
	Was ist ein Modell
	Typen von Modellen
	Unterschied Stochastische und Deterministische Aussagen

	2. Was ist eine Regression?

	Woche 2
	1. Streudiagramm mit Regressionslinie
	2. Univariates Lineares Modell
	Was ist das Univariate Lineare Modell?

	3. Schätzverfahren für eine lineare Regression: Warum verwenden wir OLS?
	Gütekriterien eines Schätzverfahrens
	OLS Verfahren


	Woche 3
	1. Einführung Multivariate Regression
	Was ist Multivariate Regression
	Multivariate Regression in R

	2. Logik der multivariaten Regression
	Schätzen von Mulivaiaten Linearen Regressionen mithilfe von Univariaten Linearen Regressionen

	3. Effektstärke / Variablengewichtigkeit
	Variante 1: Level Importance (Durchschnittlicher Effekt)
	Variante 2: Maximaler Effekt
	Variante 3: Dispersion Importance (Standardisierte Koeffizienten)
	Variante 4: Anteil am R^2, Varianzanteil

	4. R Markdown

	Woche 4
	1. Determinationskoeffizient R2
	Einfaches R2
	Korrigiertes R2 (\overline{R^2})

	2. Genestete/Verschachtete Modelle
	genestete Modelle

	3. Informationskriterium
	AIC / BIC
	Korrigiertes AIC (AICc)


	Woche 5
	1. Polynome im Modell
	Linearität
	Wieso ein Polynom?
	Quadratischer Zusammenhang
	Discrete Change
	Marginaler Effekt / Marginal Effect

	2. Logarithmus im Modell
	Binäre/Dichotome Variablen
	Diskrete Variablen mit mehreren Ausprägungen


	Woche 6
	1. Interaktionseffekte
	Was sind Interaktionseffekte und wie modellieren wir diese?
	Interaktionseffekte in R


	Woche 7
	1. Regressionsdiagnostik
	Multikollinearität
	2. Einfluss
	Ausreisser
	Hebelwirkung
	Ausreisser Identifizieren

	3. Normalität
	1. qqplot
	2. Extern studentisierte Residuen plotten (Histogram)

	4. Heteroskedastizität
	Ursachen für Heteroskedastizität
	Auswirkungen von Heteroskedastizität
	Diagnose Heteroskedastizität


	Woche 8
	1. Spezifikationsdiagnostik
	Überspezifikation (exogen)
	Unterspezifikation (endogen)

	2. Wie findet man heraus ob Fehlspezifikation vorherrscht?
	Reset Test

	Messfehler
	3. Experimente
	Zufallsauswahl / Poweranalyse
	Experimente
	Vorgehen bei einem Experiment


	Woche 9
	Probeprüfung - Kein Stoff

	Woche 10
	1. Unterschied Fixed und Random Effekt
	Hirarchische Daten:
	Fixed Effects
	Random Effects

	2. Fixed Effects Modell in R schätzen
	Fixed Effects Modell
	Alternatives Modell ohne Globalen Achsenabschnitt

	3. Interclass Correlation (ICC)
	4. Random Intercept Modell
	Berechnen des Random Intercept Modells in R
	Plotten der Informationen des Random Intercept Modells in R
	Vorausgesagte Werte berechnen in R


	Woche 11
	1. Unterschiedliche Datentypen
	Einfall Daten
	Querschnittsdaten
	Zeitreihendaten
	Kumulative Querschnittsdaten
	Paneldaten

	2. Autokorrelation
	Was ist Autokorrelation
	Autoregressiver Prozess
	Autokorrelation Identifizieren (Durbin Watson Test)

	3. Autoregression (AR)
	Autoregression bei Zeitreihendaten
	Modelle
	Problem des Dynamischen Modells
	Autoregressives Modell
	Autoregressive Modelle in R


	Woche 12
	1. Kumulative Querschnittsdaten
	Eigenschaften Kumulative Querschnittsdaten
	Regression von Kumulativen Querschnittsdaten in R

	2. Paneldaten
	Was sind Paneldaten
	Voraussetzungen Paneldaten
	Notation von Paneldaten
	Fehlerterm Panelanalyse
	Pooling Modell
	First difference (fd)
	Fixed Effects Panel Modell
	Random Effects Panel Modell
	Zusammenfassend

	3. Panel Modell in R
	Pooling Modell in R
	First Difference in R
	Fixed Effects in R
	Random Effects in R
	Between modell in R Kein Prüfungsstoff
	Wann soll man welches Modell verwenden?


	Woche 13
	1. Binäre Abhängige Variable
	Was ist eine Binäre AV
	Probleme bei Binärer AV mit normalem OLS
	Lösung: Arbeiten mit kumulierter Verteilung
	Verteilungen
	Das logistische Formalmodell
	Herleitung logistisches Formalmodell

	2. Logistische Regression in R schätzen
	Logit Regression:
	Probit Regression:
	Interpretation Logit Modell: Odds Ratio
	Logit Modell Interpretieren: Vorausgesagte Warscheinlichkeiten
	Discrete Changes

	3. Konfidenzintervalle in R berechnen: Simulation und Bootstrap
	Methode 1: Simulieren
	2. Methode: Bootstrap

	4. Vorausgesagte Wahrscheinlichkeiten und discrete changes mit glm.predict berechnen


