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Zusammenfassung Fortgeschrittene Statistik
1.VL Das einfache Regressionsmodell
- Zusammenhänge zwischen kontinuierlichen Variablen untersuchen und präsentieren
- Zusammenfassen von Daten und Beziehungen zwischen Variablen
- Prognosen/ Schätzungen
[image: ]B0 und B1: Regressionskoeffizienten (konstant, systematisch)
E: Messfehler in der aV (stochastisch)
i: Anzahl n
y: aV, kontinuierlich
x: uV, Prädiktor
Abhängige Variable (Ordinate)
· Kontinuierliches Messniveau
· Normalverteilt
· = outcome, Regressand, endogene V

Unabhängige Variable (Abszisse)
· Keine Vss. bzgl. Messniveau
· Regrm. macht keine Verteilungsannahmen für die uV
· = Prädiktor, Regressor, exogene V

Konstante B0 
· Gibt Erwartungswert von y bei x = 0 an
· = Achsenabschnitt, Intercept

Steigungskoeffizient B1 
· Der gesuchte Koeffizient: Information über Einfluss von x auf y
· Beschreibt Richtung und den Steigungsgrad der Regressionslinie
· Misst die erwartete quantitative Veränderung in y, wenn sich x um eine Einheit erhöht. Diese ist beim linearen Regrm. immer gleich
· = Steigung, Slope

[image: ]Bsp. 

[image: ]

[image: ]Regressionen und Erwartungen 
Im allg. ist die Regressionsgerade gegeben durch: 
Der tatsächliche Beobachtungswert yi kann vom Schätzwert abweichen. Abweichung = Residuum
[image: ][image: ] 	

Anpassungsgüte
In der Regressionsanalyse geht es auch darum, zu bestimmen, wie eng die Punkte eines Streudiagramms um die Regressionsgerade streuen.
[image: ][image: ]Messung: 
· Summe der quadrierten Fehler: 	              Deteminationskoeffizient: 
Bsp. R2=0.5: 50% der Varianz des Ergebnisses kann durch x erklärt werden
Annahmen über die Prädiktoren
· Skalenniveau der uV ist irrelevant
· uV sind nicht-stochastische Grössen (fix vom Forscher gesetzt)
· aV ist eine Zufallsvariable
· aV hat systematische wie auch stochastische Komponente

Annahmen über Fehlerterme
· Optional: normalverteilt
· MW der Verteilung der Fehlerterme = 0
· Homoskedastizität: Varianz der Verteilung der aV muss für alle Werte der uV konstant sein, d.h. mit steigenden Werten der uV sollten die Werte der aV nicht enge/weiter streuen
· Keine Autokorrelation

GL-Modell
· Lineare Regression ist ein Teil davon
· GLM erlaubt Schätzungen, auch wenn die Zielvariable nicht normalverteilt ist
· Beim GLM wird nicht der Erwartungswert von y modelliert, sondern das Ergebnis einer auf diesen Erwartungswert angewandten Transformation
· R-Package glm 



2. VL: Statistische Inferenz für das einfache Regressionsmodell

Schätzverfahren:
Ziel: optimale Regressionsgerade
Gegeben: x und y
Gesucht: B0 und B1 -> müssen geschätzt werden, variieren nach Stichprobe

Gütekriterien: Erwartungstreue, Konsistenz (je grösser die Stichprobe, desto eher soll der geschätzte Parameterwert mit dem effektiven Wert übereinstimmen), minimale Varianz
->Störterm möglichst gering

[image: ]Minimierungsproblem: Summe der Fehler soll 0 betragen. Mit Beträgen rechnen, wegen Vorzeichen
Methode der kleinsten Quadrate (OLS): 

Weitere Schätzverfahren (ohne Minimierungsstrategie)
· Momentenmethode
· Maximum Likelihood
[image: ]
Die Methode der kleinsten Quadrate OLS
Parameter der Regressionsfunktion sollen wählen, dass die Summe der 
Residuenquadrate (SSE) minimal ausfällt (0=alle Punkte liegen auf Regressionsgerade)
[image: ]



Berechnung des OLS-Schätzers der Steigung	                    Berechnung des OLS-Schätzers des Achsenabschnitts
[image: ][image: ]



Bsp. B1 = .476 -> wenn sich x um eine Einheit erhöht, dann steigt y um .48 Punkte  

Wünschenswerte Eigenschafen von OLS
· Regressionslinie verläuft durch die Stichprobenmw von x und y, sofern ein Achsenabschnitt spezifiziert wurde
· MW der geschätzten Werte von y entspricht den beobachteten Werten
· Summe der Residuen ist 0 (Erwartungswert verschwindet)

Gauss-Markov-Theorem: Sind die Annahmen des klassischen linearen Regrm. erfüllt, sind die OLS-Schätzer BLUE (beste lineare unverzerrte Schätzer mit geringster Varianz) 

OLS-Schätzer sind BLUE, wenn:
· Linearität: lineare Beziehung zwischen uV und aV
· Zufallsauswahl
· Erwartungswert des Fehlerterms beträgt 0 (sonst sind OLS-Schätzer nicht erwartungstreu)
· Homoskedastizität 
· Keine Autokorrelation
· Optional: Fehlerterme sind normalverteilt

Standardfehler der Geradensteigung 		       Standardfehler des Achsenabschnitts
[image: ][image: ]						

			    

Konfidenzintervall 
Regressionskoeffizienten: Wir geben ein Intervall an, in welchem die Regressionskoeffizienten in 1-a Prozent der Fälle zu liegen kommen 95%-Intervall
Regressionslinie: Das Konfidenzintervall der Anpassungslinie leitet sich aus dem Standardfehler der Erwartungswerte ab

Signifikanztests
Hypothese: 					(Zweiseitige) Teststatistik: 
[image: ][image: ]

->Keine Steigung

[image: ]R: lm-Befehl:

[image: ]
[image: ] 







[image: ]


Die Maximum Likelihood-Schätzung (MLM)
Ziel: Parameterwerte finden, deren Verteilung die höchste W’keit hat, die beobachteten Daten zu realisieren. Inverse W’keit = Likelihood
Dazu müssen wir wissen, aus welcher Verteilung diese Stichprobe gezogen wurde 
· MLM wird angewendet, wenn der zu schätzende Zusammenhang nicht linear ist. 
OLS-Schätzung funktioniert nur bei linearen Parameter!
· Likelihood muss maximal sein: Maximierungsproblem (kein Minimierungsproblem wie bei OLS)
[image: ]
Voraussetzungen:
· Verteilung von y muss bekannt sein (bei OLS nicht)
· Beobachtungen sind zufällig & unabhängig aus Grundgesamtheit gezogen worden (auch OLS)
Nachteile:
· Wünschenswerte Eigenschaften gelten nur asymptotisch
· Kann in kleinen Samples verzerrt sein

Log-Likelihood
->wird in der Praxis verwendet
Schätzer für die unbekannte Parameter, die die W’keit der Realisation einer gegebenen Stichprobe maximieren

MLM und OLS: Schätzer für Konstante und Steigung sind identisch unter der Annahme, dass Fehlerterme unabhängig identisch normalverteilt sind




3. VL: Das multiple Regressionsmodell: Multiple Regression in Skalar- und Matrixschreibweise

Verwendungszwecke
· Einfluss mehrerer erklärender Grössen auf eine Zielgrösse
· Mehrere Steigungsparameter, welche zu schätzen sind
· Interessiert an der relativen Einflussstärke
· Scheinkorrelationen aufdecken

Multiples Regressionsmodell der Grundgesamtheit: Skalarnotation
Das Regressionsmodell der Grundgesamtheit beschreibt den wahren Zusammenhang in der Grundgesamtheit.

Regrm. der Grundgesamtheit mit 2 Prädiktoren         Regr.funktion der Grundgesamtheit mit 2 Prädiktoren
[image: ][image: ]							


Partielle Steigung
Konstanthaltung zweier Variablen, so ist B3 der partielle Steigungskoeffizient. 
= die erwartete Änderung, wenn X3 um eine Messeinheit zunimmt. 
isolierter Einfluss des Regressors X3 bei Konstanthaltung von Xk
Ceteris paribus- Bedingung: eine Grösse verändern und den Rest unverändert lassen
Koeffizienten im multiplen Regrm. = partielle Steigungskoeffizienten 

Beispiel Abstimmungen, Parolen und Budget
Y: Ja-Stimmen bei Volksabstimmung
X: Anteil Werbebudget, Ja-Parolen 

[image: ]Regressionsmodell					Regressionsfunktion
[image: ]

[image: ]


· Wenn beide X = 0, dann y (B0) = 20.61
· Wenn Budget um einen Prozentpunkt erhöhen, dann steigt Ja-Stimmen um 0.06 Einheiten
· R2 = 0.54: 54% der Varianz der aV wird durch Varianz der Prädiktoren erklärt

[image: ]->R-Code um relative Wichtigkeit zu berechnen:


Diskrete (unstandardisierte) Effektstärken von Budget und Parolen
· Werbebudget von 0 auf 100: nur +6,6 Prozentpunkte
· Parolen: 47 Prozentpunkte (mehr Einfluss)

· Falls die Variablen eine unterschiedliche Skalierung aufweisen, ist ein Vergleich der Einflussstärken unmöglich. -> Die Betas müssen standardisiert werden

[image: ]Multiples Regressionsmodell in Matrixschreibweise 

[image: ]Elemente des Modells 
	



Regressionsannahmen I
· X ist fixiert (y ist nur eine stochastische Grösse)
· Matrix X hat vollen Spaltenrang
Zahl der Beobachtungen darf nicht kleiner sein als die Zahl der zu schätzenden Parameter (Stichprobenumfang > Variablen)
keine exakte lineare Abhängigkeit zwischen den uV. 
Falls X keinen vollen Spaltenrang hat, ist der Koeffizientenvektor nicht identifiziert

Regressionsannahmen II
Elemente vom Fehlerterm 
· normalverteilt
· Erwartungswert von 0
· homoskedastisch
· keine Autokorrelation
[bookmark: _GoBack]
[image: ]Regressionsannahmen III
Exogenität verletzt, wenn
· Die relevante uV nicht berücksichtigt wurden: eine nicht mitberücksichtige exogene V korreliert mit y und mind. einer in der Regression berücksichtigten exogenen x-Variablen
· Die funktionale Form nicht korrekt spezifiziert wurde
· Simultane Kausalität vorliegt



4.VL Statistische Inferenz für das multiple Regressionsmodell. Schätzmethoden; t- und F-Test
OLS-Schätzung der Regressionskoeffizienten
[image: ][image: ]Konzept der Varianzauslegung
		


[image: ][image: ](Residuen-)/Fehlerquadratsumme SSE			Totale Abweichungssumme SST


= nicht erklärte Varianz
- SSE dient als Mass, um die Anpassungsgüte des Modells zu messen
- Minimierungskriterium der OLS-Schätzung, diese minimiert die SSE

[image: ]Erklärte Abweichungsquadratsumme SSR			Gesamtvariabilität
	   SST = SSR + SSE
[image: ]
= erklärte Varianz
MW y ist eine naive Schätzung
Wenn SSR = 0: x hat keinen Einfluss auf y

		
Mittlere quadratische Abweichung/Fehler MSE
[image: ]	
[image: ]
- gibt an wie sehr ein Punktschätzer um den zu schätzenden Wert streut (Residual standard error)
=Fehlervarianz (zieht man die Wurzel erhält man Fehlerstandardabweichung RMSE)
                               

[image: ]Mittlere quadratische Abweichung der Regression MSR


- Im einfachen Regrm. ist MSR = SSR
- MSR ist ein erwartungstreuer Schätzer der Fehlervarianz (=MSE), wenn H0: Koeffizienten = 0 zutrifft
· Der OLS-Schätzer berücksichtigt die jeweiligen Beziehungen zwischen beiden Prädiktoren und der aV, als auch die Beziehung (Kovarianz) zwischen den beiden Prädiktoren



[image: ]Netto-Effekt einer unabhängigen Variablen in einem multiplen Regrm.
Interesse am Nettoeffekt von X auf Y, somit muss dieser von den Beziehungen zwischen Z und Y und zwischen Z und X bereinigen. 
1.

[image: ]2.

[image: ]3. 

Multiples Regressionsmodell in R
[image: ]	

Hypothesentests und statistische Signifikanz
OLS setzt keine Normalverteilung der Fehlerterme voraus. Für die Durchführung der Hypothesentests ist dies jedoch vorausgesetzt. 
Signifikanztest für einzelne Regressionskoeffizienten: t-Test
H0: x beeinflusst y nicht (B1=0)
Der t-test prüft, ob sich die Regressionskoeffizienten in der Grundgesamtheit signifikant von Null unterscheiden.
t-Test handelt immer um einen Test eines einzelnes Koeffizienten
Je grösser der Standardfehler (SE), desto kleiner fällt der Prüfwert t aus. D.h. um so wahrscheinlicher wird es, dass H0 nicht verworfen wird. Denn der t-Wert sollte grösser +- 1.96 sein, damit H0 verworfen werden kann. (wir möchten HA annehmen)

[image: ]Gesamtsignifikanz des Regressionsmodells: F-Test
[image: ]Signifikanztest aller einzelnen Koeffizienten gleichzeitig
der Test prüft h0, dass sämtliche Steigungskoeffizienten gleich 0 sind (MSR=MSE)



Vergleich t-Test und F-Test
· In einem einfachen Regrm. mit einer unabhängigen Variablen ist der t-Test auf Signifikanz des Steigungskoeffizienten identisch mit dem F-Test.
· Der t-Test betrachtet Parameter einzeln
· Der F-Test überprüft Parameter gemeinsam
· Es ist möglich, dass in einem Modell alle t-Werte für sich genommen nicht signifikant sind, der F-Test auf Gesamtsignifikanz aber schon (->Multikollinearität der Parameter)

[image: ]


[image: ]Beispiel R:
[image: ] 	





[image: ]
[image: ]




5.VL Modellevaluation: Geschachtelte und nicht-geschachtete Modelle, Determinationskoeffizient, AIC und BIC

Die Schätzverfahren liefern uns die bestmögliche Schätzergebnisse, wie gut sind diese jedoch den Daten angepasst, gibt es bessere Modelle?
Anpassungsgüte:
· Lineares Regrm. mit OLS-Schätzung: R^2 und RMSE
· Vergleiche zwischen verschiedenen nicht-verschachtelten Modellen: AIC oder BIC

Bestimmung der Anpassungsgüte eines einzelnen Modells

PRE-Masse: Konstruktionslogik
Bspw. Goodman und Kruskal Gamma
· Drücken aus, um wie viel sich der Vorhersagefehler bei Kenntnis eines Prädiktors/ Prädiktoren reduziert
· Für die Vorhersage unter Unkenntnis potentieller Prädiktoren (naives Modell) dürfen nur Werte der aV benutzt werden
· [image: ][image: ]Ohne Prädiktor Durchschnitt von Y (konstante) 


Determinationskoeffizient R^2
· Proportionales Fehlerreduktionsmass 
· Erklärt, wie gut das geschätzte Modell zu den erhobenen Daten passt
· Beschreibt, welcher Anteil der Gesamtstreuung in der aV durch die uV erklärt werden
· Werte zwischen 0 und 1
[image: ]


Probleme:
· SST bleibt auch bei Zunahme weiterer uV konstant
· SSE verringert sich bei Hinzunahme weiterer uV (erhöht sich nicht!)
· R^2 steigt demnach mit fast jeder uV
 kein ideales Vergleichsmass für Modelle mit unterschiedlicher Anzahl uVs

Korrigierter Determinationskoeffizient 
· Ein bestimmter Anteil der erklärten Varianz von R^2 wird abgezogen (Anteil = Verhältnis der Regressoren zu den Freiheitsgraden)
· Das korrigierte R^2 bestraft Modelle für Variablen, deren Zusatz an Erklärungskraft nicht den durch sie gleichzeitig verursachten Verlust an Freiheitsgraden ausgleicht (Je mehr Prädiktoren, desto weniger Freiheitsgrade)
· kann sich bei Zunahme einer uV mit geringer Erklärungskraft verringern
· Motivation: nur die besten uV verwenden!
Vergleich:
· Werte dürfen nur dann verglichen werden, wenn dieselbe aV für dieselbe Stichprobe vorliegt. UVs dürfen hingegen variieren
· SST muss immer gleich viel betragen
RMSE (root mean squared error)
· Wie stark weichen die Schätzwerte im Durchschnitt von den tatsächlichen Beobachtungswerten ab
· Je grösser der RMSE ist, desto schlechter ist die Anpassung des Modells

Vergleich von Modellen
Welches Modell scheidet in der Empirie am besten ab

Verschachtelung von Modellen
Teilmenge eines anderen Modells->verschachtelt/nested

Nicht verschachtelte Modelle
[image: ]Alle Informationskriterien verwenden als Anpassungsgüte entweder die maximale W’keit (Likelihood) oder die minimale Varianz der Residuen. Zwei Interpretationen der Informationskriterien:

			K: Anzahl zu schätzender Parameter im Regrm. (Prädiktoren, 				Konstante, Fehlervarianz)	
Die Kriterien berücksichtigen die Anpassung (log-Likelihood) und die Sparsamkeit (k)
BIC ist konservativer als AIC (BIC ab n > 8)	

· Wir bevorzugen das Modell mit dem kleinsten AIC/BIC

AIC in R:
[image: ]








6.VL Nichtlineare Modelle und Dummy-Variablen

Nichtlineare Zusammenhänge
Eine Annahme des linearen Regressionsmodells lautet, dass es linear in den Parametern sein muss, nicht aber in den Variablen. 
nicht-lineare Beziehungen können durch die Modifikation der funktionalen Form (Transformation) linearisiert werden.
Bsp. Zusammenhang zwischen Alter und Teilnahmewahrscheinlichkeit: Je älter, desto wahrscheinlicher (nur bis 70, dann kein linearer Zsmhang mehr)

Quadratische Funktionen (Polynome 2.Grades)
· Vermuteter Zusammenhang ist nicht-monoton
· Marginale Effekte sind nicht konstant, sondern abhängig vom Niveau von x
· Modellierung solcher Nichtlinearitäten: Polynome 2. Grades

Bsp. Erfahrung und Lohn
Zu Beginn steigt der Lohn, nach 10 Jahren nicht mehr
Ein solch vermuteter Zusammenhang kann durch eine Gerade nicht optimal erfasst werden
Modellierung eines konkaven Zusammenhangs, indem wir die uV quadrieren und einfügen:
[image: ]

Diese Regressionsfunktion ist zwar nichtlinear bzgl. Arbeitserfahrung, aber linear bzgl. der Parameter B0, B1, B2 und kann somit mit der OLS-Schätzung geschätzt werden

[image: ]
Quadratische Funktion in R: 

[image: ]Interpretation: 

Der negative, quadrierte Term wächst im Verhältnis zum positiven linearen Term stärker, so dass ab einem bestimmten Quantum an Arbeitserfahrung der Lohn stagniert/rückläufig wird

[image: ]Marginale Effekte: 


Logarithmische und exponentielle Zusammenhänge
Gewisse Zusammenhänge sind zwar monoton, aber nicht linear. Z.b Wachstumsprozesse
Modellierung mit einer Exponentialfunktion
Keine Normalverteilung bei Indikatoren: Logarithmieren (da die aV bei einer linearen Regression normalverteilt sein sollte, kann die hilfreich sein)
Interessen an einer prozeduralen Veränderung der aV

Exponentialfunktionen sind nicht linear in den Parametern, können aber durch Logarithmieren linearisiert werden (Umkehrfunktion)
Generell: Multiplikative Zusammenhänge können durch Logarithmieren additiv dargestellt werden




[image: ]Zusammenfassung

Die Differenz zwischen zwei logarithmierten Werten (ln(x_2)-ln(x_1)) entspricht näherungsweise der relativen Änderung der ursprünglichen Werte. 
Wenn man nun eine relative Änderung mit 100 multipliziert, erhält man die prozentuelle Änderung
Dummy-Variablen / dichotome Prädiktoren
=Variablen mit zwei Ausprägungen (binäre Variablen)

Interpretation

[image: ]Dichotome Variablen können direkt als Prädiktoren in die Regressionsfunktion eingetragen werden 
			 Frau = 0 (Referenz-/ Nullkategorie
			 Mann = 1
[image: ]Achsenabschnitt b0 ist die durchschnittliche Lebenserwartung jener Gruppe, welcher der Wert 0 zugewiesen wurde, d.h. der Frauen: 			  ,  b0 + b1 = durchschnittliche Lebenserwartung der Männer
bei der Interpretation des Steigungskoeffizienten b1 bezieht man sich stets auf die Referenzkategorie.

[image: ]Bsp. Regressionsanalyse mit Dummy-Variablen F. 27 
[image: ]
[image: ]0=keine Initiative (Referendum)
1=Initiative
b0: Ja-stimmenanteil an Urne, wenn andere zwei uV 0 sind
= Ja-stimmenanteil bei Referendum, da Referenzkategorie 32.4%
b0 + b1 = Anteil bei Initiative 24.97%
bei einer Initiative sinkt der Ja-stimmenanteil um 7.4%
positiver Zusammenhang zwischen Stimmmenanteil NR und Urne  


Kategoriale Prädiktoren mit mehr als zwei Ausprägungen
Können nicht direkt als Prädiktore in das Regressionsmodell miteinbezogen werden
es werden k-1 Dummyvariablen generiert (k=Anzahl Merkmalausprägungen)
Jene Merkmalsusprägung, die nicht als Dummyvariable ins Modell einfliesst, bildet die Referenzkategorie

[image: ]In R: 
[image: ]


Wobei formec2: fak. Referendum, oblig. Referendum, Gegenvorschlag, Initiaitve
Die erste Ausprägung, bildet jeweils die Referenzkategorie

Hypothesentests
Typen:
· Hypothesen zu Unterschieden in den MW
· Hypothesen zu spezfischen MW
[image: ]Unterschieden zur Referenzkategorie
Mit T-Test in R: PR(>/t/)
Referenzkategorie: Northeast

Westen – Nordosten: 52% W’keit, dass Unterschied 
zufällig zustande gekommen ist
mehr als 5%: H0 verwerfen

Die Unterstützung für Obama war im Süden signifikant tiefer als im Nordosten.

Unterschiede zwischen zwei Nicht-Referenzkategorien
Wir überprüfen, ob es einen statistisch signifikanten Unterschied zwischen zwei Kategorien gibt, wobei keine von beiden die Referenzkategorie ist. 
Frage: Unterscheidet sich der Stimmenanteil in West signifikant von den in South
H0: Bwest = Bsouth

· [image: ]F-Test mit car-Package 
[image: ]







7.VL Interaktionseffekte
[image: ]Regressionsmodelle mit Wechselwirkung (Interaktion/Moderation)
= Variablen, die den Zusammenhang zwischen einer uV und einer aV beeinflussen
bsp: 
- Trainingsaufwand uV und Erfolg im Fussballl aV wird durch Talent moderiert
- Effekt von Parolen uV auf Stimmverhalten aV wird durch Informiertheitsniveau moderiert
Die Aufnahem eines Interaktionstermn (Produkt zweier uV) gestattet der Regressionsfunktion einen anderen Achsenabschnitt und eine andere Steigung für jede Gruppe der ensprechenden Variablen. Der Koeffizient für die Variable verschiebt den Achsenabschnitt und der Koeffizient für den Interaktionsterm die Steigung.
Interaktionsterme sind symmetrisch (X und M)

Interaktion zwischen binären Regressoren
=Dummy-Variablen (meist 0 und 1)
Der Wert 1 eines Produkts (Dummyvariablen) tritt auf, wobei beide Charakteristika/Gruppenzugehörigkeit gleichzeitig vorliegen
bsp:
- Abstimmungsergebnis ist u.a. abhängig von der Rechtsform der Vorlage: Initiativen erzielen ein signigikant schlechteres Ergebnis als Referenden.
Diese Beziehung gilt aber nicht, wenn die SVP Urheberin der Initiative ist.
[image: ]Rechtsform der Vorlage (X) wirkt auf das Abstimmungsergebnis (Y), aber der Effekt ist von der Vorlagenurheberschaft abhängig
Setup: 
- rechtsform: 0, keine Initiative   1, Initiative
- Urheber: 0, nicht SVP   1, SVP

[image: ][image: ][image: ]Grundmodell:					mit Interaktion variiert der Effekt von Rechtsform


[image: ]In R: 
[image: ]
[image: ]


[image: ][image: ]



Beispiel: Interaktionseffekte für zwei binäre Regressoren und einem metrischen Prädiktor
[image: ][image: ]Grundmodell:						mit Interaktion variiert der Effekt von Rechtsform
[image: ]
[image: ] 

[image: ]


[image: ]
[image: ]





Signifikanztests
Ist der Interaktionsterm signifikant? Braucht es ihn
t-Test
wenn nicht, dann = 0 (H0: bint=0)

Interaktion zwischen einem binären und einem metrischen Regressor
[image: ][image: ]Grundmodell:	Mit Interaktion variiert der Effekt von Werbebudget:

· [image: ][image: ]			

[image: ]Beispiel Volksabstimmung			
						Effekt von Werbebudget bei Referendum: 0.116
						bei Initiativen: 0.116 – 0.060 = 0.056
[image: ]						Simple Slope




Simple Slope
= Effekt einer Variablen x auf eine abhängige Variable y für einen bestimmten Wert der Moderatorvariablen z
Der Effekt (simple slope) des Werbebudgets auf das Abstimmungsergebnis bei Referenden (d.h., wenn die Moderatorvariable den Wert 0 annimmt) beträgt 0.116. 
Der simple slope des Werbebudgets auf das Abstimmungsergebnis bei Initiativen (d.h., wenn die Moderatorvariable den Wert 1 annimmt) ist hingegen 0.116 + (-  0.060).

Signifikanztests
Ist der Interaktionsterm signifikant?
t-Test
H0: b4=0 (Einfluss des Geldes ist konstant und hängt nicht von Rechtsform ab)
negativ: Effekt von Budget ist für Referenden und Initiativen derselbe

Interaktion zwischen metrischen Regressoren
[image: ][image: ]Grundmodell: 						mit Interaktion variiert der Effekt von Werbebduget
[image: ]
[image: ]
· 	

[image: ]
					Zentrierung: Problem der Multkollinearität wird gelöst
					Folge: Signifikanz bei zentrierten Regressionsergebnissen






8.VL Normalität, Einfluss und Kollinearität
Die Annahmen bei der Regressionsanalyse werden nicht immer erfüllt. Sind die Annahmen verletzt, sind es nicht die besten Schätzwerte und die SE ist nicht korrekt (p-values)

Zweck der Regressionsdiagnostik:
Prüfung, ob die Daten mit den gemachten Annahmen konsistent sind 
->Normalitätsannahme des Fehlerterms und die Kollinearität
Die Parameterschätzung wird durch die wenigen Ausreisser beeinflusst. Daher ist es wichtig, diese zu identifizieren und den Einfluss der einzelnen Beobachtungen zu bestimmen

Ausreisser/Extremwerte
Univariat: extreme Beobachtungen von X oder Y. Datenpunkte liegen ausserhalb der Verteilung
Multivariat: Ausreisser befindet sich im dreidimensionalen Raum ausserhalb der Punktewolke
(ungewöhnliche Konfiguration: nicht Einzelwerte auf X oder Y sind ausschlaggebend, sondern die Kombi)

Hebelwirkung
Beobachtung mit extremen X-Werten haben eine hohe Hebelwirkung, d.h. eine geringe Veränderung der Werte für Y an diesem «leverage point» kann die Schätzung der Anpassungslinie sehr beeinflussen.


Einfluss
Überproportionaler Einfluss ist vom gleichzeitigen Auftreten zweier Faktoren abhängig:
· Beobachtung muss einen multivariaten Ausreisser darstellen …
· Und an einem hohen Hebelpunkt zu liegen kommen
Hebelwirkung * Ausreisser = Einfluss
[image: ]










Hebelwerte h messen
Die Hat-Matrix, deren Diagonale den Hebelwert h enthält, beschreibt den Einfluss, den jeder einzelne Y-Wert auf jeden einzelnen Schätzwert von Y hat. Diagonalwerte hii der Hat-Matrix können als Kennzahl für den Einfluss einer Beobachtung auf seinen Schätzwert und damit auf die Güte des gesamten Modells verstanden werden. 

[image: ][image: ]Wertebereich der Hat values		Identifiaktion der starken Hebelwirkung
				    Beim einfachen Regrm. k = 1

Hohe Diagnoalwerte von h: Beobachtung hat einen starken Einfluss auf die Gesamtschätzung des Modells
[image: ]Grosse Hebelwerte, wenn Hat value das 2-3-fache des durchschnittlichen hat value     übersteigen.

[image: ]Hat-Values in R:






ABER: Potentieller Hebeleffekt und tatsächlicher Einfluss sind zwei unterschiedliche Dinge
· Hebelwerte (hat values) geben das Einflusspotenzial an, nicht aber en tatsächlichen Einfluss einer Beobachtung auf die Schätzergebnisse
· Hebelwerte sind einzig von den Prädiktorvariablen abhängig
· Einfluss einer Beobachtung ist zusätzlich von den Y-Werten abhängig

Identifikation von Ausreissern
[image: ]Durch Diagnose der Residuen:                      (raw residuals) 
Meist stützt man sich jedoch auf die Transformationen der Residuen (standardisiert, studentisiert, PRESS)

Intern studentisierte Residuen (ISR) 
Untransformierte Residuen sind schlecht geeignet, um Ausreisser zu identifizieren:
· Ausreisser mit hoher Hebelw. haben geringe Residualwerte, da sie Linie an sich ziehen
· Residuenwerte sind von Messeinheit abhängig und somit durch Standardisierung einfacher zu interpretieren (Skalierung loswerden)
[image: ]
[image: ][image: ]				Wertebereich von r: 

· ISR-Werte grösser als 3 sind Ausreisser (SE: weiter als 3 von MW sehr unwscheinlich)
ISR könnte tief sein, da Ausreisser die Gerade stark zu sich zieht, darum eher ESR verwenden

Bei ISR sind alle Beobachtungspunkte enthalten (s)
[image: ]Falls s die i-te Beobachtung enthält, dann liegen internally studentized resuduals (ri) vor

[image: ]
Externe studentisierte Residuen (ESR) 
= R-Student Residuen
Bei ESR nehmen wir s(i), wobei die geschätzte SE ohne die i-te Beobachtung steht
[image: ]Falls ohne s(i) ohne i-te Beobachtung errechnet wird, dann liegen externally studentized residuals (ti) vor


· Nur wenn i-te Beobachtung sehr einflussreich ist unterscheiden sich ti und ri

Identifikation von einflussreichen Beobachtungen
Ausdruck der Masszahl für den Gesamteinfluss eines Datenpunktes auf die Regressionsschätzung
= Cook’s D, DFFITS, DFBETA


DFFITS
misst die (standardisierte) Veränderung des Vorhersagewertes Yi, wenn Punkt i für die Schätzung des Parametervektors weggelassen wird (welche Beobachtung einen überdurchschnittlich grossen Einfluss auf Schätzung der Y-Werte hat)
weisen keine Resiudenwerte aus, sondern misst Veränderung wenn die i-te Beobachtung nicht berücksichtigt wird.	
[image: ]		Werte grösser als 1 bzw. 2: Einflussreiche Datenpunkte

DFBETA
Drückt den Einfluss eines Datenpunktes auf den Schätzer des gesamten Parametervektors aus. Veränderung der individuellen Koeffizienten in Abhängigkeit von einzelnen Datenpunkten, d.h. man bestimmt den Einfluss des Datenpunktes i auf den Schätzer für einen Koeffizienten Beta. (Model B)
Welche Beobachtungen einen überdurchschnittlichen Einfluss auf einzelne Parameter hat

Multikollinearität
= lineare Beziehung zwischen mindestens zwei der unabhängigen Variablen
Perfekte Multikollinearität zwische zwei UVs
OLS-Schätzung ist nicht möglich; die Betas der korrelierenden Variablen bleiben undefiniert. (Selten)
Hohe Multikollinearität zwischen zwei UVs
OLS-Schätzung (unbehandelt) kann zu Schätzproblemen führen. (häufiger)
 Hohe (aber nicht perfekte) Kollinearität verstösst nicht gegen Annahmen des linearen Regrm.
Gründe:
- Verwendung von Variablen, die verzögerte Werte voneinander sind
 z.B Einkommen in einem Jahr und im darauf folgenden Jahr
- Variablen, die ein gemeinsames Konstrukt messen
Folgen der hohen Multikollinearität: 
-  wachsende Varianz und SE der OLS-Schätzwerte -> negative Signifikanztests
- Schätzwerte sind nicht robust
- Hohe Unsicherheit darüber, welcher der uVs die Erklärung der Variation in der aV zugeordnet werden soll

Multikollinearitätsdiagnose
Pearsons R: 
Korrelationskoeffizient für zwei metrisch skalierte V
Bivariate Korrelationskoeffizienten über 0,8 weisen auf Multikollinearitätsprobleme hin
[image: ]VIF
Herausfinden, ob mehrere Variablen zur Multikollinearität führen
VIF-Werte über 10 weisen stark auf Multikollinearität hin		VIF in R: vif(lm())



Lösungsansätze für Multikollinearität
· Transformation der Problemvariablen, jedoch neu Risiko für Spezifikationsverzerrung
· Variablenauswahl: Schrittweise Regression, um wenig signifikante Variablen auszusortieren
· Weglassen der Problemvariablen (uVs mit hohem VIF)

Normalität des Fehlerterms
Annahme lineare Regrm.: Fehlerterme sind normalverteilt
OLS ist auch dann der beste Schätzer, wenn die Fehler nicht normalverteilt sind (Fehler =/ Resiuden)
OLS der beste Schätzer der Regressionskoeffizienten (BLUE), solange die Fehler einen Erwartungswert von 0 haben, nicht korrelieren und eine konstante Varianz haben

 Die Annahme über die Verteilung der Fehler ist bei der OLS-Schätzung nicht erforderlich
 Die Bedingung der Normalität der Fehler ist nur bei den Hypothesentests relevant

Überprüfung der Normalität der Fehler durch Erstellen eines QQ-Plots:
· Residuen standardisieren (ISR, ESR), der Grösse nach ordnen und gegen entsprechende Quantile der Standardnormalverteilung plotten
· Normalverteilt: Diagonale 
· Abweichungen: Fehler nicht normalverteilt-> Hypothesentest zeigen evt. falsches Resultat auf

[image: ]








9. VL Spezifikationsfehler und Instrumentalvariablen
Spezifikationsfehler
Annahme: Exogenität der uV = erklärende Variablen korrelieren nicht mit dem Störterm
Endogenität der uV liegt v.a. dann vor, wenn das Regrm. nicht korrekt spezifiziert ist. Weitere mögliche Ursachen sind Messfehler in den uVs oder simultane Kausalität.
[image: ]Arten von Spezifikationsfehler: Überspezifikation
= Berücksichtigung irrelevanter Variablen
Auswirkungen auf die Erwartungstreue der Schätzung: 
 Überspezifikation ist kein Problem für die 
Erwartungstreue der OLS-Schätzer
Es liegt keine Endogenität vor
[image: ][image: ]Auswirkungen auf die Effizienz der Schätzung:
Varianz der OLS-Schätzer
korrekt:		überspezifiziert:

Varianz/SE wächst an, Schätzung wird unschärfer
OLS-Schätzer bleibt zwar erwartungstreu und konsistent, aber nicht effizient (nicht varianzminimal)

[image: ]Arten von Spezifikationsfehler: Unterspezifikation
= Vernachlässigung relevanter Variablen
Auswirkungen auf die Erwartungstreue der Schätzung:
[image: ]X2 wird weggelassen und Effekte fliessen daher
in den Fehlerterm ein:
Wenn x1 und x2 korrelieren, führt das im fehlspezifizierten
 Modell zu einer Korrelation zwischen dem Fehlerterm und x1.
Es liegt eine Verletzung der Exogenitätsannahme vor
[image: ]
[image: ]b23: Korrelationskoeffizient zwischen x1 und x2
Wenn b2=0, dann b1 unverzerrt (würde im vorhinein eine Unterspezifikation stattfinden)
wenn b23=0, dann unkorrelieren sie (höchst unwahrscheinlich)
in allen anderen Fällen is b1 verzerrt. Da in b1 bei einer Fehlspezifikation noch der indirekte Effekt von b2 auf y enthalten ist






Auswirkungen auf die Effizienz der Schätzung:
[image: ][image: ]korrekt:		unterspezifiziert:

geringere Varianz, jeodch nicht erwartungstreu
Mit mehr als zwei uVs (x3 nicht berücksichtigt):
Ausmass Verzerrung lässt sich weniger gut abschätzen, da alle uV miteinander korrelieren können
alle Effekte sind verzerrt, keine V ist mehr erwartungstreu

Identifikation von Überspezifikation
t-Test für einzelne uVs
F-Test für Subsets von uVs
Signifikanttest der b-Koeffizeinten (p-value): Unterscheidet er sich nicht signifikant von Null, dann uV streichen
Identifikation von Unterspezifikation
Ramseys RESE-Test: prüft die signifikante Erklärungskraft des eigentlichen Modells mit den geschätzen Werten (R2 ausrechnen, dann f-test) Fehlspezifikation, wenn R2 signifikant höher ist als im linearen Modell (jedoch wissen wir nicht wo Fehler der ist).

Messfehler
Messfehler in der abhängigen Variablen
Sofern die Annahmen des linearen Regrem. anderweitig erfüllt sind, wirkt sich der Messfehler in der aV nicht auf die Erwartungstreue des Schätzers aus, es liegt auch keine Endogenität der aV vor!
[image: ][image: ]Der Messfehler wirkt sich jedoch auf die Varianz der gschätzten Koeffizienten aus:
ohne Messfehler:	mit Messfehler: 
· 		                                     Varianz wird grösser

Messfehler in der unabhängigen Variablen
Dasselbe Problem wie bei Unterspezifikation. Es liegt Endogenität vor, also die uV korreliert mit dem Fehlerterm->Verletzung der Annahmen 
OLS-Schätzer ist verzerrt und inkonsistent






Die Methode der Instrumentvariablen
[image: ][image: ]







Was tun, wenn relevante Bestimmungsgrössen nicht im Modell enthalten sind und auch keine Möglichkeit besteht, diese Variablen zu erheben?
1. Proxy-Variablen: starke Korrelation mit der gesuchten Variablen. Sie ist stellvertretend für die gesuchte Variable (oft Messfehler)
2. Instrumentenmethode: Ziel ist bei einer Regressionsanalyse eine Korrelation zwischen den uV und dem Fehlerterm auszuschliessen (z.b. mit 2SLS)

Methode der zweistufigen kleinsten Quadraten (2SLS)
Variable x enthält zwei Arten von Streuung: 
- erwünschte: führt zur Korrelation mit der systematischen Komponente von y
- unerwünschte: führt zur Korrelation mit der nicht-systematischen Komponente von y (epsilon). Diese Streuung ist für die Endogenität von x verantwortlich. Sie soll aus Schätzung entfernt werden
2SLS zerlegt die Varianz von x in die Komponente, um anschliessend den Effekt der erwünschten Komponent auf y zu schätzen
Die Zerlegung erfolgt mit Hilfe einer Instrumentenvariablen (IV): man ersetzt die mit dem Fehlerterm korrelierende, erklärende Variable durch eine andere Variable, die in engem Zsmhang mit der uV steht, aber nicht mit Fehlerterm korreliert.
[image: ]IV- Vorgehensweise:
· [image: ]X mittels Regression in erwünschte Komponente zerlegen (a),
die durch die exogene IV z erklärt wird und in eine unerwünschte vx.
· Anstelle unzerlegt x-Werte werden die gefitteten Werte xdach verwendet, 
diese hängen nur von der exogenen IV z ab.
· VSS: IV und x müssen stark korrelieren  
Hauptproblem der IV-Schätzung besteht darin, die geeignete Instrumente für die endogene Variablen zu finden



10.VL Heteroskedastizität
[image: ]Eine Annahme des linearen Regrm. : Homoskedastizität = konstante Varianz der Fehlerterme
		
		Die Streuung der Residuen um die Gerade in vertikaler Richtung ist konstant
		Hier: Konstante Varinaz, normalverteilt und Erwartungswert = 0

[image: ]			Heteroskedastizität = jeder Fehlerterm weist eine eigene Varianz auf. Dies 			ist nur bei einem sehr grossen n für eine bestimmte Stichprobe eindeutig 			feststellbar (unregelmässige Streuung) 


Ursachen für Heteroskedastizität 
· Error-Leraning
Steht die x-Achse im weitesten Sinne für Lernprozesse, so ist mit zunehmender Lerndauer mit geringeren Fehlern und einer geringeren Fehlervarianz zu rechnen
· Spezifischer Zusammenhang zwischen uV und aV
bsp. Ökonomie: Individuen mit hohem Einkommen haben eine grössere Varianz bzgl. Ausgaben
· Ausreisser
· Fehlspezifikation (Unterspezifikation)
· uV weist eine schiefe Verteilung auf

Auswirkungen von Heteroskedastizität
· OLS-Schätzer sind nicht mehr BLUE: sie sind zwar erwartungstreu und konsistent, jedoch ineffizient (es gibt andere Schätzer mit geringerer Varianz)
Folge: t- und F-tests des OLS-Schätzers sind verzerrt
· Varianzen/Standardfehler der Regressionskoeffizienten werden falsch geschätzt
Keine Auswirkungen
- OLS-Schätzer bleiben erwartungstreu/unverzerrt und konsistent
- R^2 und korrigierter R^2 sind nicht betroffen, da beide Koeffizienten von der unbedingten und nicht von der bedingten Varianz abhängig sind
· [image: ]Heteroskedastizität ist weniger schlimm als Unterspezifikation






[image: ]Diagnostik: Wie erkennt man Heteroskedastizität 
					
					Alle Tests auf Heteroskedastizität sind sehr anfällig auf 						Fehlspezifikationen. Heteroskedastizitätstest sind nur in sonst 					korrekt spezifizierten Modellen aussagekräftig
Residuenplots
· Heteroskedastizität oft in einfachen Streudiagramm erkennbar
[image: ]					
					




Zunahme Variabilität der Residuenmit steigenden Werten 					     von x. Varianz der Residuen von uV abhängig


Goldfeld-Quant-Test
· Test auf Beziehung zwischen Residuen und uVs durch Aufteilung der Beobachtungen in zwei Gruppen grosser und kleiner Werte der uVs und Vergleich der resultierenden SSE mittles F-Test.
[image: ]In R:  





Breusch-Pagan-Test
· Testet Heteroskedastizität, die eine linear-additive Funktion verschiedner Variablen ist
· Bei Homoskedastizität sollten die Quadrate der OLS-Resiuden mit keiner der uVs korrelieren
· Ein Test des Modellfits dieser Regression ist identishc mit dem Breusch-Pagan Test
[image: ]					
· 								In R: bptest(lm-Object) 






White-Test auf Heteroskedastizität
Hier wird für die Hilfsregression zusätzlich die Quadrate und Kreuzprodukte aller uVs berücksichtigt
Was tun, wenn Heteroskedastizität vorliegt?
· Log-Transformation des Regrm. oder der aV 
· Berechnung robuster Standardfehler
· Heteroskedastizität wegen Unterspezifikation, dann Modell respezifizieren 
· Rückgriff auf Weighted Least Squares 

Heteroskedastie-robuste Standardfehler nach White
Im Falle von Heteroskedastizität soll der Schätzer für die Varianz des Steigungsparameters berrechnet werden
· Die robusten Standardfehler basieren neben den normalen Resiuden der ursprünglichen Regression auch auf den Resiuden von Hilfsregressionen zwischen den einzelnen uVs
· Können auch ohne Verdacht auf H. berrechnet werden
· Dieser Schätzer der Varianz bleibt nur für grosse Stichproben nahezu unverzerrt (konsistent)
· Schätzer für robuste Standardfehler sind – wie alle Schätzer – selbst Zufallsvariablen und haben in der Regel eine grössere Varianz als die konventionellen OLS-Schätzer

Weighted Least Square-Verfahren
WLS ist ein Spezialfall von GLS (Generalized Least Square)
VSS: Kenntnis der Fehlervarianz für jeden Wert i von x
Ziel: Die Heteroskedastizität in den Fehlertermen zu beseitigen, um so effiziente Schätzungen zu erhalten
- bei OLS wird die gänzlich ungewichtete Fehlerquadratsumme minimiert, bei WLS eine gewichtete Fehlerquadratsumme
- die Gewichte der Beobachtungen sind umgekehrt proportional zu ihrer Standardabweichung
hohe SE: geringeres Gewicht
· die Varianz der Fehlerterme wird durch dieses Gewichtungsverfahren zur Konstanten transfomiert, also homoskedastisch
ACHTUNG: dadurch verändert sich auch Varianz der Schätzer



11. VL Zeitreihenregression
= Spezialfall der Regressionsanalyse

Zeitreihenanalyse
Methode zur Beschreibung von Daten, die zeitlich geordnet sind
· Folge von Beobachtungswerten zu verschiedenen Messzeitpunkten
· (Diskrete) Variable t ist die Zeit, wobei Werte von t Zeitpunkte darstellen
Problem: Autokorrelation
[image: ]Definition
Annahme des klassischen linearen Regressionsmodells: Fehlerterme dürfen nicht miteinander korrelieren, sonst liegt eine Autokorrelation vor
Die Werte einer Variable zum Zeitpunkt t sind mit Werten dieser Variablen in Vorperioden t-k korreliert
Ursachen
Autokorrelation ist dann wahrscheinlich, wenn die Reihenfolge der Beobachtungen in den Daten relevant ist. Die Fehler eines Zeitpunktes t1 hängen meist mit den darauffolgenden Fehler der Zeitpunkte tk zusammen. I.d.R. werden diese Auswirkungen über die Zeit hinweg schwächer
· Wenn diese Einflüsse nicht explizit gemessen und in den xVariablen berücksichtigt werden, sind diese Effekte in den Störtermen enthalten und führen dort zu Autokorrelation
[image: ]autoregressiver Prozess der ersten Ordnung (Störterm korreliert mit dem Störterm der Vorperiode)
	       
Stationaritätsannahme: Koeffizeint liegt zwischen minus und plus 1
Diese Bedingung stellt sicher, dass die Auswirkungen verzögerter Störvariablen mit den Verzögerungen (Lags) abnehmen
[image: ]autoregressiver Prozess der k-ten Ordnung

Formen					
[image: ][image: ][image: ]



(bei der positiven Autokorrelation muss nicht jedes Residuum ein positives Vorzeichen haben)
Auswirkungen
Die OLS-Schätzer sind zwar erwartungstreu, aber nicht mehr effizient. Die Standardfehler der Koeffizienten sind verzerrt, was zu unzuverlässigen/ungültigen Hypothesentests führt (t-Statistiken).

Identifikation von Autokorrelation
Es darf keine Unterspezifikation vorliegen

[image: ][image: ]Durbin-Watson-Test
Angenommen wird dabei eine autoregressiver Prozess 1. Ordnung
Teststatistik d: Wir beginnen bei der zweiten Beobachtung
[image: ][image: ]	

[image: ]

		Im Unschärfebereich weder verwerfen 		noch bestätigen


[image: ]
In R: 

Lösungsansätze zur Behebung der Autokorrelation  Feasible Generalized Least Squares

Zeitreihenanalyse
[image: ]Statistische Modelle (bis anhin)
aV reagiert zeitgleich/unmittelbar auf Änderungen der uV 
- die Zeit spielt als mögliche Einflussgrösse keine Rolle
[image: ]Dynamische Modelle
Berücksichtigung zeitlicher Abhängigkeiten 
Effekte erfolgen nicht umgehend, sondern verzögert und nehmen mit zunehmender Zeitdauer ab
[image: ]Annahmen
- infinite Modelle (selten)
- finite Modelle (FDL-Modell): Effekte sind temoprär, konkrete Länge des lag muss theoretisch begründet werden. Normalfall
bsp. Oben: bo: unmittelbaren Einfluss auf die aV = Wirkungsmultiplikator 
	= langfristige Zunahme in der aV
FDL-Probleme
- Multikollinearität
- Verlust von Freiheitsgraden
grössere Standardfehler, schwieriger signifikante Koeffizeinten zu finden
[image: ]Lösung: Autoregressive Modelle AR(p)
 verzögerte Werte der uV durch einen verzögerten Wert der aV ersetzen
Modelle der ersten Ordnung (p=1):
		X durch Werte der aV der Vorperiode ersetzen
[image: ]AR-Modell der zweiten Ordnung: 

Trendregressionen
Zeitreihen weisen oftmals Trends auf, die zudem häufig mit den Trends anderen Variablen einhergehen (siehe Problem der Scheinkorrelation
Linerarer Trend: aV wächst relativ gleichförmig mit der Zeit
Exponentieller Trend: Wachstumsrate (Steigung der Zeitreihe) wächst gleichförmig
Problem der Scheinkorrelation
=statistisch signifikanter Zusammenhang zwischen Yt und Yt, der lediglich auf einen gemeinsame Trend zurückzuführen ist
wird dieser gmeinsamne Trendkomponente nicht Rechnung getragen, so wird der Erklärungsgehalt der uV überewertet
[image: ]Scheinkorrelation als Fehlspezifikation: 
Wenn die «Zeit» die Variation der aV erklärt und zudem mit der uV korreliert ist, dann liegt eine Fehlspezifikation vor, sofern die Zeit nicht als Trendkomponente berücksichtigt wurde
Verzerrung der geschätzten Koeffizienten
Lösung: Dummyvariable für die Zeit hinzufügen 
Der Zeittrend nimmt die gemeinsame Bewegung aller uVs und aVs auf

Alternative Lösung: Detrending
Ziel: Trendmuster vorgängig aus den Daten entfernen
Regressionen für aV und uV auf die Trendvariable durchführen, Residuuen wegspeichern
R-Quadrat ist für die nicht trendbereinigten Daten verzerrt
Saisonalität
= zyklisch sich wiederholende Muster
[image: ]Je höher die Erhebungsfrequenz, desto w’scheinlihcer zeigt sich saisonale Muster
Um diese zu erfassen, werden Dummyvariablen gebildet, die die Frequenz repräsentieren, mit welcher die Daten gesammelt wurden (k-1)

Paramter b3 gibt an, um wieviel sich die Konstante im ersten Quartal von der Konstante im Winter unterscheidet (= 4.Quartal, Referenzvariable)


12. VL Paneldatenanalyse
Kumulierte Querschnitte (Trenddesign): unterschiedliche Stichproben, unabhängige Beobachtungen
 Trenddaten (kumulierte Querschnitte) erlauben- wenn zwischen den Zeitpunkten verglichen wird-  nur Aussagen auf der Kollektivebene. ABER: gepoolte Daten erhöhen den Stichprobenumfang. Das hat bessere und genauere Schätzungen zur Folge
[image: ]Panel-Daten: Wiederholte Messung bei den gleichen Untersuchungseinheiten (=gleiche Stichprobe)
 hoher Informationsgehalt. Aussagen über individuelle Änderungen sind möglich
Mehr Beobachtungen und Möglichkeit der Kontrolle von Heterogenität zwischen den Untersuchungseinheiten





Daten zuerst nach Einheiten und dann nach Zeit stapeln (in einem Long-Format)
[image: ]Notation






Regressionsmodelle für kumulierte Querschnitte (1 Frage an Prüfung!!)
[image: ][image: ]Problem: die Beobachtungen sind nicht gleich verstreut (jährliches Durchschnittseinkommen kann sich verändern) Heteroskedastizität
Lösung: Um den Einfluss der Zeit abbilden zu können, werden die entsprechenden Jahre als Dummy-Variablen t in das Modell aufgenommen. Der Effekt      gibt dann die durchschnittliche Veränderung für die jeweilige Zeitperiode wieder.
 Veränderungen im Einfluss uV über die Zeit können mit Interaktionstermen zwischen den Zeitdummies und der entsprechenden Variablen geschätzt werden 
[image: ]Schätzung von kumulierten Querschnittsdaten


Xi: Haushaltseinkommen
Y: W'keit eine bestimmte Partei x zu wählen
Interaktionsterm: nur berücksichtigen wenn wir davon ausgehen, dass sich der Einfluss des Haushaltseinkommen über die Zeit geändert hat. 
--> 1980: Einkommen spielte bei der Parteiwahl eine Rolle
--> 2020: spielt keine Rolle mehr
Überprüfen anhand Interaktionterms

[image: ]Bestimmungsgründe Anzahl Kinder pro Frau, USA 1972-1984
unterschiedliche Stichproben zu unterschiedlichen
Zeitpunkten
Im Jahr 1974 (unter Konstanthaltung aller Variablen) 
hat die Anzahl Kinder pro Frauen um .268 zugenommen
In den 80er nahm Anzahl Kinder ab


	Binäre Zeitvariablen
                                                    Y72: Referenzkategorie



We use these data to estimate a model explaining the total number of kids born to a woman (kids).[image: ]
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Tabelle 4: Ergebnis Volksabstimmung in Abhdngigkeit von NR-Ergebnis,
Rechtsform und Werbebudget

Abhingige Variable:

acceptpo
Nationalrat 0209
(0.053)
Rechtsform —3.492
(3.617)
Werbebudget 0.116™
(0.032)
Rechtsform: Werbebudget 0.060
(0.050)
Konstante 28177

(4.457)
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Fiir Referenden gilt: Steigt der Anteil des Pro-Budgets um einen
Prozentpunkt, erhdht sich der Ja-Anteil um 0.116 Prozentpunkte.
Demnach um rund 12 Prozentpunkte, wenn die Propagandastruktur
von totaler Nein- zu totaler Ja-Dominanz dndert (siehe nachfolgenden
Slide).

Fiir Initiativen gilt: Steigt der Anteil des Pro-Budgets um einen
Prozentpunkt, erhdht sich der Ja-Anteil um 0.116 + —0.06 = 0.056
Prozentpunkte.
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acceptpo; = ffp + finationalrat; + o1;werbebudget;+
get;
Bsbedeutung; + ¢;
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acceptpo; = [y + Binationalrat; + Sowerbebudget; + S3bedeutung; + ¢;
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a; = (2 + Babedeutung;
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acceptpo; = [3p + [(1nationalrat; + fawerbebudget; + f3bedeutung;+
Bawerbebudget:-bedeutung; +¢;
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Tabelle 6 isse fiir Ergebnis in

NR-Ergebnis, Werbebudget und Bedeutung der Vmia[e

Abhingige Variable:

acceptpo
Nationalrat 0402
(0.030)
Werbebudget ~0.087
(0.169)
Bedeutung 0376
(1520)
Werbebudget: Bedeutung 0028
(0.026)
Konstante 181110

(10.323)
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Was bedeutet eine Zunahme des Ja-Stimmenanteils im Parlament um
1 Prozentpunkt fiir den Ja-Stimmenanteil an der Urne?
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@ hat <- hatvalues(Objekt)
Im1

o mean (hat) "

@ plot(hatvalues(modl), main = "Hat Values fiir
Nationalratsprognosemodell")
abline(h=c(2,3)*2/length(id), 1lty=2)
identify(1:length(id), hatvalues(mod1),
rownames (merged))
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ISR in R: rstandard(1m.object)
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ESR in R: rstudent (1m.object)
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Volksammung,- = fBo + (1 - Stimmenanteil;
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V' VIF = 2.0 gibt an, dass der Standardfehler ‘dJes EfFekts‘dieser
Variable doppelt so gross ist wie wenn diese Variable génzlich
unkorreliert mit den anderen UVs wére.
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Annahme Annahmenverletzung|[ Konsequenzen Priifung Lektion
Annahmen iiber die Beziehung zwischen Pradiktoren und Fehlerterme
Unabhangigkeit des Unter- oder Verzerrung und Durbin-Watson, 9
Fehlerterms (Exogenitit der Uberspezifikation; Effizienz der Lagrange
UVs) Messfehler Schitzwerte Multiplier, RESET
Annahmen iiber die Fehlerterme

Erwartungswert der Fehlerterm enthalt Verzerrung der Messverfahren -
Fehlerterme gleich Null einen Schitzwerte priifen

systematischen

Messfehler
Homoskedastizitat der Heteroskedastizitat Ineffizienz der Breusch-Pagan- 10
Storgrossen (meist auch ein Schitzung Test,

Problem von White-Test

Nichtlinearitat)
Unabhangigkeit der Autokorrelation Ineffizienz der Visuelle Kontrolle, 10
Fehlerterme (meist auch ein Schitzung Durbin/Watson-

Problem von Test

Nichtlinearitat)
Fehlerterme sind keine Ungiiltigkeit des QQ-Plot 8
normalverteilt Normalverteilung Signifikanztests

Annahmen iiber die Pradiktoren

keine lineare Abhangigkeit Multikollinearitat verminderte Paarweise 8

zwischen den unabhingigen
Variablen

Pr n der
Schitzwerte

Korrelationen, VIF
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Modell in der Grundgesamtheit:
y="Po+bfx+e
Korrektes Schatzmodell 1:
9 ="Bo+ix
Uberspezifiziertes Schatzmodell 2:

y= 50 + §1X1 + §2X2
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Modell in der Grundgesamtheit:
y=Po+prxa+pfoxate
Korrektes Schitzmodell 1:
9= Fo+ Bux + Boxa
Unterspezifiziertes Schitzmodell 2:

7= ho+ ixt
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E(B1) = B1 + Pabas
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Korrelation by, positiv  Korrelation by, negativ

Effekt von 3, positiv Uberschatzung Unterschatzung
Effekt von /3, negativ Unterschitzung Uberschitzung
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Vi=Po+ P xi
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var(f3j) =

52+ s?
SSTx
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Fehlspezifikation

B2 verschmutzt
Uberschatzung des tatséchlichen
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Korrekte Spezifikation

Wa teiligung
" ( i ) >
§ %
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X = ao+ f1zi +v;

=X+v
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Yi=Po+ BiXi + €
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Probability density
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Residuen vs. Schitzwerte
Residuen vs. unabhingige Var.
Fazit:

Heteroskedastizitst liegt vor Lo
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Verfahren der visuellen Dateninspektion (Residuenplots)
Park-Test

Glejser-Test

Goldfeld-Quandt-Test

Breusch-Pagan-Godfrey-Test

Genereller Test nach White
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@ install.packages(Imtest)
@ library(Imtest)
© modl <- Im(y ~ x1 4+ x2 + x3, data=yourdata)
© ggtest(mod1, ordered.by= x1)
Dabei gilt:
o Hp: konstante Varianz (Homoskedastizitat), d.h. Ratio zwischen beiden

Fehlerquadratsummen = 1.
o Hj: Heteroskedastizitit
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©0 06000

Regression durchfiihren: y; = 8y + B1x + &1
Residuen speichern (£;).
Residuen quadrieren (£;2):
Neue Regression mit quadrierten Residuen als abhangige Variable
durchfiihren: &2 = 4o + Fix1 + v
Determinationskoeffizient dieser Regression speichern: R:ZAZ.
Die Teststatistik folgt einer entsprechenden Chi-Quadrat:Verteilung:
X2 =nx R}z,
o n = Anzahl Beobachtungen

o Freiheitsgrade: Anzahl unabhingiger Variablen (k)
o Hp: Residuen sind homoskedastisch.
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i] = 0 = keine Autokorrelation.
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€t = pee-1+ vt
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Et = P1£¢t-1+ P2gt—2 + ...+ pkEt—k + V¢
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Positive Autokorrelation: Tritt auf, wenn ein Fehler eines
bestimmten Vorzeichens die Tendenz hat, von einem Fehler mit
demselben Vorzeichen gefolgt zu werden.

Negative Autokorrelation: Tritt auf, wenn ein Fehler eines
bestimmten Vorzeichens die Tendenz hat, von einem Fehler mit
unterschiedlichem Vorzeichen gefolgt zu werden.
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yi=yi+e
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Wert der Teststatistik ~Korrelation Interpretation

d=2 p= keine Autokorr.
d=0 = perfekte positive Autokorr.
d=4 p1 = —1  perfekte negative Autokorr.
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Wenn p = —1ist d =~ +4, wenn p = +1ist d = 0.

Wenn der Autokorrelationskoeffizient p = 0 ist, hat die
Durbin-Watson-Statistik einen Wert nahe bei 2. > keine Autokorrelaion
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@ Package 1mtest:
o dwtest(1lm)
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Ye = fo+ PiXt + e




image147.png
Yt = ao + boxe + bixe—1 + baxe—2 + ... + bpxe_p + €¢
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bo+ b1+ b2+ ...+ bp
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Yt =a+bixe + by 1+ <
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Ye =a+ bixe + boyr—1+ bayio + €




image7.png
SSE = i e?
i=1
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Y: = Bo + Bi X1t + PaXor + A\t + €4
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Yt = Bo + Bixe + B3quartly + Baquart2; + Psquart3s + &4
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Paneldaten umfassen in aller Regel:
o Eine zeitinvariante eindeutige Bezeichnung fiir jede Einheit (z.B.:

Student ID).

Einen Indikator fiir die Zeit (z.B.: Jahr (1999, 2003, etc.)).

Eine zeitvariante abhangige Variable (z.B.: Einkommen).

o Eine zeitvariante unabhingige Variable (z.B.: Ausbildung, Konsum,
Arbeitspensum, etc.).

o Eine zeitinvariante unabhingige Variable (z.B.: Geschlecht, Herkunft,
etc.).
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Das Subskript ; steht fiir die Untersuchungseinheiten (Individuen,
Lander, Firmen, etc.).

Das Subskript ¢ steht fiir die Messzeitpunkte (Tage, Monate, Jahre,
etc.)

Der Stichprobenumfang ist N.
Die Gesamtanzahl Zeitpunkte ist T.

Demnach ist die Gesamtanzahl Beobachtungen N - T. Paneldaten
erhohen somit die Anzahl Freiheitsgrade. Zudem: Signifikanz steigt
(u.U.) wegen hoherer Anzahl Beobachtungen.
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Yi = Po + Pix; + dot + ditx; +€;
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Schatzung von kumulierten Querschnittsdaten

o Im einfachsten Fall (eine UV) sieht das Regressionsmodell (inkl.
Interaktionsterm) so aus:

yi= ,30+,31X; + ot + O1tx; + €

Dr. Thomas Milic (IPZ) Fortgeschrittene Statistik 29. November 2020 19 / 39

n Querschnittsdaten

Abbildung: Bestimmungsgriinde Anzahl Kinder pro Frau, USA

1972-1984

TABLE 13.1 Determinants of Women's Fertilty
Dependent Variable: kids

" Independent Variables Coefiicients Standard Errors
educ ey o8
e s 138

| age ~ 0058 L0016
black 1076 a7
east 217 13
northcen 363 az
west 98 67
fam 053 197
othwural e 175
town o84 a2
smeity a2 160
V4 268 a7
¥76 097 a7
V78 069 82

| yoo “on 18
y82 522 an
y84 —.545 75
constant 7742 3052
=120
RE=1295

|R=1182

Quelle: Wooldridge 2012: 450.

Dr. Thomas Milic (IPZ) Fortgeschrittene Statistik 29. November 2020 20 / 39
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One question of interest is: After controlling for other observable factors, what has
happened to fertility rates over time? The factors we control for are years of education,
age, race, region of the country where living at age 16, and living environment at age 16.
The estimates are given in Table 13.1.

The base year is 1972. The coefficients on the year dummy variables show a sharp
drop in fertility in the early 1980s. For example, the coefficient on y82 implies that, holding
education, age, and other factors fixed, a woman had on average .52 less children, or about
one-half a child, in 1982 than in 1972. This is a very large drop: holding educ, age, and the
other factors fixed, 100 women in 1982 are predicted to have about 52 fewer children than
100 comparable women in 1972. Since we are controlling for education, this drop is separate
from the decline in fertility that is due to the increase in average education levels. (The aver-
age years of education are 12.2 for 1972 and 13.3 for 1984.) The coefficients on y82 and y84
represent drops in fertility for reasons that are not captured in the explanatory variables.

Given that the 1982 and 1984 year dummies are individually quite significant, it is not sur-
prising that as a group the year dummies are jointly very significant: the R-squared for the re-
gression without the year dummies is .1019, and this leads to Fg;;; = 5.87 and p-value = 0.

‘Women with more education have fewer children, and the estimate is very statistically
significant. Other things being equal, 100 women with a college education will have about
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51 fewer children on average than 100 women with only a high school education:
.128(4) = .512. Age has a diminishing effect on fertility. (The turning point in the quadratic
is at about age = 46, by which time most women have finished having children.)

The model estimated in Table 13.1 assumes that the effect of each explanatory vari-
able, particularly education, has remained constant. This may or may not be true; you will
be asked to explore this issue in Computer Exercise C1.

Finally, there may be heteroskedasticity in the error term underlying the estimated
equation. This can be dealt with using the methods in Chapter 8. There is one interesting
difference here: now, the error variance may change over time even if it does not change
with the values of educ, age, black, and so on. The heteroskedasticity-robust standard er-
rors and test statistics are nevertheless valid. The Breusch-Pagan test would be obtained by
regressing the squared OLS residuals on all of the independent variables in Table 13.1, in-
cluding the year dummies. (For the special case of the White statistic, the fitted values kids
and the squared fitted values are used as the independent variables, as always.) A weighted
least squares procedure should account for variances that possibly change over time. In the
procedure discussed in Section 8.4, year dummies would be included in equation (8.32).
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: 1 = q, meistens 31 = 0
HA PL#q
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object <— Im(y ~

summary(object)

X,

data = df)
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> Im <- Im(acceptpo ~ nationalrat, data = dfk)
> summary(lm)

Call:
Im(formula = acceptpo ~ nationalrat, data = dfk)
Residuals:

Min 1Q Median 3Q Max A]

-38.819 -7.354 -0.544 9.127 30.978

Coefficients: ‘B, E ?] E T_
Estimate Std. Error t value Pr(>Itl)
(Intercept) 22.13636 1.72052 12.87 <2e-16 ***
nationalrat ©.47566 0.02771 17.16  <2e-16 ***
Signif. codes:s: @ v @ Q@] “wh2:Q.@1 ‘2@ @5 ‘.2 @l €21
G
Residual standard error: 12.65 on 291 degrees of freedom
(2 observations deleted due to missingness)
Multiple R-squared: 0.5031, ["‘ Adjusted R-squared: ©.5013
F-statistic: 294.6 on 1 and 291 DF, p-value: < 2.2e-16
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A) Zusammenfassung der Residuen.

B) OLS-Schitzer: f = 22.14 und f3; = 0.476.

C) Geschitzte Standardfehler: SE[3o] = 1.72 und SE[51] = 0.028.

D) Teststatistiken = fiir Ho: 3o = 0 ist t = 12.87; fiir Hp: 1 = 0 ist
t=17.16

E) p-Werte = Ho: 3o = 0 ist p = 0.000, also kann Hy abgelehnt werden;
fiir Ho: 1 = 0 betragt p = 0.000, also diirfen wir Hy ablehnen.

F) Signifikanzniveau: Sowohl 3y wie auch j3; sind auf 0.001-Niveau
signifikant.

G) s =12.65

H) R? =0.5031
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glm(formula = dfk_subset$acceptpo ~ dfk_subset$swjalager + dfk_subset$suppshare2,
family = gaussian, data = dfk_subset)
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Elyi] = Bo + Bixi + P2zi = pi
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Yi = Bo + B1xi + B2z + &
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acceptpo; = (o + Bisuppshare2; + Frswjalager; + =;
g ~ N(0,0)
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acceptpo; ~ N (ui,0)
i = [Bo -+ Bisuppshare2; + Baswjalager;
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acceptpo; = 20.61 -+ 0.06 - suppshare2; + .47 - swjalager;
R? = 054
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library(relaimpo)
calc.relimp(object, type = lmg", rela=TRUE)
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@ X ist eine n x k Matrix, wobei k fiir die Anzahl Parameter steht.

@ y ist ein n x 1 Spaltenvektor (column vector), 3 ist ein k x 1 Spaltenvektor, und ¢ ist ein
n x 1 Spaltenvektor.

o Die Matrix X und der Spaltenvektor 3 werden miteinander multipliziert (zur
Multiplikation von Matrizen siehe Steenbergen S. 264f.).

@ Sodann werden der Vektor X/3 und Vektor ¢ addiert (zur Addition von Matrizen siehe
Steenbergen S. 263f.).
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E[zi|X]=0
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= - . . . “w . ->Linearfunktion
y lasst sich in einen systematischen bzw. “erklarten Teil” () und

einen stochastischen bzw. “unerklarten Teil" (e) zerlegen:

yi=J9i+te
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Var(y) = Var(p) + Var(e)
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SST =" (i —7)’

=il
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SSR=Y (5 —7)°
i=1
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Vi ei=yi—ii
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SSE
n—k—1

MSE
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E(MSE) = o*
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> fitl <- 1m(dksubset$acceptpo - dfk_subset$suppshare2)
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fit2 <- Im(dfk_subset$swjalager ~ dfk_subset$suppshare2)
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fit3 <- Im(dfk_subset$u ~ dfk_subset$v)
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fit <- Im(dfk_subset$acceptpo ~ dfk_subset$swjalager+dfk_subset$suppshare2)
screenreg(fit) )




image45.png
F =

MSR
MSE

~ Flk,n—k-1]
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Ho:p1=Pp=... =p=0
Hy : mindestens ein 3-Parameter # 0 (S ist nicht eingeschlossen)
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Im Normalfall:
Die Nullhypothesen Hy lauten: 8y = 0,3; =0 und 3, = 0.
Die Alternativhypothesen H; lauten: By # 0,31 # 0 und 3, # 0.
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acceptpo; = [ + Bisuppshare2; + [Saswijalager; + <;
ei ~ N(0,0)
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Imi.fit <- lm(acceptpo ~ swjalager+suppshare2, data=dfksubset)
summary (1m1.fit)
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anova(lml.fit)
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Analysis of Variance Table

MSE = SSE/n-k-1

MSE: 22990/184

Mean Sq
dfk_subset$swjalager 26828.2
dfk_subset$suppshare2 .3069 0.03935 *
Residuals 124.9

Signif. codes: @ ‘***’ 0.001 ‘**’ 0.01 ‘*’ .05 ‘.’ 0.1 * * 1
h

Df = Freiheitsgrade | [ sum SQ=Quadratsumme | [ Mean Sq = Mittlere Quadratsumme |

[ msR=26828+538/2= 13683 H F-Statistik = MSR/MSE = 13683/124.9 = 109.6 |
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E; = Vorhersagefehler ohne Pradiktor (SST)
E;, = Vorhersagefehler mit Pradiktor (SSE)
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SO =882

R? =
SST
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AIC = -—20+2k
BIC = —2{+klnn
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wage = [3p + [}1experience + (3> experience2 +€
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Im(wage ~ experience + I(experience~2),
data = df)
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wage = 6.48 + 0.302 x experience + (—0.006 x experience?)
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(0.3 - 0.006 x 2 x 20) = 0.06 bei 20 Dienstjahren.
(0.3 —0.006 x 2 x 1) = 0.288 bei 1 Dienstjahr.3
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Funktionale Form

Gleichung (eine UV)

Anderung in Y, wenn X dndert

Linear

Double-log

Semilog (lin-log)

Semilog (log-lin)

Polynomial

Yi=fo+ 1 Xi+ei

In(Y;) = fo + Buln(X:) + €

Y; = fo+ Prn(X:) + €

In(Y;) = Bo+ BuXi + e

Yi = fo+ biXi+ B2 XP + €

Wenn X sich um eine Einheit
erhdht, erhdht sich Y um 3y
Einheiten

Wenn X sich um einen Prozent
erhdht, erhdht sich Y um f3;
Prozent (Elastizitit)

Wenn X sich um einen Prozent
erhdht, erhdht sich Y um /3;/100
Einheiten

Wenn X sich um eine Einheit
erhoht, erhoht sich Y um (rund)
100*3; Prozent

Wenn X sich um eine Einheit
erhoht, erhoht sich Y um

By + 22 X-Einheiten
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L/-erW,- = by + by - gender;
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Lerw, bo+b1 0=bo
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1ml.fit <- lm(acceptpo ~ as.factor(init) + nationalrat,
data=submerged)




image64.png
Javal:;bst; = by + by - Rechtsform; + b, - Nationalrat;
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Ja Volksabstimmung

Rechtsform (1=lnitiative) —7.403**
(2.713)

Nationalrat 0.348***
(1.706)

Constant 32.374**
(6.686)

Observations 308

Adjusted R? 0.504

F Statistic 157.2*** (df = 2; 305)
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as.factor (Name-der-Variable)
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1m2.fit <- 1m(JaVolksabst ~ as.factor(formec2) +
nationalrat, data=submerged)
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Coefficients:
Estimate Std. Error t value Pr(>1tl)

(Intercept) 67.869 2.361 28.748 < 2e-16 ***
regionMidwest  -4.811 3.279 -1.467 0.14334
regionSouth -10.505 3.171 -3.313 0.00104 **
regionWest -2.560 4.022 -0.636 0.52497

Signif. codes: @ ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.’ 0.1
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library(car)
linearHypothesis(reg, "regionSouth = regionWest",
test = "F")
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Linear hypothesis test

Hypothesis:
regionSouth - regionWest = 0

Model 1: restricted model
Model 2: obamavote - region

1
2

Res.Df RSS Df Sum of Sq F PrO>F)
297 130502
296 128683 1 1819 4.1841 0.04169 *
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acceptpo; =
Bo +|B;rechtsform; - Bzurheben}-i»lﬁgvechtsform,--urheber, }+ €

Hauptterme Interaktionsterm
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ayg; = f1 + Paurheber;
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acceptpo; = fo + Pirechtsform; + [ourheber; + ¢;
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acceptpo; = o+ «;rechtsform; + Bourheber; + ¢;
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mod.fit <- lm(acceptpo ~ as.factor(rechtsform) *
as.factor (urheber), data = merged)
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Ja-Stimmenanteil Urne
Haupteffekte Interaktionsmodell

(1 Mle unterschieden sich signifikant von o 2)

Konstante
Rechtsform
Urheberschaft
Urheber:Rechtsform

50.172*** (1.093) 60.250" (1.118)
—23.413" (1.562) —25.886" (1.604)
~0.119 (1.999) —5.668* (2.537)

13.854*** (4.000)
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Initiativen, die nicht von SVP sind, haben im Schnitt

Gruppe rechtsf. urheber | CEF? ]

REF, NichtSVP | 0 0 |m=G )

INIT, Nicht-SVP | 1 0 | pi=PBo+B1 cnensSimmenanictvon 35%
REF, SVP 0 1 | pmi=Bo+B ervartungwertvonsar
INIT, SVP 1 1

J1i = Bo + B1 + B + B2 stimmenanteil von 425
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Wenn bei der Abstimmung nicht die SVP als «Opposition» auftritt,
betragt der Effekt der Rechtsform —25.9 Prozentpunkte. Mit anderen
Worten: In solchen Fillen schneiden Initiativen im Schnitt rund 26
Prozentpunkte schlechter ab als Referendumsvorlagen.

Wenn bei einer Abstimmung die SVP als «Opposition» auftritt, dann
betragt der Effekt der Rechtsform —25.9 + 13.9 Prozentpunkte. Mit
anderen Worten: In solchen Fillen (konkret: bei SVP-Initiativen) fallt
das Ergebnis im Schnitt nur um etwa 12 Prozentpunkte schlechter aus
als bei SVP-Referenden.
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Wenn die SVP nicht die Vorlagenurheberin ist, dann ist der Effekt der
Rechtsform = (31

Wenn die SVP die Vorlagenurheberin ist, dann ist der Effekt der
Rechtsform = 31 + 33
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acceptpo; = fJy + Pinationalratj+ a;rechtsform; + Bsurheber; + ¢;
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acceptpo; = 3 + [inationalrat; + farechtsform; + fzurheber; + €;
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a1 = [f2 + Paurheber;
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Rechtsform
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(2.918)
~5.215"
(2.427)
12.561°**
(3.835)
33801
(4.140)





image85.png
Gruppe rechtsf. urheber | Gleichung

REF, Nicht-SVP 0 0 wi = Po+ Pinr;

INIT, Nicht-SVP 1 0 1 = Po + pinri + B2

REF, SVP 0 1 i = Po + Pinri + 33

INIT, SVP 1 1 i = Po+ Punri + o+ B3+ Ba
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Wenn bei der Abstimmung nicht die SVP als «Opposition» auftritt,
betragt der Effekt der Rechtsform ceteris paribus —10.05
Prozentpunkte. Mit anderen Worten: In solchen Fillen schneiden
Initiativen im Schnitt rund 10 Prozentpunkte schlechter ab als
Referendumsvorlagen.

Wenn bei einer Abstimmung die SVP als «Opposition» auftritt, dann
betrigt der Effekt der Rechtsform —10.05 + 12.56 Prozentpunkte. Mit
anderen Worten: In solchen Fillen (konkret: bei SVP-Initiativen) fallt
das Ergebnis ceteris paribus im Schnitt um etwa 2.5 Prozentpunkte
besser aus als bei Referenden.
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Wenn die SVP nicht die Vorlagenurheberin ist, dann ist der Effekt der
Rechtsform = 3,

Wenn die SVP die Vorlagenurheberin ist, dann ist der Effekt der
Rechtsform = 3> + 34
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acceptpo; = 3y + [1nationalrat; + Barechtsform;+
o werbebudget; + ¢;
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acceptpo; = fg + Binationalrat; + Borechtsform; + Bawerbebudget; + ¢;
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acceptpo; = 3y + [1nationalrat; + fJarechtsform; + [I3werbebudget;+
Barechtsform;-werbebudget; +¢;




